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一种时间序列频繁模式挖掘算法及其在 WSAN 行为预测中的应用 
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摘  要：该文提出 FPM(Frequent Pattern Mining)算法充分考虑频繁模式在时间序列中出现次数和分布。基于这

些不同分布的频繁模式扩展 MAMC(Mixed memory Aggregation Markov Chain)模型提出 FMAMC(Frequent 
pattern based Mixed memory Aggregation Markov Chain)模型。将 FPM 和 FMAMC 应用到实际的智能楼宇项目

中，证明和现有算法相比 FPM 算法具有较好的时间性能，FMAMC 模型能够比 MAMC 模型更准确的预测 WSAN
节点行为。 
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Abstract: A frequent pattern mining algorithm FPM (Frequent Pattern Mining) is proposed. FPM not only 
considered the frequency but also the distribution of the frequent pattern along the time series. Based on these 
different types of frequent patterns, MAMC (Mixed memory Aggregation Markov Chan) is extended to FMAMC 
(Frequent pattern based Mixed memory Aggregation Markov Chan) model. The proposed algorithm and model are 
applied to a smart building project, experiment and practice both demonstrate FPM is efficient than existing 
algorithms and FMAMC model could more accurately predict the node behavior in WSAN than MAMC. 
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1  引言  
如何对 WSAN 所采集的海量数据进行分析，已

成为一个重要研究课题[1]。WSAN 节点行为预测是

指根据各节点采集的历史数据预测下一时刻将采集

数据的节点。已有聚类、关联规则挖掘等数据挖掘

技术被应用到 WSAN 节点行为预测的研究中[1,2]。

虽然可以用传统的时间序列挖掘算法和模型对

WSAN 采集的时间序列进行分析，但是，WSAN 采

集的时间序列数据具周期性强和事件间的时序关联

具有时间延迟的特点[2]。基于频繁模式的时间序列预

测模型是目前一个研究热点[3,4]，但现有方法中没有

考虑频繁模式在时间轴上的分布。 
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本文提出了一种考虑时间分布的频繁模式挖掘

算法 FPM(Frequent Pattern Mining)和基于频繁模

式及其时间分布的 FMAMC(Frequent pattern 
based Mixed memory Aggregation Markov Chain)
预测模。在学习 FMAMC 模型时不仅根据事件序列

在时间序列中出现的次数区分了频繁模式和噪声，

并且根据频繁模式在时间轴上的不同分布区分其频

繁程度。仿真实验和实际应用证明，本文提出的

FPM(Frequent Pattern Mining)算法能够快速发现

时间序列中的频繁模式，FMAMC 模型和已有

MAMC 模型相比能更准确的预测时间序列中出现

的事件。 

2  频繁模式和 MAMC 

频繁模式是指在时间序列中出现次数大于最小

支持度的子序列。片段模式(episode)和序列模式

(sequential pattern)均是频繁时间序列模式：前者表
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示某个子序列在一个时间序列中频繁出现，子序列

出现一次其支持度增加 1；后者表示某个子序列在

一个时间序列集合中频繁出现，子序列在集合中的

某个时间序列出现一次或多次，其支持度只增加 1。 
本文所研究的 FMAMC 模型将不同时间分布

的频繁模式引入到MAMC模型中，MAMC模型 [5 7]−

结合 Aggregate Markov(AM)和 Mixed Memory 
Markov(MMM)模型。AM 模型对状态空间中的状

态进行分类，当前时刻的状态由它和上一个时刻的

状态所属分类决定。MMM 描述状态之间转移时延，

当前状态由 l 个时刻前状态决定。假设有时间序列

1 2{ , , , , , }t TX x x x x= ，其中 {1, , }t T∈ ， tx E∈  

1 2{ , , , }ne e e= 为当前时刻状态，E 为状态空间。则

MAMC 模型为 

1
1

1 1

( | , , ) ( ) ( | )

                      ( ) ( | ) ( | )
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其中L 为最大时延，K 为状态空间中状态分类， ( )p l
表示时延长度为 l 的概率， ( | )l

t lp k x − 表示 l 个时刻

前的状态 t lx − 和当前时刻状态所属分类为k 的概率，

( | )tp x k 表示如果当前时刻状态所属分类为k ，当前

状态为 tx 的概率。 

3  频繁模式发现 

用矩阵表示多维时间序列，图 1(a)所示矩阵每

一行对应一维，每一列对应时间轴上一个时刻，两

个事件之间的时间间隔为两个事件所在列数差的绝

对值。 
3.1 多维时间序列划分 

FPM 算法根据 MDL(Minimum Description 
Length)原则划分多维时间序列，以描述某种划分所

需编码长度为目标函数，所需编码长度越小的划分

越好。和已有的基于 MDL 的时间序列分片算法不

同[8]，本文的编码方法考虑了事件间时间间隔分布，

而不只考虑事件出现次数分布。如图 1(b) 所示，图

1(a)中的时间序列被分为 3 个时间片，每个时间片

内出现周期相似的事件序列被分到同一组。式(2)表
示划分模型 iM 对应时间片 iS 的概率， jX 为划分模

型 iM 中一个分组， ( )jp X 为分组 jX 中事件出现的概

率分布， ( )( )
mE jp Xτ 为事件 mE 后紧跟长度为 τ 的时

间间隔在分组 jX 中出现的概率分布， ( , )in E S 表示

在分片 iS 中事件E 出现次数。 
( , )

( )
1 1

( | ) ( ( ) ( ))
n E Si
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i i j E j
j E X m
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= ∈ =
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图 1 时间序列表示方法及分片实例 

2LD( | ) log ( | )i i i iS M P S M= −           (3) 

2 2LM( ) log logiM l m m m= +            (4) 

LS( , ) LD( | ) LM( | )i i i i i iS M S M S M= +    (5) 
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根据信息论，描述概率为 p 的事件需要编码长

度为 2log p− 。LD( | )i iS M 表示模型 iM 描述分片 iS
需要比特数，LM( )iM 为描述模型 iM 本身需要的比

特数，其中 l 为分片中分组个数，m 为分片中事件

类型个数( 2logm m 比特用于描述 iM 中不同类型事

件所在行的排列顺序， 2logl m 比特用于描述m 个类

型的事件在某种固定排列顺序上的分组)。长度为 n
的时间序列 1 2{ , , , }nT t t t= 被划分为 k 个分片需要

确定 k 个边界，因为长度为 n 的时间序列有 n 个可

能作为分片边界的时刻( 2 3 1{ , , , }nt t t + )，描述其中 k
个时刻作为边界的事件所需编码长度为 

2 2log (1/ ) logk n k n− =  

式(5)是描述每个时间分片所需编码长度，式(6)是描

述整个时间序列分片所需编码长度。  
GreedySegment 采用贪心算法架构，首先假设

所有有事件发生的时刻均为分片边界，计算每个边

界被移除后整个分片方案编码长度( TS( , )S M )的变

化量( ( )ibΔ )，每次迭代移除使得编码长度减少最多

的边界，当移除任何边界均无法减少编码长度时结

束迭代。 
GreedySegment 算法具体步骤如下： 
输入：长度为 n 的时间序列 T 
输出：编码代价最小的分片集合 
1：For  T 中每个有事件出现的时刻 ib   
2：根据式 (5)计算分片 1[ , ]i iS b b− , 1[ , ]i iS b b + , 
1[ ,iS b −  1 ]ib + 的编码代 1 1LS( [ , ], )i i iS b b M− − ， LS( [ ,iS b  

1 ], )i ib M+ ， 1 1 1LS( [ , ], )i i iS b b M− + + ，计算移除边界 ib 使

得编码长度变化的增量： 
1 1 2 1

2 1 1 1 2

( ) LS( [ , ], ) log LS( [ , ],

         ) log LS( [ , ], ) log
i i i i i i

i i i i

b S b b M n S b b

M n S b b M n
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3：   插入 , ( )i ib b< Δ >到哈希表 H 
4：While  H 不为空 
5：   找到最小的 ( )ibΔ  
6：   If ( ) 0ibΔ <    
7：      移除 ib 并更新 1( )ib −Δ , 1( )ib +Δ  
8：   Else if ( ) 0ibΔ ≥  
9：      终止 while 循环 
10：输出 H 

3.2 FPM 算法 
FPM 算法的基本思想是基于长度为 l 的频繁模

式找出长度为 1l + 的频繁模式，算法从 1l = 开始迭

代，第 l 次迭代得到长度为 l 的频繁序列，将这些频

繁序列作为前缀，在第 1l + 次迭代中所找到的频繁

项和这些长度为 l 的前缀组成长度为 1l + 的频繁序

列。计算过程中，根据候选频繁模式之间的包含关

系将它们按格的形式存储。 
FPM 算法具体步骤如下： 
输入：时间序列 T，最小频繁片段支持度

min spte ，最小频繁序列支持度min spts  
输出：所有极大频繁模式 
1：初始化格 L { }φ= ，当前频繁序列前缀

lp φ= ，迭代次数 1l =  
2：调用 S=GreedySegment(T)  
3：调用 FPM_Lattice(S， lp ， l ) 
4：输出格 L 中的所有频繁模式 

其中，FPM_Lattice 是一叠代函数，具体步骤如下： 
输入：时间序列分片集合 S，当前频繁序列前

缀 lp ，迭代次数 l  
1：计算当前时间分片集合 1 2{ , , , }nS S S S= 中

所有事件的支持度 1 2spt( )={ ( ), ( ), , ( )}i i i n ie S e S e S e  
2：若 | spt( ) | min spti se > 或 ( ) min sptj i eS e∃ > 输

出 l l ip p e= + 到格 L，并更新格 L 
3：For(每个输出到 L 的 lp ) 
4：  if ( lp 在当前 L 中 | spt( ) | min sptl sp > 或

( ) min sptj l eS p∃ > ) 
5：    | iS S e= ( ie 为 lp 中最后一个时刻的事

件)， 1l l= +   
6：    调用 FPM_Lattice(S, lp ,l) 

( )j iS e ( ( )j lS p )表示事件 ie (序列 lp )在时间分片

jS 中出现的次数， | spt( ) |ie ( | spt( ) |lp )表示 spt( )ie  
( spt( )lp )中不为 0 元素的个数。min spts 和min spte
分别为最小频繁序列支持度和最小频繁片段支持

度。 | iS e 表示 ie 在时间分片集合 S 上的投影，即

jS S∀ ∈ ， pos( , )i je S 表示 ie 出现在时间分片 jS 中的

位置，则 |'
j iS S e∃ ∈ ， {subSegment( , ) |'

j jmS k S k= ∈  
pos( , ), }i jm jm je S S S∈ ，其中 subSegment( , )jmk S 表示

分片 jmS 中从位置k 到分片结束的子分片。 

4  FMAMC 模型学习 

如表 1 所示，利用最小频繁序列支持度min spts
和最小频繁片段支持度min spte 可以将时间序列中

所有的子序列分为 4 类。将时间序列S 中的每个事

件用这 4 种类型进行标注，则得到具有类别标注的

时 间 序 列 1 1 2 2{ , , , , , ,TAS E C E C E= < > < > <  
}TC > ，其中 iE E∈ ， iC K∈ ，E 表示时间序列中

事件类型的集合，K 表示表 1 中定义的 4 种事件分

类。本文按照模式类型的频繁程度，由高到低地定

义各频繁模式的优先级(完全频繁模式>频繁序列

模式>频繁片段模式)，当一个事件被多种频繁模式

包含时选择最高优先级模式类型进行标注。 

表 1 根据  smin spt 和  emin spt 区分出 3 类频繁模式和噪声 

 min spts>  min spts<  

min spte>  完全频繁模式 频繁片段模式 

min spte<  频繁序列模式 噪声 

 
根据 component-wise EM-likelihood 算法[7]，从

标注时间序列AS 中估计 FMAMC 模型(式(1))参
数。给定 FMAMC 模型Φ ，在时间序列中观测到

1 2{ , , , }TX x x x= 的概率是 

2
1 1 1

( | ) log ( ) ( | ) ( | )
L KT

l
t l t

t l k

p X p l p k x p x kΦ −
= = =

= ∑ ∑∏  (7) 

在模型Φ 下X 的对数似然值为 

0 1
0 1

2 , , ,
, ,..., 1

2 0
1 1

( | ) log ( | )

             log ( ) ( | ) ( | )

L
L

S

s s s
s s s

L K
l

l
l k

L X p X N

p l p k s p s k

Φ Φ
=

= =

≡ =

⋅

∑

∑ ∑   (8) 

其中 0 1, , , Ls s s 表示当前时刻 t 及前L 个时刻的事件

序列 0 1 1( , , , )t t t L Lx s x s x s− −= = = ，
0 1, , , Ls s sN 表示

该序列在时间序列中出现次数。式(8)中L 为隐含变

量， 4K = ，使式(8)取值最大的参数L , ( )p l ， (lp k  
| )ls ， 0( | )p s k 即为所求。 

5  实验 

本文定义压缩率评价算法对时间序列分片的效 

果：
( , )

( )
( , )

A

o

TS S M
CR A

TS S M
= ，其中 AM 表示算法A 输出 

的分片方案，S 为时间序列， ( , )ATS S M 由式(6)计
算得到。 oM 表示一个时间间隔为一个分片的方案。

( ) [0,1]CR A ∈ ， ( )CR A 越小算法分片效果越好。 
用准确率(precision)和召回率(recall)评价预测

模型，好的预测模型当召回率增加时准确率也保持

较高的水平。用min spts 和min spte 分别表示最小相
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对频繁序列支持度和最小相对频繁片段支持度，如

(min spts ，min spte )。 
5.1 仿真数据 

按文献[8]的方法生成仿真数据集：仿真参数包

括时间序列长度 n，时间序列维度 m，时间分片个

数 k 和噪声级别V 。图 2(a)中数据集仿真参数：

n=5000, m=10, k=20, V={0.01,0.02,0.04,0.08,0.1, 
0.2, 0.3, 0.4}。图 2(b)中数据集仿真参数：n={1000，
2000，4000，8000，20000}, m=10, k=20, V=0.02，
最小相对支持度(0.16，0.2)。 

 

图 2 仿真数据集上时间序列划分算法和频繁模式挖掘算法实验 

比较 GreedySegment 和 Greedy-Greedy[8]时间

序列划分算法时间效率与压缩效果，从图 2(a)可以

看出，GreedySegment 对时间序列的分片效果好于

Greedy-Greedy。将 FPM 和 PrefixSpan+WinMiner 
(P+W)进行比较。PrefixSpan+WinMiner 分别采用

PrefixSpan[9]和 WinMiner[10]挖掘出序列模式和片段

模式，图 2(b)说明在时间序列较长时(频繁模式较

多)FPM 算法具有较为明显的时间性能优势。 
5.2 真实数据实验 

本文实现了智能楼宇 WSAN 数据分析系统

EventMiner。实验采用的 WSAN 具有 6 个感应器

节点，采集事件周期为 1 min。EventMiner 的核心

功能之一是发现 WSAN 采集事件序列中的频繁模

式，并预测下一时刻 WSAN 采集的事件。 
对 2008 年 6 到 11 月采集的数据进行了分析，

数据集中每条记录包括时间戳和在该时刻 6 个传感

器节点所采集的事件。将 6 到 11 月的数据分为 3 个

数据集，如表 2 所示。 
由图 3 可以看出，本文提出的 GreedySegment 

表 2 数据集 

数据集 记录数 月份(月) 

Dataset1 43359 6 

Dataset2 87939 7,8 

Dataset3 131072 9-11 

 
算法在数据集较小时，时间性能和 Greedy-Greedy
算法相近，当数据集较大时，GreedySegment 时间

性能略低于 Greedy-Greedy 算法，其原因在于

GreedySegment 比 Greedy-Greedy 多了计算相邻事

件间时间间隔分布的步骤。但从压缩率来看，Greedy 
Segment 的压缩效率远高于 Greedy-Greedy 算法，

由此可见对周期性较强的时间序列进行分片时采用

GreedySegment 更为有效。 
由于结果类似，图 4 中只列出在 Dataset3 上

FPM 和 P+W 算法时间性能比较结果，可以看出

FPM 算法的时间性能优于 PrefixSpan+WinMiner，
特别是在最小支持度较小时 FPM 优势更为明显，

因为此时有更多的频繁模式输出。 
本文在 6 到 11 月数据集上比较了 FMAMC 和

MAMC 模型的预测性能。将前 5 个月的数据作为训

练集，第 6 个月的数据作为测试集。由于在各种最

小支持度设置下得到结果类似，图 5 只列出最小相

对支持度为(0.16，0.2)的实验结果。 
根据图 5(a)所示结果，选择 L=6，L=7，L=8

建立 FMAMC 模型，从图 5(b)看出 FMAMC 模型

的预测效果明显优于 MAMC(K=1，L=7)。FMAMC
模型在召回率达到 40%时准确率仍在 60%以上，召

回率达到 50%的时准确率仍保持在 30%以上，可见，

在学习预测模型的时候区分频繁模式和噪声是必要

的，FMAMC 对实际数据的预测是准确有效的。 

6  结束语 

FPM 是一种考虑频繁模式分布的挖掘算法，对

时间序列分片时，FPM 保证每个分片内同类型事件

出现周期相似。基于频繁模式及其时间分布，扩展

MAMC 模型为 FMAMC 模型，用以描述时间序列

中事件之间的转移概率及转移时间延迟。实验和实

践证明，考虑频繁模式在时间轴上的分布是必要的，

和已有算法相比，FPM 算法能够更高效的发现频繁

模式。FMAMC 比 MAMC 能更准确地预测 WSAN
节点行为。 

下一步工作将集中在挖掘事件间空间 -时序

(spatial-temporal)关系模式上。 



686                                         电 子 与 信 息 学 报                                     第 32 卷 

 

图 3 在 Dataset1 至 3 上比较分段算法           图 4 在 Dataset3 上比较                  图 5 在 6 到 11 月数据 

FPM 和 P+E 算法时间性能                 上比较预测模型性能 
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