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摘   要：随着以智能网联新能源汽车、人工智能终端、智能机器人为代表的新型智能终端快速普及，多模态大模

型等新兴应用不断向端侧落地，泛在智能业务持续拓展。在此背景下，终端算力开销急剧增长。受制于体积、功

耗与成本，智能终端设备普遍面临能耗过高、续航不足的问题。第6代(6G)无线通信网络通过无线接入网

(RAN)架构增强与算力下沉，有望承接终端侧高能耗、高算力任务，赋能新型终端实现轻量化、低成本、长续航

升级。该文首先阐述了增强型RAN赋能的6G端–边协同服务框架，并建立终端计算与传输能耗理论模型。然后，

该文系统梳理了面向端–边协同推理的典型节能技术，并提出面向动态无线环境的通算联合自适应优化机制，实

现通信与计算能耗的协同优化。最后，以具身智能终端为典型场景验证所提机制的节能效果，并总结当前研究在

资源协同、全局优化与标准化落地等方面的挑战与未来方向。
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 1    引言

当前，以智能网联新能源汽车、人工智能(Ar-
tificial Intelligence, AI)手机和电脑、智能机器人

为代表的信息消费“新三样”快速普及，推动智能

终端向多元化、智能化、泛在化方向加速演进。与

此同时，随着人工智能、物联网、工业互联网、大

数据等新一代信息技术的快速迭代与深度融合，便

携式感知终端、车载智能设备、低空物联网终端、

工业巡检终端等各类新型智能终端不断涌现，逐步

渗透到工业制造、民生服务、公共安全、智慧交

通、低空经济等各个领域，成为未来第6代(Sixth-
Generation, 6G)无线通信网络泛在部署、全域互联

的重要载体与核心接入节点。

新型终端的普及与应用场景的拓展，催生了海

量新兴智能应用，尤其是人工智能大模型的快速迭

代与端侧落地，进一步加速了多模态数据的爆发式

增长，终端侧处理与传输的数据日益呈现出多元

化、高维度、高复杂度的特征。终端需实时采集、

处理并传递多种形态的机器媒体信息，包括机器感

知数据(图像、视频、语音、时序传感器数据等)、
任务指令数据、多模态token、AI模型参数等，以

支撑场景认知、信息抽取、复杂推理、多模态交互

决策等服务[1]。例如，智能机器人的环境感知与自

主避障任务，需实时采集视频流数据并执行复杂视

觉推理；便携式医疗终端的健康监测任务，需持续

处理多维度生理传感器数据并完成实时分析；车载

智能终端的自动驾驶辅助任务，需同步处理图像、

雷达等多模态数据。然而，受体积、重量、功耗与

成本等物理条件约束，终端无法搭载高性能、高功

耗的计算芯片与大容量电池，在算力、存储与续航

能力上存在天然瓶颈。若完全依靠本地执行复杂

AI任务，不仅难以保障推理精度与实时性，还会导

致终端能耗急剧攀升，续航能力大幅下降，严重影

响用户体验与服务可靠性。这种“高算力需求”与

“低能耗约束”的核心矛盾，成为制约新型终端规

模化应用、阻碍6G泛在智能落地的关键瓶颈。

面对新型终端的能耗瓶颈与应用需求，6G网

络将在无线接入网(Radio Access Network, RAN)
架构上实现相较于第5代(Fifth-Generation, 5G)无
线通信网络的显著增强。在5G网络中，RAN侧主

要完成空口传输与用户面数据转发功能，计算与业

务处理能力高度依赖核心网。而6G网络将通过算

力下沉、功能重构与网元增强，将原本集中于核心

网的数据处理、AI推理、模型执行等能力向RAN
侧集中单元(Centralized Unit, CU)、分布式单元

(Distributed Unit, DU)延伸部署。依托RAN侧的

支撑，端-边协同成为6G网络破解终端能耗瓶颈的

关键协同模式。通过终端与RAN侧任务动态划

分、通算资源置换及联合调度，将终端难以承担的

高能耗、高算力需求计算任务卸载至RAN侧执

行，有效降低终端能耗开销。
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当前，围绕6G RAN架构增强、算力下沉部署

及端–边协同优化等方向的研究已取得初步进展。

3GPP在Release 18阶段已面向5G-Advanced(5G-
A)推进网络侧 (如基站 )的能耗评估方案。TR
32.972[2]重点开展5G网络能效的系统级研究，主要

围绕网络侧与系统管理侧能耗展开，包括定义

5G网络能效评估指标、构建网络能耗监控框架，

以及研究能耗数据采集与上报机制等，同时涉及基

站与核心网等网络设备的能耗优化管理功能。TR
28.885[3]进一步面向基于新空口的车联网通信(New
Radio Vehicle-to-Everything, NR-V2X)场景开展

低功耗通信技术研究，重点关注车联网环境下无线

链路的能耗优化问题，包括低功耗传输机制以及车

载终端与基站之间的通信能耗控制。然而，该研究

主要聚焦通信链路侧能耗优化，并未涉及终端侧

AI 推理计算能耗，也缺乏面向通算融合场景的统

一能耗建模与协同优化研究。在Release 19阶段，

TR 28.913[4]进一步开展新型网络能效增强研究，

包括网络切片能耗优化调度、AI驱动的网络能耗优

化等，重点关注网络资源调度带来的能耗下降，少

量涉及端-边协同但未深入终端侧。总的来说，上

述方案多侧重于设备级、站点级的能耗优化设计，

难以支撑通算融合场景下的全链路能耗优化。目

前，在动态无线环境适配、通算资源协同建模、能

耗与业务性能均衡等方面仍存在诸多亟待突破的科

学问题与技术挑战，亟需开展系统性的理论研究与

机制创新。

针对上述新型终端的能耗瓶颈与现有研究的不

足，本文面向6G通算融合网络，聚焦端–边协同的

能耗优化核心需求，开展系统性的理论研究、技术

设计与场景验证工作，旨在为6G赋能的新型终端

低功耗部署提供理论支撑与技术参考。本文首先系

统梳理了6G增强型RAN的功能演进，构建适配新

型终端的端–边协同服务框架，并建立终端能耗理

论模型。其次，系统研究端–边协同能耗优化的关

键技术，深入分析特征提取与筛选、分割卸载、模

型轻量化、增量推理等技术的实现原理与优化方

法，形成多维度协同节能优化体系。然后，针对动

态无线环境中信道时变性、网络负载波动性及业务

随机性导致的能耗剧烈波动问题，优化特征压缩、

动态分割卸载、自适应模型剪枝与增量推理等节能

机制，实现能耗优化与任务性能的动态平衡。最

后，以具身智能机器人视频理解为应用实例，通过

仿真验证了所提端-边协同无线网络赋能AI的任务

管控机制，将边缘用户AI任务相关能耗降低20%以

上。面向6G新兴应用场景，本文进一步分析当前

研究面临的挑战，并展望未来研究方向。

 2    通算融合的6G端–边协同能耗理论模型

 2.1  6G端–边协同的网络服务框架

在6G网络中，RAN的功能增强是实现网络服

务能力跃升的关键。相较于5G网络中RAN侧仅支

持空口传输与用户面数据转发功能，6G RAN不再

仅是通信传输单元，而是集成了通信控制、计算控

制、数据控制与模型管理的一体化智能节点。

如图1所示，6G网络通过核心网功能下沉设

计，将原本仅部署于核心网的数处理、计算类任务

迁移至RAN侧，使AI模型训练、推理等服务可在

 

 
图 1 6G无线接入网侧功能增强示意图
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RAN内部实现闭环处理，无需回传核心网执行[5]。

6G RAN通过增强控制面单元(Control Plane, CP)、
用户面单元(User Plane, UP)、分布式单元(Dis-
tributed Unit, DU)与远端射频单元(Remote Ra-
dio Unit, RRU)，实现核心网下沉功能的本地化承

载与高效调度。其中，增强后的CP作为整个增强

型RAN的控制中枢，在保留传统无线资源管理

(Radio Resource Management, RRM)、无线资源

控制(Radio Resource Control, RRC)功能的基础

上，新增了数据处理与计算单元，可同时感知

RAN侧通信链路状态与计算侧算力负载，为智能

服务提供全局资源配置决策，优化资源协同策略。

增强后的UP负责无线通信用户面数据的高速处理

与转发，同样集成了计算单元与数据执行模块，可

承接原本由核心网执行的AI推理数据，实现本地化

服务部署。DU进一步在物理层(Physical layer,
PHY)深度嵌入AI处理能力。其在编码/解码、调

制/解调、多输入多输出(Multiple-Input Multiple-
Output, MIMO)信道获取与预编码等传统通信流

程中均部署AI推理模块，并支持多模块联合训练与

推理，实现了物理层通信与计算的内生融合。除传

统射频收发与波束成形功能外，RRU进一步集成

轻量级计算与数据执行模块，可在射频与低

PHY阶段对信道状态、空间特征及感知信息进行

快速处理，实现面向AI任务的射频级感知增强与参

数自适应，为RAN内闭环AI推理与实时智能服务

提供低时延支撑。

上述增强型RAN可进一步支持端–边协同的卸

载服务框架，缓解用户设备(User Equipment,
UE)侧算力与能耗的瓶颈问题[2,3]。传统模式下，若

AI任务完全由UE执行，一方面会因UE算力有限而

难以支撑复杂密集型计算任务，另一方面持续的高

负载运算将导致UE功耗急剧上升，缩短续航时

间。而在6G通算融合架构下，依托增强后的CP,
UP, DU的通信控制、计算控制、数据控制与模型

管理能力，边侧(即RAN)可实现AI任务的动态卸载

与协同处理，通过任务分流显著降低UE计算负载

与能耗开销。其中，增强后的CP作为控制中枢，

可基于UE的算力状态、剩余电量以及无线信道质

量，动态决策任务的卸载比例与部署位置。例如，

对于轻量级推理任务，可保留在UE本地执行以减

少传输开销；对于复杂的模型训练或高算力需求的

推理任务，则可部分或完全卸载至RAN侧执行[6]。

端–边协同的卸载服务流程如图2所示。该流程

以通算融合控制为核心，覆盖了从任务发起到结果

返回的流程，实现端–边协同服务。首先，UE向
RAN侧发起AI任务请求并完成接入鉴权，同步上

报自身算力负载、剩余电量、任务复杂度等关键信

息。RAN侧作为控制中枢，在接收到任务请求

后，进行任务解析与调配。具体而言，CP将结合

UE侧状态、实时感知的无线信道质量与RAN侧算

力资源状态，分析UE是否能够独立完成任务，或

是否需要借助RAN侧的计算资源，动态生成“本

地执行”、“完全卸载”或“部分卸载”的调配策

略。然后，CP将策略下发至UE与RAN侧执行单

元。若策略判定完全卸载，UE将任务所需的原始

数据或模型上传至RAN侧。任务数据传输至

RAN侧后，UP或DU依托内置的计算单元完成模

型训练或推理。计算完成后，RAN侧将处理结果

下行回传至UE。若策略判定任务在本地执行，UE

 

 
图 2 端–边协同的卸载服务框架
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则直接触发自身的计算执行模块。若策略判定部分

卸载，UE先在本地完成指定部分的任务计算，随

后将生成的中间结果上传至RAN侧，由UP或DU
承接后续计算流程。

考虑到终端能耗是影响UE服务质量体验的关

键因素，终端能耗开销优化成为端–边协同卸载服

务的核心目标。其主要由本地计算能耗与上行传输

能耗两部分构成，且不同卸载模式下的能耗分布存

在显著差异。若是完全卸载模式，UE将不再承担

任务计算压力，终端能耗为无线传输能耗，即UE
向RAN侧上传任务数据或模型的上行传输能耗。

该模式下的终端能耗水平主要取决于无线信道质量

与传输数据量大小。若是本地执行模式，终端能耗

为本地计算能耗，由UE独立完成全量任务计算产

生，其能耗水平主要与UE算力负载、任务复杂度

等相关。而在部分卸载模式下，终端能耗则是本地

计算能耗与传输能耗的叠加。UE需消耗本地计算

能耗完成自身承接的子任务计算，同时需消耗传输

能耗上传子任务中间结果。该模式下的终端能耗水

平将由CP制定的任务拆分比例、中间传输数据量

及本地计算负载等共同决定。

 2.2  计算能耗理论模型

考虑到本地计算能耗是终端能耗的核心构成，

其大小直接决定了本地执行与部分卸载模式下的终

端能耗水平，首先构建本地计算能耗的理论模型。

图形处理器(Graphics Processing Unit, GPU)处理

任务的计算能耗主要包含处理能耗、存储能耗、I/
O(Input/Output)能耗、静态能耗4部分，表示为

Ecomp = Eprocess + Emem + EI/O + Estatic (1)

Eprocess Emem

EI/O Estatic

其中， 为处理能耗， 为存储能耗，

为I/O能耗， 为静态能耗。

( 1 )处理能耗。深度学习等AI任务需依托

GPU执行大量矩阵乘法、卷积计算等复杂运算，

处理能耗主要取决于GPU的实际计算量，表示为

Eprocess = Nflops × eflops (2)

Nflops

eflops

Nflops

eflops

eflops

9.84 pJ/Flop

其中， 表示任务总浮点运算次数 (单位：

F l o p s )， 表示单次浮点运算能耗 (单位：

J/Flop)。 取决于AI任务所采用神经网络的计

算复杂度，表1给出了常见神经网络的计算复杂度

参数。 取决于GPU硬件配置，可由热设计功

率(Thermal Design Power, TDP)与峰值浮点计算

性能间的比值近似估计。例如，NVIDIA GeForce
RTX 3  090 GPU的单精度浮点峰值性能为35.58
TFLOPS, TDP为350 W，则其 理论峰值为

[ 7 ]；对于性能更优的NVIDIA RTX

eflops

7.75 pJ/Flop

A6000 GPU的单精度浮点峰值性能为则为38.7
TFLOPS, TDP为300 W，则其 理论峰值为

[7]。两款GPU的能耗差异可为端–边协

同任务卸载的硬件选型提供参考。

(2)存储能耗。存储能耗主要由GPU在执行任

务过程中与多级存储系统之间的数据传输引起，包

括片外高带宽存储(High Bandwidth Memory,
HBM)与片上缓存(一级缓存(L1)、二级缓存(L2))
共享存储(Shared Memory, SMEM)的访问能耗。片

外HBM访问通常涉及大量数据搬运，是存储能耗

的主要来源。片上缓存和共享存储的访问能耗较低，

其开销主要取决于缓存命中率。因此，存储能耗表示为

Emem = NHBM
access × eHBM +N cache

access × ecache (3)

NHBM
access

eHBM

N cache
access ecache

eHBM ecache

eHBM

ecache

NHBM
access N cache

access

其中， 表示访问HBM的总次数/比特数(单

位：次/bit)， 表示单次访HBM的能耗(单位：

J/次或pJ/bit)， 表示访问缓存的次数，

表示单次访问缓存的能耗。 与 通常可由

硬件厂商白皮书标定或通过实验实测获取，

取值区间约为2–5 pJ/bit， 约为0.1–0.3 pJ/bit。
与 取决于所采用神经网络的计算复杂

度，由神经网络的架构类型、层数以及各层算子的

计算与访存模式(如矩阵乘法、卷积、归一化、激

活等)共同决定。为获得存储能耗的理论下限近

似，可在理想化假设下采用按层(或算子)累加的建

模方式，即假设缓存命中率固定且忽略额外访存开

销，仅基于各层的内存访问比例估算整体存储能

耗。此时，式(3)可改写为

Emem ≈
L∑

ℓ=1

(
(1− h(ℓ))eHBM + h(ℓ)ecache

)
M (ℓ) (4)

M (ℓ) ℓ

h(ℓ)

其中， 表示第 层的内存访问次数，由该层输

入激活、权重参数及输出激活的数据规模决定，与

网络结构参数以及算子类型密切相关。表1给出了

常见神经网络的单层内存访问次数。 为缓存命

中率，取值通常在[0.8, 0.9]区间。在实际执行过程中，

优先从片上缓存中读取数据。若访问命中缓存，则

无需访问HBM；若发生缓存未命中，则需从HBM
中加载数据，并可能将其写回缓存，从而产生额外

的存储能耗开销。

(3)I/O能耗。I/O能耗包含存储I/O能耗、主

存与显存间搬运能耗、显存I/O能耗。存储设备

I/O能耗主要来源于数据从外部存储设备(如固态硬

盘)读取并加载至中央处理器(Central Processing
Unit, CPU)主存的过程，该过程通常由CPU发起

I/O请求，并通过存储控制器等完成数据搬运。主

存与显存间搬运能耗是指CPU与GPU之间的数据
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传输能耗。显存I/O能耗是指显存的读写操作。

I/O能耗表示为

EI/O = Estore + ECPU-GPU + Er/w + Eprep (5)

Estore

ECPU-GPU

VC2G

VG2C ECPU-GPU≈eC2GVC2G+eG2CVG2C eC2G

eG2C

Er/w

Er/w ≈ er/w
∑L

ℓ=1
(1− h(ℓ))M (ℓ)

其中， 表示存储设备到主存的数据加载能耗，

由任务数据量大小(单位：bit)与存储读取的单位数

据能耗(单位：pJ/bit)的乘积获得。存储读取的单

位数据能耗可由平台测量或参考硬件指标估计。

为主存与显存间搬运能耗。设主存到显存

的数据传输量为 ，显存到主存回传的数据量为

，则 。其中，

与 分别为主存到显存以及显存到主存的单位传

输能耗，其数值主要取决于所采用的互连链路。显

存I/O能耗 主要是指GPU计算单元与HBM间的

数据传输能耗。这是因为当缓存命中时，数据直接

从片上缓存读取，不产生显存I/O能耗；当缓存未

命中时，数据需要从HBM加载到缓存，此时产生

显存I/O能耗。因此， ，

er/w其中， 表示单次I/O访问的能耗系数(单位：

pJ/bit)，该值由硬件厂商提供或通过实验测得。

(4)静态能耗。主要来源于设备在任务执行期

间的漏电与基础运行功耗，其占比通常低于计算能

耗，但在轻量任务或短时推理场景下仍具有不可忽

略的影响，表示为

Estatic = Pidle × Texec + Ecooling (6)

Pidle

Texec

Ecooling

其中， 表示GPU空闲状态功耗，由硬件厂商提

供或通过实验测得。 表示任务执行时间。

表示风扇、水冷等散热功耗，通常占空闲功

耗的5–15%，取决于机箱/风扇结构。

 2.3  传输能耗理论模型

在端侧计算任务全量卸载或部分卸载的过程

中，通信传输能耗是终端除计算能耗以外的重要部

分，本节构建了通信传输能耗的理论模型。终端上

行传输能耗可以通过实际发送数据包个数和发送单

个数据包的平均功耗进行计算，表示为

 

表 1  常见神经网络的计算模型参数

神经网络类型 核心计算模块 关键影响参数
计算复杂度
核心表达式

内存访问次数
核心表达式

典型适用场景

全连接网络
(Fully Connected
Network, FCN)

全连接层矩阵乘
法

B
L d

批大小 、全连接层
数 、特征维度

O(B × L× d2) 2Bd+ d2
简单特征分类、
模型输出层

卷积神经网络-标准
卷积

(Convolutional
Neural Network,

CNN)

卷积运算 K ×K
Cin

Cout
W ×H
W ′ ×H′ B

卷积核大小
、输入通道
、输出通道

、输入大小
、输出大小
、批大小

O(K ×K × Cin × Cout ×W ×H)
BHWCin +K2CinCout+
BH′W ′Cout

图像分类、目标
检测、视觉特征

提取

CNN-深度可分离卷
积(MobileNet)

深度卷积+逐点
卷积

O(K ×K × Cin ×W ×H)+
O(Cin × Cout ×W ×H)

2BHWCin +K2Cin+
BHWCin + CinCout
+BH′W ′Cout

端侧轻量级视觉
任务、移动设备

AI推理

CNN-分组卷积
(ResNeXt) 分组卷积运算 g分组数 O

(
K ×K × Cin × Cout ×W ×H

g

)
BHWCin +K2CinCout/g+
BH′W ′Cout

RAN侧视觉任
务、多维度视觉

特征提取

循环神经网络
(Recurrent Neural
Network, RNN)

递归矩阵乘法
T

H
X B

序列长度 、隐藏层
维度 、输入维度

、批大小

O(T ×H × (H +X))
O(2× T ×H × (H +X))

单向：
双向：

BTH
2BTH

单向：
双向：

短序列文本处
理、时序信号简

单预测

图神经网络
(Graph Neural
Network, GNN)

邻居聚合+稀疏
矩阵乘法

L
E

d

层数 、图中边的数
量 、节点特征维度 O(L× E × d) 2Nd+ Ed

社交网络分析、
推荐算法、知识

图谱推理

长短期记忆网络
(Long Short-Term
Memory, LSTM)

多门控矩阵乘法
T

I
H B

时间步数 、输入大
小 、隐藏层大小

、批大小
O(T× (I ×H +H ×H)) BTH

长序列文本分
析、时序数据预
测、语音识别

Transformer-标准
自注意力机
制+前馈网络

L
T

dm
dff B

注意力层数 、序列
长度 、模型维度

、前馈网络维度
、批大小

O(L× T × (T × dm + dm × dff)) BT 2 +BTdff
自然语言处理、
长序列时序分
析、多模态融合

Transformer-轻量
(MobileBERT/Tran
sformer-Tiny)

近似/线性注意
力+前馈网络

Ls T
ds

B

轻量化模型注意力层
数 、序列长度 、
轻量化模型维度 、

批大小

O(Ls(T 2 × ds + T × d2s )) BT 2 +BTds
意图识别、事件
抽取、文本分
类、情感分析

Vision
Transformer(ViT)

图像分块+自注
意力+前馈网络

Nclip
B

图像分块数 、
批大小

O(Nclip × L× T × (T × dm
+dm × dff))

BNclipT
2 +BNclipTdff

细粒度视觉识
别、复杂场景

理解
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Ecomm = Npacket × Ecomm,packet (7)

Npacket Ecomm,packet其中， 为实际传输数据包个数，

表示传输单个数据包的能耗(单位：mJ)，与UE所
在小区当前的负载情况(小区干扰情况)、上行发射

功率、基站资源调度算法等相关，表示为

Ecomm,packet =

τ ×
Nslot∑
i=1

NRB,i∑
j=1

Pi,j

C/Cpacket
(8)

Nslot

NRB,i i

i = {1, 2, ..., Nslot}
τ

C

Cpacket

Pi,j i j

Pi,j ≤ Pmax

i = {1, 2, ..., Nslot} j = {1, 2, ..., NRB,i} Pmax

Pi,j

i j

其中， 表示网络为终端调度的上行时隙个数，

表示第 个时隙下网络为终端调度的资源块

(Resource Block, RB)个数， ；

表示传输时间间隔(Transmission Time Interval,
TTI)，与带宽和子载波间隔有关； 表示实际传

输数据大小(单位：MB)； 表示单个包大小

(单位：MB)； 表示第 个时隙、第 个RB上终

端的瞬时发射功率(单位：dBm)， ，

， ， 表示

终端最大发射功率。这里，终端发射功率 是随

时隙 和RB  变化的，这是由于UE处于小区中的

不同位置，小区负载会随时间和RB变化，导致基

站和UE之间的信干噪比(Signal-to-Interference
plus Noise Ratio, SINR)会随时隙和RB变化，基站

会根据SINR变化进行上行功率控制，以保证小区

边缘UE的传输速率和可靠性。

本章所构建的终端计算能耗模型与传输能耗模

型，面向6G增强型RAN架构下的端–边协同AI推理

场景，具有明确的适用范围与统一的建模假设。具

体而言，该模型适用于以深度学习推理为核心的高

算力任务场景，包括图像与视频理解、多模态处理

等典型应用。在此基础上，为保证模型分析的可行

性与一致性，本文在建模过程中引入了一系列合理

假设。具体而言，无线信道被建模为时变衰落信

道，并在单个传输间隔内近似为准静态；业务流量

采用非满缓冲模型，从而不考虑持续满负载传输等

极端情况；硬件功耗参数主要来源于商用芯片手册

及实测数据，未进一步刻画设备老化、环境温度变

化及异常功耗波动等非理想因素。同时，在GPU
执行AI推理时，默认缓存命中率与计算单元利用率

处于相对稳定的工作区间。

基于上述能耗模型可以进一步发现，端–边协

同场景下的整体能耗主要受到数据传输规模、无线

信道状态、模型计算复杂度以及时序重复推理等因

素的共同影响。其中，传输数据规模与无线信道状

态会直接影响UE侧传输时延与发射功率，从而决

定通信能耗水平；模型参数规模与推理复杂度则主

要影响本地计算能耗与RAN侧计算负载；而在视

频流、具身感知等连续智能业务场景中，重复推理

与冗余特征更新还会进一步增加系统整体能耗。因

此，后续端–边能耗优化技术主要围绕上述关键影

响因素展开。

 3    端–边能耗优化技术

在6G端–边协同的网络服务框架下，尽管将任

务卸载至RAN侧可缓解UE算力压力，但由此引入

的数据传输开销与RAN侧计算竞争同样会对能耗

性能产生显著影响。因此，有必要从数据、任务、

模型与推理机制等多个层面探索端–边协同的能耗

优化技术。

 3.1  特征提取与筛选

在传统通信与计算模式下，UE通常需要传输

完整的原始数据，如图像、视频或多模态传感器数

据，往往包含大量冗余的、无意义的、与当前任务

无关的信息。若直接将原始数据传输至RAN侧，

会造成UE传输能耗的冗余消耗。特征提取与筛选

技术作为端–边能耗优化的前置预处理手段，核心

思路是在UE侧完成特征提取与冗余过滤，仅将与

任务处理相关的特征数据传输至RAN侧，从源头

减少数据规模。

这类方法通常在UE部署轻量级语义编码器，

该编码器需充分适配UE低算力、低能耗的硬件约

束，优先选用轻量化神经网络架构，避免因复杂编

码运算增加UE自身的计算能耗。Jia等人[8]提出了

一种基于轻量级神经网络DeLighT的语义编码机

制。实验结果表明，与传统的基于Transformer的

方案相比，DeLighT在保持较少参数和较低运行时

间的同时，表现出相当的性能。Yu等人[9]进一步提

出轻量级图像压缩与重建网络LICRnet，采用基于

可变窗口大小的多尺度注意力机制实现图像局部细

节特征与全局高层语义特征的高效提取，在显著降

低计算复杂度的同时保障图像特征压缩与重建性

能。Liu等人[10]则引入知识整理技术，通过将大型

预训练语义模型的核心知识迁移至轻量级编码器，

在大幅削减模型参数与计算量的同时，保留核心的

语义特征提取能力。基于上述轻量级语义编码器，

UE侧可对采集到的原始数据(如传感器时序数据、

图像、语音、视频)进行深度特征提取，将高维

度、冗余度高的原始数据，转化为低维度、高语义

密度的特征向量。

除了设计轻量级语义编码器，UE侧可结合当

前端–边协同任务的具体需求、推理精度要求，或

通过查询语义匹配算法，精准筛选出对任务决策具
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有核心价值的关键特征，剔除无意义的冗余特征与

干扰信息，最终将压缩后的低维度语义表示上传至

RAN侧，由RAN侧执行进一步的推理运算、多

UE特征融合或复杂决策处理。文献[11,12]提出一

种任务驱动的语义通信新范式，该范式旨在从原始

数据中识别与服务需求在语义上相关的子集，以减

少不必要的信息传输。Cai等人[13]进一步提出了一

种查询–感知的任务驱动通信机制。其中，语义编

码器由查询生成器和数据生成器组成，负责分别提

取任务需求和数据的语义特征，并评估二者的语义

相关性。最终，在有限的带宽资源下，发送端优先

传输相关性较高的数据。Wang等人[14]提出了一种

基于重要性的语义通信方案，该方案通过评估每个

语义特征在接收端数据重构中的重要性，为重要性

较高的语义特征分配更多的带宽。Strinati等人[15]

进一步将重要语义整合为新的信息，提出了一种自

适应特征压缩(Adaptive Semantic Compression,
ASC)编码方案。ASC可以根据当前网络可用的带

宽资源自适应调整压缩比例，从而在通信能效与数

据保真度之间实现平衡。

在实际部署中，轻量级语义编码器的结构的设

计、语义筛选阈值的设定，需与具体任务类型与场

景需求深度适配[16]，确保能耗优化效果与任务性能

的协同平衡。对于图像处理类任务场景(如图像识

别、图像检测、场景分割)，原始数据以像素矩阵

为主，冗余信息多集中在背景区域，语义编码器需

重点设计浅层特征捕捉模块，优先提取图像的纹

理、轮廓等核心语义特征。对于时序类任务(如语

音识别、传感器数据预测、视频流分析)，数据具

有连续性、时序性特点，冗余信息多为重复采样、

环境噪声。语义编码器需引入轻量化时序特征提取

结构，筛选阈值需兼顾时序完整性与数据减量化，

避免因过度筛选丢失关键时序节点信息，影响时序

推理效果。对于多模态协同任务(如图文融合推

理、音视频融合分析)，则需设计多模态轻量级编

码分支，分别提取文本、图像的核心语义，筛选时

结合跨模态语义匹配度设定阈值，确保上传的多模

态特征能够支撑RAN侧的融合决策，同时最大化

降低传输能耗。

综上所述，特征提取与筛选技术本质上属于

端–边协同中的“数据前置压缩”机制，其核心作

用是在保证任务语义有效性的前提下，从源头减少

冗余数据传输。该技术能够有效降低UE侧上传数

据规模与通信能耗，并为后续的分割卸载、协同推

理等机制提供低冗余、高语义密度的数据输入，是

实现端–边协同能耗优化的重要基础环节。

 3.2  分割卸载

在端–边协同的网络服务框架中，传统的“本

地执行”和“完全卸载”两种模式各自存在明显的

弊端。如果采用本地全执行模式，UE侧有限的算

力难以承载深层次的高复杂度推理计算；而若采用

完全卸载模式，即将整个深度学习模型完全卸载至

RAN侧执行，当无线通信条件较差时，数据传输

过程中产生的大量重传行为会导致极高的通信能

耗，其整体能效甚至低于本地全执行模式。相比之

下，部分卸载模式具有更强的灵活性和适应性，能

够有效规避上述两种极端模式的缺点，成为端–边
协同的最优路径之一。分割卸载技术作为部分卸载

模式的核心实现方式，其核心思想是根据大规模深

度学习模型的网络结构特性进行层间拆分[17]。将拆

分后的部分网络层(通常是计算复杂度较低、数据

输入量较大的浅层，如卷积浅层、特征预处理

层)部署在UE侧，而将剩余层(计算复杂度较高、

数据量已大幅压缩的深层)由RAN侧处理。

近年来，国内外学者针对分割卸载模型的优化

展开了大量研究，其中分割模型的层间拆分策略、

动态适配机制及优化方法成为研究热点[18]。在层间

拆分策略方面，Jeong等人 [19]将对深度神经网络

(Deep Neural Network, DNN)的分割视为一个图

问题，将网络层间依赖关系建模为有向无环图

(Directed Acyclic Graph, DAG)，通过最短路径算

法实现分割点的选择与卸载调度。Mohammed等
人[20]提出了一种细粒度DNN多段分割方法。该方

法的核心设计是在进行网络层间拆分时，充分考虑

了DNN中常用网络层(如卷积层、全连接层等)的具

体类型特性，包括不同层的计算复杂度、数据输出

量、层间依赖关系等，据此进行细粒度拆分。Li等
人[21]围绕Transformer的分割需求，采用多分支网

络模型设计了多个卸载点与退出点，实现了对

Transformer的细粒度分割。Liu等人[22]考虑到并行

与顺序分区的协同优化，提出混合分割策略，核心

思路是结合网络层间的数据依赖关系，对无数据依

赖、可独立执行的并行层，可提前调度至RAN侧
执行，对存在强数据依赖的网络层则采用顺序分

区，等待前置任务完成后再依次执行。通过这种并

行与顺序结合的混合分割方式，进一步加速端–边
协同推理效率。

在动态适配方面，深度学习网络的层间分割点

并非固定不变，需动态适配无线通信环境的多变

性。国内外学者针对分割点动态适配的优化展开了

相关研究，提出了多种高效适配方案。Liu等人[23]

提出一种基于强化学习的在线早退策略，能够实时
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响应无线通信环境与设备资源的动态变化，通过早

退机制实现分割点的自适应调整。考虑到分割策略

往往需要随资源变化重新调整，Wang等人[24]提出

了上下文感知自适应框架(Context-aware Adapt-
ive Surgery, CAS)，该框架将模型层间的邻接关系

构建为图结构，当因无线通信环境变化需调整模型

分割方案时，利用邻域效应大幅缩短新分割点的搜

索与切换时间，降低模型重新部署的额外开销，有

效适配了无线通信环境的多变性。

分割卸载技术的落地应用需要深入考虑中间层

数据管控，并与具体任务类型、场景需求深度适

配。在中间层数据管控方面，数据量的大小直接影

响卸载策略的设计。例如，针对图像语义推理等中

间层特征数据量较大的任务，需额外采取高效的数

据压缩和传输策略。在数据传输可靠性保障方面，

中间层数据的传输编码方式、抗干扰策略，需与无

线通信场景的信道特性深度适配，确保RAN侧深

层推理的精度稳定性。针对信道噪声、干扰较强的

复杂场景，需采用抗干扰能力较强的传输编码方

案，减少中间层特征数据的传输失真，保障推理精

度。针对信道质量较好的场景，则可适当简化传输

编码流程。总的来说，分割卸载策略需与UE侧与

RAN侧服务状态及任务实时性需求深度适配，结

合具体任务的精度等要求，动态调整分割点位置与

卸载方案，确保在不同场景下均能实现能耗优化与

任务性能的双重目标。

总体而言，分割卸载技术是端–边协同推理中

的核心协同机制，其关键优势在于能够根据无线环

境与设备状态动态平衡通信开销与本地计算开销。

通过灵活调整模型分割位置与卸载策略，系统能够

在不同网络条件下实现能耗与任务性能之间的协同

优化。

 3.3  模型轻量化

大规模深度学习模型的高计算复杂度、高存储

需求，是制约端–边协同能耗优化的关键瓶颈。即

使通过特征提取与分割卸载技术实现数据压缩与任

务拆分，若模型本身计算量过大、存储占用过高，

仍难以实现能耗与性能的最优平衡。在此背景下，

模型轻量化技术应运而生，通过低复杂度模型设计

与模型压缩优化，从源头减少模型计算复杂度，为

端–边协同卸载的高效落地提供支撑。

低复杂度模型设计主要是通过简化模型网络结

构、优化网络参数设计，构建本身计算量小、存储

需求低的轻量化模型，替代传统大规模深度学习模

型，从源头规避高复杂度带来的能耗与效率问题。

这类模型在设计过程中，会摒弃传统模型中冗余的

网络层与参数，聚焦任务核心需求优化网络结构，

例如采用深度可分离卷积替代传统卷积[25]、简化全

连接层参数规模[26]等，在保证推理精度满足场景需

求的基础上，最大限度降低模型计算复杂度。

模型压缩优化则是针对已有的大规模深度学习

模型，通过各类压缩算法剥离模型冗余信息，实现

模型轻量化。目前已形成较为成熟的技术体系，其

中模型剪枝、模型量化、知识蒸馏是应用最广泛的

三大核心技术。模型剪枝技术通过去除模型中冗余

的权重参数、神经元或网络分支，仅保留对推理精

度至关重要的部分。剪枝可以通过不同的策略实

现，如基于权重大小的剪枝、基于神经元激活的剪

枝等。Jankowski等人[27]将特征编码与网络剪枝相

结合，通过增强特征压缩的计算效率，实现了无线

网络边缘环境下高效且可靠的图像处理任务。Yu
等人[28]提出一种全局剪枝方法EasiEdge，该方法基

于信息增益对神经网络的特征提取单元进行全局剪

枝，通过剪掉信息增益低、冗余度高的单元，实现

对深度神经网络推理效率的提升。考虑到传统静态

剪枝策略往往无法感知无线网络状态的动态变化，

Jia等人[29]针对性地提出了自适应剪枝方案，预设

剪枝强度与网络状态的映射关系，将网络状态参数

转化为剪枝调控信号，动态调整各网络层的剪枝比

例，从而有效适配无线网络的动态波动特性。模型

量化则将模型中的高精度参数(如32位浮点数)量化

为低精度参数(如8位整数)，尤其适合需要快速推

理和实时响应的任务。其核心原理是通过映射函数

将高精度参数的取值范围，映射到低精度数值的有

限集合中，同时通过量化校准策略，最小化量化过

程中产生的精度损失，确保模型推理性能满足实际

应用需求 [30,31]。知识蒸馏通过构建“教师–学生”

模型结构，将复杂大模型(教师网络)中学习到的特

征知识与决策边界，迁移至小型轻量模型(学生网

络)，使学生模型在保持较高推理精度的同时，大

幅降低计算量与参数量。Zhang等人[32]提出一种进

化知识蒸馏方法，可实现连续的知识转移。与传统

知识蒸馏“先完整蒸馏、再投入推理”的模式不

同，该方法将蒸馏过程与推理阶段深度耦合，支持

知识在动态任务流中持续迭代与增量传递。Sun等
人[33]在无人机网络中提出了协同强化方案，以确保

无人机连接的灵活性和低能耗。该方案以知识蒸馏

为技术前提，实现无人机间轻量化模型信息的高效

共享与迭代更新，使多无人机在分布式部署场景下

能够自主协作、协同决策，在保证通信链路稳定的

同时，进一步降低整体网络能耗。

上述模型轻量化技术从结构简化、参数压缩、

8 电    子    与    信    息    学    报 第 48 卷



知识迁移等多个维度，实现了深度学习模型在计算

开销方面的优化。在端-边协同环境下，模型轻量

化不再局限于单一设备的性能提升，而是与任务卸

载、资源分配、动态调度等机制深度融合，形成

“轻量化模型+协同推理”的一体化优化范式。通

过将轻量化技术与端-边协同的动态特性相结合，

能够进一步降低边缘节点与UE的计算压力与传输

能耗。

 3.4  增量推理

在端–边协同智能推理场景中，输入数据通常

具有时序连续性与空间相关性，传统全量推理模式

需要对每一帧数据或每一次请求执行完整的前向计

算，存在大量重复计算与冗余推理，显著增加能耗

开销[34]。针对上述问题，增量推理以数据或特征的

变化区域为核心驱动，仅对更新部分执行局部推理，

复用历史计算结果与中间特征，从而大幅减少重复

计算量，成为动态场景下降低协同能耗的关键技术。

增量推理主要通过变化感知、特征复用、局部

更新3个核心环节完成高效推理[35,36]。变化感知环

节通过识别时序数据中的差异区域来确定需要重新

计算的部分。在端–边协同的实际应用场景中，时

序数据往往呈现出高度的连续性与局部相关性。基

于这一特性，变化感知环节可实时跟踪数据的动态

演化过程，通过对比当前输入数据与历史计算数据

的特征差异，精准判断数据中哪些区域、哪些特征

发生了显著变化，进而排除无变化区域的重复计

算。为进一步提升变化检测的准确性与实时响应速

度，实际部署中可采用多种适配策略，例如基于阈

值的简易高效变化检测方法[37]、时间窗滑动策略实

现动态数据的实时监测[38]，或通过自适应算法动态

选择最优的变化检测策略[39,40]。对于未发生显著变

化的区域，特征复用环节将直接复用历史推理过程

中生成的中间特征图、权重参数等计算结果[41]，无

需重复执行卷积、池化、全连接等高复杂度计算操

作。在端-边协同架构下，特征复用可灵活适配两

侧的资源分布。RAN侧可缓存全局关键中间特

征，UE仅需复用相关特征并聚焦局部变化部分，

既减少了UE的计算压力，又降低了端边之间的特

征传输量，进一步优化系统能耗。同时，为确保复

用特征的有效性，需建立特征缓存更新机制[42]，结

合数据变化频率与推理精度需求，动态清理冗余缓

存、更新有效特征，避免因特征过时导致推理精度

下降。对于发生显著变化的区域，局部更新环节执

行局部化前向推理计算，并完成推理结果的融合输

出。在端–边协同场景中，局部更新可采用“端侧

局部计算+边侧融合校验”的协同模式，UE负责

本地小幅变化区域的推理更新，RAN侧负责整合

端侧局部结果与历史全局结果，完成最终决策校

验。此外，局部更新环节还可结合模型轻量化技

术，对局部推理模块进行针对性优化，进一步降低

计算能耗。

综上，增量推理技术充分利用时序数据中的连

续性与局部相关性，通过变化感知与历史特征复用

显著减少重复计算与冗余传输。在端–边协同场景

下，该技术能够有效平滑动态业务场景中的能耗波

动，降低连续推理过程中的资源消耗，对于视频感

知、车联网及具身智能等实时智能业务具有重要应

用价值。

 4    面向动态无线环境的节能优化机制

 4.1  动态无线环境下的能耗特性

动态无线环境中，终端传输能耗具有剧烈波动

的核心特征，已成为无线通信能耗研究领域的重要

关注点[42,43]。这一特征由无线信道时变性、网络负

载动态波动与业务模型随机性共同导致，对终端能

耗高效控制提出了突出挑战。现有研究中，针对动

态无线环境下的传输能耗测试多基于典型蜂窝网络

场景构建仿真模型，普遍采用非满缓冲类业务流量

模型(如文件传输协议(File Transmission Protocol-
Type3，FTP-3)模型)，并通过差异化数据包参数

(大小、到达率)设计多场景对比测试。结合2.3节给

出的传输能耗模型，本节给出了单包传输能耗的具

体测试情况。假设在7个基站，21个扇区场景下，

每个扇区随机撒点10个UE，传输过程中不考虑

UE移动性。业务流量模型采用文件传输协议FTP-
3模型。根据数据包大小和到达率的不同，在两种

典型数据输入场景(case)下开展单包传输能耗测

试。其中，case 1(短包频发)：数据包大小为4 MB，
到达率λ为0.004；case 2(长包偶发)：数据包大小

为40 MB，λ为0.001。仿真共持续1 000个TTI，其

他仿真参数详见表2。
表3给出了两种场景下SINR分布及对应单包传

输能耗测试结果的概率分布。首先，case 1的
SINR相对case 2较高。这是由于case 2 采用长包偶

发流量模型，UE同时承载业务的概率更高，网络

负载更大，进而使得UE间干扰更为严重，因此

case 2的SINR相对更低。此外，单包传输能耗随

SINR 低呈上升趋势。一方面，SINR下降会使

UE需要占用更多TTI完成数据包传输，发送时长

增加，从而推高传输能耗。另一方面，针对小区边

缘UE的低SINR状态，网络将通过上行功率控制提

升UE发射功率，进一步导致传输能耗上升。最
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后，相较于case 1的短包高频模型，case 2长包偶

发模型下的单比特传输能耗更高，其本质原因在于

case 2的SINR更低，终端需相应提高发射功率，最

终使得单比特传输能耗增加。

结合上述测试结果分析，可明确动态无线环境

下传输能耗的核心变化规律及其波动诱因。首先，

SINR是传输能耗的直接决定因素。SINR与终端传

输能耗呈显著负相关，SINR越低，单包传输能耗

越高。一方面，SINR劣化会延长数据包传输所需

TTI时长，增加传输耗时能耗。另一方面，当无线

信道质量下降时，为保证上行传输可靠性，基站会

通过上行功率控制机制，指示终端提高发射功率，

以抵消信道衰落与干扰带来的接收质量下降，进一

步推高能耗。其次，网络负载是造成能耗差异的关

键间接诱因。不同业务模型会导致网络负载与UE
间干扰水平出现显著分化。例如，长包偶发场景

下，多UE并发传输概率更高、干扰更强，使得SINR
整体偏低，进而推升整体能耗水平；短包频发场景

下并发负载较轻、干扰较小，SINR更优，能耗相

对更低。第三，业务流量模式决定能耗波动的统计

特性。短包频发与长包偶发两类非满缓冲业务，在

数据包大小、到达率上的差异，直接影响能耗分布

形态与均值水平。长包偶发业务因更低SINR与更

高发射功率，表现出更高的单比特传输能耗；而短

包频发业务则在更优信道条件下实现更高效的能量

利用。总的来说，动态无线环境下终端传输能耗的

剧烈波动，本质是时变信道、动态网络负载与随机

业务模型三者相互耦合、逐级传导的外在体现。这

一特性决定了通算融合策略难以采用固定化设计，

必须紧密适配无线环境的实时动态变化，才能实现

高效的端–边协同优化。

 4.2  端–边协同的节能优化机制

基于4.1节对动态无线环境下终端传输能耗波

动规律的分析，本节将第3章提出的端–边能耗优化

技术与无线信道的动态变化适配，系统阐述在不同

信道质量与业务负载条件下的能耗优化策略与机制

设计。

(1)特征压缩机制。现有语义压缩与特征传输

方法已经能够根据任务需求对特征维度进行一定程

度的动态调整，但大多侧重于通信侧比特压缩或语

义保真优化，较少进一步考虑无线信道波动对传输

能耗与时延的动态影响。感知动态无线环境变化的

特征压缩机制需在端侧将高维原始数据映射为紧凑

的语义特征表示，并依据当前信道状态对特征表达

粒度进行自适应调整，如图3(a)所示。当信道质量

较好、链路容量充足时，端侧可保留较高维度特征

以保证任务精度；而当信道质量较差或网络负载较

高时，则通过降低特征维度、仅保留关键任务特征

等方式显著减少传输数据规模，从源头降低上行传

输比特数及其对应的发送时间与发射功率需求。该

机制实质上构建了一种“特征精度–通信能耗”之

间的连续可调权衡路径，使得系统能够在信道条件

恶化时主动收缩传输负载，从而抑制由SINR下降

引起的传输能耗放大效应与剧烈波动。

 

表 2  传输能耗测试仿真参数配置

属性 值

载波频率 7 GHz

带宽 20 MHz

子载波间隔 30 kHz

TTI 0.5 ms

TDD帧结构 DDDSU(3DL:1GP:1UL)

信道模型 UMa in TR 38.901

UE最大发射功率 23 dBm

业务流量模型FTP 3
Case 1: File size = 4 MB, arrival rate λ = 0.004

Case 2: File size = 40 MB, arrival rate λ = 0.001

 

表 3  两种Case对应的SINR分布及单包传输能耗仿真结果(概率分布)

类别 10% 20% 30% 40% 50% 60% 70% 80% 90% 100%

Case 1

(4MB)

SINR(dB) 45.40 41.27 39.59 38.29 37.08 35.72 33.97 31.80 28.69 24.91

能耗(mJ) 1.2×103 4.1×103 1.1×104 2.5×104 5.6×104 1.1×105 2.5×105 4.4×105 4.5×105 2.1×106

Case 2

(40MB)
SINR(dB) 44.70 40.90 38.67 37.56 36.13 34.50 32.21 30.01 27.31 21.74

能耗(mJ) 1.5×104 4.8×104 1.0×105 2.3×105 7.7×105 1.7×106 4.2×106 4.4×106 5.1×106 2.2×107
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(2)分割卸载机制。现有分割推理与端边协同

方法通常已经具备一定的动态卸载能力，但大多主

要围绕时延优化或计算负载均衡展开，较少从通信

能耗与计算能耗耦合关系角度进行统一建模。如

图3(b)所示，感知动态无线环境变化的分割卸载机

制进一步联合考虑实时SINR、带宽资源及终端算

力状态，使分割位置能够随无线环境动态变化，从

而实现通信与计算能耗之间的协同优化。该机制根

据实时SINR、上行带宽及终端算力状态动态选择

特征在何处由端侧转移至RAN侧执行，从而在通

信能耗与计算能耗之间建立联合优化关系。在信道

质量较好时，由于通信成本较低，系统倾向于将更

多中高层特征传输至RAN侧完成推理，以降低终

端本地计算能耗；而在信道质量较差或网络负载较

高时，则适当提前分割位置，提升端侧本地计算比

例，减少大规模特征传输所带来的通信能耗与时延

开销。通过对分割点的动态调节，系统能够针对不

同SINR区间实现通信与计算能耗的平衡重构，从

而有效缓解低信道质量条件下TTI增长与上行功率

提升所带来的能耗放大问题。

(3)模型剪枝机制。现有模型轻量化与动态推

理方法已经能够依据设备资源状态调整模型复杂

度，但多数方法主要面向计算资源受限场景，较少

结合无线链路状态对模型结构与特征传输进行联合

调节。如图3(c)所示，引入自适应剪枝机制，使模

型复杂度能够根据当前无线环境与终端资源状态动

态调整。在信道质量良好、资源充足的条件下，系

统可采用完整模型结构与高维特征表达以获得更高

的任务精度；而在信道质量受限或终端算力受限的

情况下，则通过结构剪枝、通道裁剪或低秩表示等

方式构建轻量化模型，显著降低模型大小与访存开

销，同时减少需要传输的特征维度，从而在计算与

通信两个维度同时降低能耗。该机制为系统提供了

一个“模型复杂度调度”的额外自由度，使其在精

度需求与能耗约束间进行柔性切换。

(4)增量推理机制。现有增量推理与特征复用

 

 
图 3 动态无线环境下端–边协同的节能优化机制
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方法已能够利用时序相关性减少重复计算，但大多

聚焦于本地推理加速或计算复杂度降低，对无线传

输过程中的负载波动与能耗峰值问题关注不足。如

图3(d)所示，在视频感知与车联网等具有显著时序

相关性的业务场景中，进一步引入基于变化感知与

特征复用的增量推理机制。该机制通过检测当前输

入与历史输入之间的差异区域，仅对发生变化的局

部区域执行推理计算，并对未变化区域直接复用历

史中间特征与推理结果，从而显著减少重复计算与

冗余特征传输。在信道质量较差或网络负载较高

时，该机制能够有效降低每个时隙所需传输的数据

量与终端计算量，从时间维度上平滑能耗变化，抑

制长包传输场景下因负载集中而产生的能耗峰值。

综合上述机制，端–边协同系统能够根据动态

无线环境中的信道质量、网络负载与终端资源状

态，在特征压缩率、分割卸载位置、模型复杂度以

及增量更新策略之间进行联合自适应调度，实现通

信能耗与计算能耗的整体最优控制。通过在数据

层、模型层、执行层等层面的协同调节，该机制不

仅能够显著降低平均能耗水平，还能够有效抑制由

于SINR波动与业务负载变化所引起的能耗剧烈波

动，为6G时代面向智能业务的绿色通信提供了关

键技术支撑。

 4.3  典型场景节能效果验证

具身智能(Ambient Intelligence)作为6G移动

通信最具发展前景的应用场景，旨在实现人、机、

物全域泛在互联与智能自主协同，将在工业制造、

民生服务、公共设施等领域实现全面覆盖[45–48]。通

算融合与机器人系统深度融合，将推动机器人从工

业自动化(如特斯拉工厂的机器人精密装配)向服务

领域(如波士顿动力和宇树科技的机器狗应用、机

器人陪护、机器人运动竞技)渗透，成为具身智能

落地应用的重要载体。相比传统移动互联网业务，

具身智能机器人同时涉及环境感知、无线数据传

输、视觉推理、任务决策与动作执行等多个环节，

具有“通信–计算–控制”深度耦合的典型特征。因

此，本文选择具身智能机器人作为通算融合能耗分

析的典型场景。

典型的具身智能机器人业务通常呈现为“感

知–理解–决策–执行”一体化的闭环任务流程。机

器人首先通过摄像头或其他多模态传感器对外部环

境进行感知，采集连续的视频或图像序列。随后，

机器人内部的视觉推理模块对采集到的视频数据进

行语义理解与任务识别，如物体分类、场景识别或

行为预测；最后，基于识别结果，决策模块生成下

一步操作策略，并驱动执行单元完成相应的动作，

例如抓取、搬运或避障。其中，视频分类是整个业

务链路的关键环节。视频分类任务通常基于深度神

经网络模型(如VideoMAE [ 4 9 , 5 0 ] , SlowFast [ 5 1 ] ,
I3D[52]等)实现，通过对时序帧的特征进行建模，提

取物体外观、运动轨迹及环境上下文等多维信息，

以获得对场景的语义理解。

然而，当前具身智能机器人在实际部署中仍面

临突出的能耗与续航瓶颈。以NVIDIA Jetson Orin
等主流边缘计算平台为例，若在端侧直接部署13 B
量级参数的多模态大模型(如Llama-2-13B)，单模

块推理功耗即可达到45 W/小时，在大幅提升能耗

与成本的同时，也显著缩短机器人续航时长。机器

人系统因此陷入硬件升级与运维开销的双重压力：

一方面，为支撑复杂视觉推理与大模型计算，必须

搭载高性能AI芯片、主动散热模块乃至液冷装置，

并配套高规格电源管理系统；另一方面，高负载运

行带来的持续高功耗，进一步加剧电力消耗并缩短

电池更换周期，显著抬升终端部署与长期运维成

本。这一现实瓶颈使得端–边协同等轻量化、低功

耗的节能优化机制，成为具身智能机器人规模化落

地的关键支撑。

在端–边协同服务框架下，RAN侧首先获取机

器人端侧的位置信息、任务类型及信道状态等实时

感知信息。基于上述信息并结合传输能耗理论模

型，RAN侧对任务执行方式进行自适应决策，包

括本地执行、全量卸载或部分卸载；若场景对节能

需求较高，可进一步启用特征压缩、动态分割卸载

等优化技术。RAN侧将最终决策下发至端侧，终

端依据决策结果完成相应任务执行。如图4所示，

以视频理解业务为例，机器人采集视频序列后，自

动识别内容所属类别(如动作、场景、物体等)。该

业务采用VideoMAE [ 4 7 , 4 8 ]实现高效视频理解。

VideoMAE是一种基于自监督学习的视频Trans-
former架构，通过对视频时序帧进行掩码建模与全

局特征学习，完成视频内容的类别预测。该模型参

数量约为1 亿(100 M)，其中模型权重文件大小为

346 MB，包含权重及相关配置文件在内的总模型

大小为692 MB。输入数据通常为尺寸为224×224
的视频帧序列，VideoMAE的计算复杂度受批大小

(Batch Size)、视频片段数量、时序帧数以及输入

分辨率等因素共同影响。其中，Batch Size越大，

吞吐率越高，但会显著增加显存占用与整体计算能

耗；视频片段数量越多，则意味着需要执行更多次

前向推理，从而增加总能耗开销；模型处理的帧数

与推理计算量近似呈线性关系，而输入分辨率的提

升则会进一步放大空间维度上的计算复杂度与能耗
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需求。在本文测试中，Batch Size固定为8，输入

分辨率设置224×224，片段数量与时序帧数受视频

大小、通算资源配置的影响。端侧与RAN侧均支

持VideoMAE模型的加载与推理执行。同时，端侧

额外部署轻量化卷积神经网络MobileNetV2[53]，用

于对原始视频或图像数据进行轻量级特征提取。其

支持灵活调整特征压缩粒度，为端–边协同节能优

化提供技术支撑。当信道质量优良时，MobileNetV2
采用低压缩粒度，保留更多帧以兼顾推理精度；信

道质量劣化时切换为高压缩粒度，仅保留关键帧以

最小化传输数据量。

为验证所提机制的有效性，本文选取性能差异

显著的两类GPU开展对比测试，分别模拟端侧与

RAN侧不同的计算场景。其中，采用NVIDIA Ge-
Force RTX 3 090模拟机器人本地计算环境，代表

终端设备算力较强但能耗敏感的推理场景。其配备

24 GB显存，拥有约35.6 TFLOPS的计算能力；采

用NVIDIA RTX A6000模拟RAN侧计算环境。其

配备48 GB大容量显存，计算能力约为38.7 TFLOPS，
代表算力更充足、能效更优的RAN侧计算节点。

如图4运行示例所示，机器人采集了一段主人在户

外遛狗并与犬只互动的视频。VideoMAE模型可准

确完成场景理解与行为识别，成功将视频核心行为

分类为“walking the dog”(遛狗)。在保证视频理

解与分类精度的前提下，端–边协同服务框架可根

据无线环境状态动态选择任务执行模式，包括本地

执行、全量卸载与部分卸载。在部分卸载模式下，

端侧可通过MobileNetV2对输入视频进行关键帧筛

选与特征粒度调整，进一步适配无线网络的实时传

输能力。以32 帧视频序列为例，该长度通常可覆

盖绝大多数特征信息，同时存在一定冗余空间。因

此，当信道条件进一步恶化时，可在保证基础分类

精度的前提下，将传输帧数从32 帧继续缩减，以

显著降低传输数据量与通信能耗。在端–边协同的

动态决策框架下，图4进一步展示了在信道条件较

差时不同任务执行模式下的终端能耗变化规律。当

视频数据量较小时，完全卸载模式的终端能耗更

低，此时传输开销小于本地推理因算力不足增加的

计算能耗；随着视频数据量增加，完全卸载模式与

本地计算模式的终端能耗均显著升高，且由于信道

条件差导致重传带来的高传输能耗，使完全卸载的

能耗超过本地计算，因此采用高压缩粒度的部分卸

载(如16 帧)，可在可接受的精度损失下实现能耗与

性能的折中；当视频数据量较大时，为保证推理精

度，需采用低压缩粒度的部分卸载(如32 帧或128 帧)，
以在保证准确性的前提下控制能耗。通过动态调节

任务执行模式与特征压缩粒度，始终选择终端能耗

最低的端–边协同策略。总的来说，通过端-边协同

无线网络赋能AI的任务管控机制，边缘用户AI任
务相关能耗可降低20%以上。

 5    未来研究方向与挑战

尽管现阶段端–边协同节能优化技术已取得一

定进展，但在真实网络环境、动态无线信道、大规

 

 
图 4 动态无线环境下端–边协同的节能优化机制
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模UE接入与泛在智能业务等的共同作用下，现有

方案仍面临一系列复杂且开放的科学问题与工程挑

战。面向下一代通算智融合网络，未来研究可重点

围绕以下四个方向展开深入探索。

(1)节能优化策略的开销权衡与鲁棒性增强。

现有端–边协同节能研究多聚焦于决策带来的能耗

收益，而普遍忽略优化机制自身引入的额外计算与

传输开销。例如，端侧执行关键帧筛选、特征压缩

等操作会产生不可忽视的计算能耗，在极端场景下

可能出现“优化开销大于节能收益” 的能耗倒挂

问题。在模型分割卸载机制中，中间特征在无线信

道传输过程中易受干扰、衰落及时延波动影响，可

能导致RAN侧无法正确恢复特征并完成后续神经

网络推理，需引入重传机制、差错控制或特征冗余

校验等保障手段，进而引入额外开销。因此，未来

需要将预处理开销、信道鲁棒性、推理完整性纳入

统一优化目标，研究开销感知的自适应节能策略，

在保证节能收益的同时提升端–边协同的可靠性。

(2)随机资源环境下通算资源动态置换建模。

通信资源与计算资源的动态置换是端–边协同节能

的核心手段，但现有研究多基于理想、静态或线性

假设，难以适配真实网络中信道、算力、业务需求

的强随机性与时变特性。未来研究应构建更具鲁棒

性的通算资源置换动线，引入多维随机过程对带

宽、算力、缓存、能量等资源的动态波动进行统一

建模。在此基础上，基于马尔可夫决策过程等强化

学习与随机决策理论，深入分析通算资源置换的短

期收益与长期收益，刻画随机资源环境下策略收益

的时序演化特性，分别构建面向实时响应的短期收

益模型与面向系统整体效用的长期收益模型，实现

资源效率与业务价值全局最优。

(3)大规模多UE协同优化与全局能效均衡。当

前端–边协同节能研究多以单UE、单任务为优化对

象，未考虑多UE并发接入时的资源竞争、信道抢

占与算力冲突问题。在大规模物联网、机器人集群

等场景中，多UE同时发起卸载请求易引发局部拥

塞、信道互扰与算力过载，导致“个体最优、全局

劣化”的非合作博弈困境。未来需要突破单UE优
化框架，面向多UE、多任务、多节点的复杂协同

场景，基于博弈论、分布式优化与纳什均衡理论设

计多UE协同节能策略，在保障个体UE性能的同

时，避免资源滥用与低效竞争，实现从“单UE最
优”向“全局系统能效最优”的升级。

(4)标准化与工程落地。端–边协同智能节能技

术的最终价值依赖于标准化与工程落地。目前，相

关架构、接口、协议、数据格式与性能指标尚未形

成统一标准，不同平台、设备与算法之间难以互

通，制约了技术规模化应用。未来需要推动端–边
协同架构、任务卸载流程、模型分割规范、能耗评

估指标等标准化工作。同时，现有研究多依赖仿真

环境，缺乏在真实硬件平台、真实信道条件与真实

业务负载下的验证。亟需搭建包含终端、基站、边

缘节点与云端的全流程测试床，在巨量连接、强干

扰、高动态等真实场景中开展测试与迭代优化。

 6    结束语

本文面向6G通算智融合网络，围绕端–边协同

智能推理与终端能耗优化核心问题，系统构建了

6G增强型无线接入网架构下端–边协同服务体系，

并建立终端能耗理论模型。在此基础上，从特征提

取与筛选、模型分割卸载、模型轻量化、增量推理

四个维度阐述了端–边协同能耗优化的关键技术。

针对动态无线环境中信道时变、负载波动、业务随

机带来的能耗波动问题，优化了融合特征压缩、动

态分割、自适应剪枝与增量推理等节能机制，并以

具身智能机器人视频理解为典型场景验证不同数据

量与信道条件下动态决策的节能效果。面向未来

泛在智能、海量连接与低能耗高可靠的业务需求，

端–边协同节能技术仍处于发展阶段，在开销感知

的鲁棒性决策、多维资源动态置换建模、大规模多

UE能效均衡、技术标准化与工程化落地等方面仍

存在诸多亟待解决的开放科学问题与工程挑战。随

着6G技术向实用化阶段推进，通信与计算的深度

内生融合、AI原生端–边–云协同架构构建、全场景

绿色节能范式创新，将成为下一代移动通信网络的

重要发展方向。本文所梳理的理论模型、关键技术

与优化机制，旨在为6G接入网理论研究、算法设

计与工程部署提供参考，助力低功耗、高能效、高

可靠智能移动通信网络的技术突破与规模化落地。
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An Overview of Key Technologies for 6G-Enabled Communication-
Computing Integration and Energy-Efficiency Optimization

LIU Guangyi      CAI Qing      WANG Xinyao      CHEN Tianjiao      JIN Jing     

XUE Yahui      WANG Ailing      WANG Hanning

(China Mobile Research Institute, Beijing 100053, China)

Abstract:

Significance　 Constrained by size, power consumption, and cost, emerging intelligent terminals often face

excessive energy consumption and limited battery life. These limitations have become major bottlenecks to

large-scale deployment. Compared with Fifth-Generation (5G) wireless networks, Sixth-Generation (6G)

wireless networks are expected to enhance the Radio Access Network (RAN) architecture and move computing

capability toward the RAN side. High-energy and compute-intensive Artificial Intelligence (AI) tasks that are

originally executed by end devices can therefore be processed by the network. Through End-Edge

Collaboration, emerging intelligent terminals can be upgraded toward lightweight design, low cost, and long
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battery life, thereby supporting the large-scale deployment of ubiquitous intelligence in 6G networks.

Progress　 Current progress in Terminal Energy Consumption Optimization through 6G End-Edge

Collaboration is reviewed, with emphasis on local execution, full offloading, and partial offloading. In local

execution, User Equipment (UE) processes all tasks locally, which leads to high computing energy consumption.

In full offloading, all tasks are transferred to the RAN. This reduces terminal-side computing energy

consumption but can increase transmission energy consumption, especially under poor channel conditions.

Partial offloading combines the benefits of both modes and optimizes energy consumption according to real-

time network conditions. For partial offloading, four representative optimization techniques are summarized. (1)

Feature Extraction and Filtering. Semantic encoding and information extraction are performed at the UE, and

only task-relevant data are transmitted to the RAN. This reduces redundant data transmission and lowers

transmission energy consumption. (2) Split Offloading. A large Deep Neural Network (DNN) is divided into

layers according to its structure. Simpler shallow layers are processed at the UE, whereas more complex deep

layers are offloaded to the RAN. This method balances terminal-side and RAN-side computational loads

through End-Edge Collaborative Inference. (3) Model Lightweighting. Model complexity is reduced through

pruning, quantization, and knowledge distillation, which lowers computational overhead while maintaining task

performance. (4) Incremental Inference. Only changed data or updated features are processed, while historical

computations are reused. This reduces redundant computation. Together, these techniques improve terminal

performance and energy efficiency within the 6G End-Edge Collaboration framework.

Conclusions　This paper systematically reviews Terminal Energy Consumption Optimization for 6G End-Edge

Collaboration. It summarizes the functional evolution of enhanced RAN, constructs an End-Edge Collaborative

service framework for Communication-Computing Integration, and establishes a theoretical model of terminal

computing energy consumption and transmission energy consumption. The composition and influencing factors

of energy consumption under different offloading modes are clarified. Key energy optimization technologies,

including Feature Extraction and Filtering, Split Offloading, Model Lightweighting, and Incremental Inference,

are then discussed. To address energy consumption fluctuations caused by dynamic wireless channels, the paper

proposes energy optimization mechanisms based on Adaptive Semantic Compression, Dynamic Split Offloading,

Adaptive Model Pruning, and Incremental Inference. These mechanisms maintain a dynamic balance between

energy optimization and task performance. Using embodied intelligent robot video understanding as a typical

application scenario, a test platform is developed to verify the effectiveness of the proposed mechanisms.

Current challenges and future research directions are also analyzed.

Prospects　 Although End-Edge Collaborative energy-saving technologies have achieved initial progress,

practical deployment still faces challenges in real network environments, dynamic wireless channels, and large-

scale user access. Future research should examine the trade-off between optimization overhead and system

robustness. It should also study dynamic communication-computing resource substitution modeling in

stochastic resource environments, multi-user collaboration strategies, and global energy-efficiency optimization.

As the technology matures, standardization and engineering implementation of End-Edge Collaborative energy-

saving frameworks will become critical to the large-scale adoption of 6G applications. Future studies should

further integrate algorithm design with network architecture, enabling practical deployment of low-power and

high-efficiency intelligent communication systems.

Key words: 6G; Radio Access Network (RAN); Communication-Computing Integration; End-Edge

Collaboration; Terminal Energy Consumption Optimization
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