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摘   要：该文针对可重构智能表面(RIS)辅助的多输入单输出-正交频分多址(MISO-OFDMA)系统，围绕提升频

谱效率这一核心需求，开展子载波分配、基站主动波束赋形与RIS被动波束赋形的联合优化研究。为解决传统优

化方法在多变量耦合场景下计算复杂、易陷入局部最优的问题，提出一种模型驱动的图神经网络(GNN)方案。该

方案将通信物理模型嵌入网络架构设计，实现从信道特征到多优化变量的端到端映射，无需依赖复杂迭代求解。

仿真结果表明：与传统基准算法相比，所提方案不仅提高了系统的频谱效率，还显著降低了系统的计算复杂度。

同时，在用户组数动态变化和基站传输功率调整等场景下仍保持良好鲁棒性，具备实际部署潜力。
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 1    引言

可重构智能超表面(Reconfigurable Intelligent
Surface, RIS)凭借其灵活重构无线传播环境的独特

能力，被广泛地认为是未来移动通信系统中极具前

景的使能技术[1,2]。为推动其发展应用，研究者们已

针对RIS辅助通信系统进行大量研究。然而，现有

研究工作多局限于窄带系统。当考虑宽带系统时，

由于频率选择性的限制，RIS反射相移难以适配

所有子载波信道条件，设计问题变得极具挑战性。

目前，已有多项研究对RIS辅助正交频分多址

(Orthogonal Frequency Division Multiple Access,
OFDMA)系统进行了探究[3–10]。文献[8]提出了一种

基于交替优化(Alternating Optimization, AO)算法

的RIS被动波束设计方法，旨在提升单用户多输入

单输出(Multiple-Input Single-Output, MISO)-OF-
DMA系统的频谱效率(Spectral Efficiency, SE)。
为满足多用户需求，文献[9]研究了RIS辅助MISO-
OFDMA系统，利用无监督学习联合波束赋形设计

和资源分配以最大化系统和速率。文献[10]聚焦于

RIS辅助多输入多输出(Multiple-Input Multiple-
Output, MIMO)-OFDMA系统，通过AO算法设计

联合波束赋形以最小化总发射功率。

多播在流媒体服务中已得到广泛应用 [ 11 ,12 ]，

文献[12]利用连续凸逼近算法联合优化功率分配与

子载波分配这两个子问题，最大化了所有可用子载

波上所有组的最小组速率。然而现有关于RIS辅助

OFDMA系统的研究仍主要集中于单播场景，对于

RIS辅助MISO-OFDMA多播系统的研究十分有

限。文献[13]研究了RIS辅助单输入单输出(Single-
Input Single-Output, SISO)-OFDMA多播系统，

通过AO算法对载波和功率分配进行联合优化以最

大化系统和速率。尽管如此，在MISO场景中，同

一多播组内的用户需共享相同的数据流，这不可避

免地引入了显著的组间干扰，并导致载波分配与波

束赋形之间高度耦合。在此背景下，若对BS主动

波束赋形、RIS被动波束赋形以及载波分配进行联

合优化以最大化系统频谱效率(Spectral Efficiency,
SE)，将形成一个高度非凸且不可微的优化问题，

传统基于解析建模或迭代优化的方法往往难以在可

接受的计算复杂度内获得近似最优解。

近年来，人工智能技术在无线通信领域展现出

解决此类复杂优化问题的巨大潜力。尤其是图神经

网络(Graph Neural Network, GNN)，能够有效挖

掘基站、RIS与多组用户之间天然存在的图拓扑结

构，通过参数共享机制实现模型维度的解耦，并以

模型驱动的方式将物理约束和系统先验知识嵌入网

络架构之中，从而在保证接近最优性能的同时，显

著降低在线推理的计算开销，并提升系统在动态网

络环境下的泛化能力与鲁棒性。

基于上述动机，本文提出一种基于GNN的联

合优化算法，用于高效刻画BS, RIS与多用户之间

的拓扑关系，并以端到端学习的方式建立系统状态

与最优传输策略之间的映射关系。仿真结果表明，

与现有基准算法相比，所提出的方法在实现更高频

谱效率的同时显著降低了计算复杂度，并在多种网

络参数变化条件下表现出良好的鲁棒性和稳定性。
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 2    系统模型

Nt

M

K G

G = {1, 2, ..., G} Kg g

k ∈ Kg k g

K = ∪G
g=1Kg g1 ̸= g2

Kg1 ∩ Kg2 = ∅ g |Kg|

N

N = {1, 2, ..., N}

研究聚焦于RIS辅助的MISO-OFDMA多播系

统，用户被划分为多个组，每个组包含若干用户，

组内干扰和组间干扰会均显著影响系统性能，架构

如图1所示。BS配备有 根天线，同时部署了一个

具有 个反射单元的RIS以增强信号传输。该系统

服务于 个单天线用户，这些用户被划分为 个不

相交的组 ，其中 表示第 组的用

户集合， 表示第 个用户属于第 组。所有

用户的集合为 ，且对于任意 ，

有 ，第 组的用户数量为 。BS向

每个组内的用户传输公共数据，而组间的数据流是

相互独立的。系统带宽被划分为 个子载波，记为

。子载波分配矩阵表示为

A =

α1,1
... α1,N

...
. . .

...
αG,1

... αG,N

 ∈ RG×N (1)

αg,n = 1 n g

αg,n = 0

其中， 表示第 个子载波被分配给第 组，

否则 。

 2.1  信道模型

L1

{G̃0, G̃1, ..., G̃L1−1} G̃l1 ∈ CM×Nt l1

k ∈ K L2 {ũk,0,

ũk,1, ..., ũk,L2−1} ũk,l2 ∈ C1×M l2

该系统中，假设BS-用户的直接链路被障

碍物阻挡，信号通过级联的信道(BS-RIS-用户)
传输。该信道被建模为准静态块衰落。从BS到
RIS具有 个时延抽头的时域基带等效信道记为

，其中 表示第

个时延抽头处的冲激响应。类似地，从RIS到用户

具有 个时延抽头的信道表示为

，其中 表示第 个时

延抽头处的冲激响应。

Θ = diag(θ1,

θ2, ..., θM ) ∈ CM×M θm m

RIS的反射矩阵为对角阵，表示为

，其中 是第 个单元的反射

k l系数。因此，BS到第 个用户在第 个时延抽头处

的等效时域信道为

z̃k,l =

L2−1∑
q=0

ũk,qΘG̃l−q

=

L2−1∑
q=0

θTdiag(ũk,q)G̃l−q

= θT
L2−1∑
q=0

diag(ũk,q)G̃l−q (2)

L = L1 + L2 − 1

l ∈ {1− L2, ...,−1} ∪ {L1, ..., L− 1}
θ = vecd(Θ) ∈ CM×1

H̃k,l =
∑L2−1

q=0
diag(ũk,q)G̃l−q

z̃k,l = θTH̃k,l

k n

其中 表示级联信道的总抽头数。对

于所有的 ，令

表示RIS被动波束赋形向量。

定义 ，则式(2)可等

价表示为 。利用离散傅里叶变换(Dis-

crete Fourier Transform, DFT)将时域信道转换到

频域。因此，BS到第 个用户在第 个子载波上的

信道频率响应(Channel Frequency Response,
CFR)可记为

zk,n =

L−1∑
l=0

z̃k,le−j2πln/N

=

L−1∑
l=0

θTH̃k,le−j2πln/N

= θTHk,n (3)

Hk,n ∈ CM×Nt k n

n

g k

其中， 表示第 个用户在第 个子载

波上的频域级联信道。假设第 个子载波被分配给

第 组，第 个用户的接收信号为

yk,n = αg,n

(
θTHk,n

)
wnsn + ñn (4)

ñn ∼ CN (0, σ2) s = [s1,

s2, ..., sN ]T ∈ CN×1

E[|sn|2] = 1 sn wn ∈ CNt×1

W = [w1,w2, ...,wN ] ∈ CNt×N

其中， 为加性高斯白噪声，

为 B S 的 发 射 信 号 且 满 足

，每个子载波信号 通过

进行频域波束赋形，

表示为BS的主动波束赋形矩阵。

 2.2  问题建模

k n

SNRk,n =∣∣θTHk,nwn

∣∣2/σ2 g

k

根据式(4)，第 个用户在第 个子载波上的信

噪比(Signal-to-Noise Ratio, SNR)为

。因此，对于属于第 个多播组的

用户 ，其SE表达式为

Rk=
1

N+Ncp

∑
n∈N

αg,n ln (1+SNRk,n) ,∀k ∈ Kg (5)

Ncp ≥ L g

Rg = mink∈KgRk

其中 表示循环前缀长度。第 组的SE由该

组所有用户的最小SE决定，表示为 。

因此，优化问题为

 

 
图 1 RIS 辅助MISO-OFDMA 多播系统模型
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max
A,W ,θ

∑
g∈G

Rg

s.t. ∥W ∥2 ≤ Pt

|θm| = 1,∀m ∈ M
αg,n ∈ {0, 1},∀g ∈ G,∀n ∈ N∑
g∈G

αg,n = 1,∀n ∈ N


(6)

M ∥W ∥2 ≤ Pt

Pt

|θm| = 1

αg,n ∈ {0, 1}∑
g∈G

αg,n = 1

其中 表示所有RIS单元的集合。约束

确保BS的总发射功率不超过最大发射功率 ；约

束 是RIS反射单元的单位模约束；约束

保证子载波的二进制分配；约束

确保每个子载波只能分配给1个组。

 3    图神经网络驱动的算法

本节提出一种GNN驱动的算法，随后分别详

细说明其整体框架和具体细节。

 3.1  整体框架

n

K

Xn

Xn

W

θ

所提的GNN网络由GNN1, GNN2和载波分配

模块级联而成，整体架构如图2所示。第 个子载

波上 个用户的信道被输入到GNN1，输出中间变

量 ，这一过程模拟了每个载波上所有用户之间相

互作用的过程。随后， 被输入到GNN2，这一

过程模拟了每个载波之间相互作用的过程。GNN2
输出BS主动波束赋形矩阵 和RIS被动波束赋形

向量 ，并用于载波分配。

 3.2  GNN1设计

K

如图3所示，GNN1包含1个初始化层和1个更

新层，初始化层包含 个用户节点，用于将输入的

信道信息转化为图神经网络中流动的信息，更新层

则依据节点间的关系将输入的信道信息集合转化为

组节点和RIS节点的信息。图4和图5分别展示了更

新层中组节点和RIS节点的结构。

n

Hk,n

x0
k,n = {vec(ℜ(Hk,n))

T
,

vec(ℑ(Hk,n))
T} ∈ R2MNt×1

n fw1

x1
k,n

mean(·) mean(·)

ft1

mean(·) {x1
k,n, k ∈ K}

(1)初始化层：对于第 个子载波，每个用户被

建模为一个节点，其输入是 的信道集合。此

外，由于GNN只能处理实数，而信道是复变量，因此将

信道向量化后的实部和虚部分别作为每个用户节

点的输入，其表达式为

。将每个用户在子载波

上的输入信息通过全连接神经网络 ，生成

。RIS节点从所有用户节点获取输入，首先使

用排列不变函数 做处理， 是一个逐

元均值函数，然后通过一个1层全连接神经网络

。因为所有用户信道都是通过RIS反射，即所有

用户的信道都包含等量的RIS信息，故选择逐元均

值函数 。向量 分别表示每个用

户的信道特征。

(2)更新层：由于本文考虑的是多播系统，需

要从所有户的信道特征提取所有组的信道特征。

每个组的SE由组内最小用户SE决定，因此从每个

 

 
图 2 MISO-OFDMA多播系统GNN方案整体架构

 

 
图 3 GNN1网络内部结构
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min(·)
[x2

g,n]i =

mink∈Kg [x
1
k,n]i [·]i i

{x2
g,n, g ∈ G} y1

n

x2
g,n y1

n

组内所有用户节点信息来获取每个组节点信息，

每个组使用排列不变函数 做处理，其也是一

个逐元函数，每个组的节点信息表示为

，其中 表示向量中的第 个元素。

向量 和 分别包含所有组信道特征和

RIS特征。而后， 和 通过聚合先前节点和相

邻节点的向量来实现更新。因为原问题要求组节点

的排列等变性和RIS节点的排列不变性，所以组节

点和RIS节点的聚合函数和组合函数的设计不同。

组节点的更新原理可表示为

x3
g,n = fw3

(
x2
g,n, ft1(y

1
n),max

(
fw2

(
{x2

j,n}j∈G/{g}

)))
(7)

ft1 fw2 fw3

max(·)
其中 ,  和 均为一层全连接神经网络，

是逐元最大值函数。选择最大值函数是因为

1个子载波只能分配给1个组，通常在该子载波上信

道条件最佳的组会获得分配；同时，其他组对当前

组的影响一般由那些组内的最佳信道条件决定。

RIS节点的更新原理是聚合所有用户节点的信

息，并将其与原始RIS节点信息一起输入到组合函

数中，表达式为

y2
n = ft3

(
y1
n,mean

(
fw2

(
{x2

g,n}g∈G

)))
(8)

ft3

mean(·)

其中， 是RIS节点的组合函数，也是1层全连接

神经网络。由于所有组节点对RIS的影响相同，因

此选择逐元均值函数 作为组节点的排列不

变函数。

 3.3  GNN2设计

GNN2网络结构如图6所示，包含初始化层、

更新层和归一化层。

fw4

x5
n = fw4

(
{x4

n}n∈N
)

mean(·)

mean(·)
mean(·)

ft4 y3 = ft4(
mean

(
{x4

n}n∈N
))

(1)初始化层：初始化层对所有载波节点的表

示向量做处理，由于每个子载波节点包含BS主动

波束赋形和RIS被动波束赋形的表示向量，因此将

主动波束赋形和被动波束赋形的表示向量分别处

理。与BS主动波束赋形相关的表示向量被输出到

进行初始化，作为子载波节点的表示向量，表

示为 。然后使用排列不变函数

处理主动波束赋形相关信息。因为所有子

载波对RIS节点的影响相同，所以选用逐元均值函

数 作为排列不变函数来处理所有子载波上

RIS节点的表示向量。经 函数处理后，结果

输入到 ，作为R I S节点的表示向量

。

{x4
n}n∈N y3(2)更新层：表示向量 和 的更新由

其先前的表示向量和其他节点的聚合向量共同决

定。载波节点的更新原理如图7所示，公式为

x6
n = fw5

(
x5
n,mean

(
fw4

(
{x5

j}j∈N/{n}

))
, ft5(y

3)
)
(9)

mean
(
fw4({x5

j}j∈N/{n})
)

n

ft5(y
3)

fw5

其中， 是其余载波节点的

聚合函数由于其余载波节点对当前载波 的影响是

等同的，本文采用排列不变的逐元均值函数对其进

行聚合，以刻画跨载波的全局频域特征； 是

RIS节点的聚合函数，是一个1层全连接网络；

也是一个1层全连接网络，将载波节点、其余载

波节点向量的聚合函数、RIS节点向量的聚合函数

组合输入到全连接网络中，更新输出载波节点向

量。图中Linear Layer与DNN的区别是Linear Layer
输出层是没有激活函数。RIS节点的更新原理如

图8所示，记为

y4 = ft6
(
y3,mean

(
fw4

(
{x5

n}n∈N
)))

(10)

fw4({x5
n}n∈N ) ft6

因为载波节点对RIS节点的影响是均等的。

聚合所有子载波节点，组合函数

是一个1层全连接神经网络，它将RIS节点自身与

聚合后的子载波节点向量结合起来，以更新并输出

RIS表示向量。然后，输出层对节点表示向量进行

归一化。

(3)输出层：它对节点表示向量进行归一化，

 

 
图 4 组节点结构

 

 
图 5 GNN1中的RIS节点
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X7
n = [x6

n(1 : Nt),x
6
n(Nt + 1: 2Nt)] ∈

RNt×2 Ŵ

W =
√
PtŴ /max{∥Ŵ ∥,

√
Pt}

Y 5 = [y4(1 : M),

y4(M + 1: 2M)] ∈ RM×2 m

θm = ([Y 5]m,1 + j[Y 5]m,2)/√
[Y 5]2m,1 + [Y 5]2m,2

使得BS主动波束赋形向量满足最大发射功率约

束，RIS被动波束赋形向量满足单位模约束。子载

波节点向量用于BS主动波束赋形设计，被拆分为

实部和虚部分量

，以构造BS主动波束赋形矩阵 。随后进

行归一化，得到 ，以

满足功率约束。RIS节点向量用于RIS被动波束赋

形设计，被拆分为实部和虚部分量

。第 个R I S被动波束

赋 形 元 素 为

，并进行归一化以满足单位模约束。

 3.4  子载波分配

g n Rg,n =

mink∈Kg
ln(1 + SNRk,n)

定义第 组在第 个子载波上的SE为

。当联合波束赋形设计固定

时，原始问题式(6)转化为

max
A

1

N +Ncp

∑
g∈G

∑
n∈N

αg,nRg,n

s.t. αg,n ∈ {0, 1},∀g ∈ G,∀n ∈ N∑
g∈G

αg,n = 1,∀n ∈ N


(11)

为求解优化问题式(11)，采用最大SE准则，该

准则由算法1给出，即对于任意一个载波，将该载

波分给在这个载波上SE最大的组，以最大化系统SE。
 3.5  自定义损失函数

W

θ A

为通过联合设计BS主动波束赋形矩阵 、

RIS被动波束赋形向量 和子载波分配矩阵 来最

大化系统SE。因此，采用系统SE的负值作为损失

函数，表达式为

L = − 1

N +Ncp

∑
g∈G

mink∈Kg

∑
n∈N

αg,n ln (1 + SNRk,n)

(12)

 

 
图 6 GNN2网络结构

 

 
图 7 载波节点

 

 
图 8 GNN2中的RIS节点
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 4    数值仿真

G = 2 |Kg| = 2

PL = PL0−10βlg (d/D0) d PL0 =

30 D0 = 1

βBR = 2.2 βRU =

2.4

κBR = 3 dB

κRU = 1 dB

P t = 10 dBm Nt = 4

M = 64 N = 32 Ncp = 16

L1 = 13 L2 = 4

本节对所提算法的性能进行了评估。如图9，
其中BS被建模为均匀线阵(Uniform Linear Array,
ULA)，部署在(0 m, 0 m, 10 m)；RIS被建模为均匀

面阵(Uniform Planar Array, UPA)，部署在(30 m,
–20 m, 5 m)。用户随机分布在以(100 m, 30 m, 2 m)
为中心、半径20 m的圆形区域内，且用户分组数

、每组用户数 。路径损耗遵循公式

，其中 为链路距离，

 dB,  m。BS-RIS链路的路径损耗指数

，RIS-用户链路的路径损耗指数

。BS-RIS和RIS-用户信道均服从莱斯衰落：

BS-RIS信道的莱斯因子 ，RIS-用户信道

的莱斯因子 。其他系统参数设置为：发

射功率 ，发射天线数 ，RIS单
元数 ，接收天线数 ，子载波数 ；

编码长度 , ；载波频率为2.5 GHz；噪

声谱密度为–174 dBm/Hz，每个子载波带宽为200 kHz。
训练阶段分配1 000个样本，共训练20轮，批量大

小为50，学习率为0.1。图神经网络(GNN)的网络

参数见表1，激活函数采用Leaky-ReLU。为评估所

提算法的性能，考虑了以下一系列基准方案：

(1)LAO：基于拉格朗日乘子的交替优化算法[14]，

其被用于波束赋形与子载波分配的联合设计。

(2)APG：文献[15]中提出的方案，联合设计波

束赋形，子载波分配遵循算法1。
(3)APG-randAllocate：采用随机子载波分配

方式，波束赋形设计与APG保持一致。

(4)APG-randActive：采用随机的BS主动波束

赋形，其他设计与APG保持一致。

(5)APG-randPassive：采用随机的RIS被动波

束赋形，其他设计与APG保持一致。

上述所有算法均在运行windows 11操作系统、

搭载Intel Core i7-12700 CPU @2.10 GHz的个人电

脑上执行。其中，所提出的网络模型基于PyTorch
深度学习框架实现。

在图10中，所提GNN算法在0～20 dBm的整

个发射功率范围内均优于所有随机分配方案(包括

APG-randAllocate, APG-randActive和APG-rand-
Passive)。这一显著优势表明，所提方法在动态子

载波分配与主动—被动波束赋形协同优化方面具有

较强的适应能力，即便在发射功率发生较大变化

时，仍能保持稳定且优越的系统性能。从整体趋势

来看，随着BS发射功率的提升，各种算法的系统

频谱效率(SE)均呈现单调上升趋势，这是由于更高

的发射功率能够有效提升用户接收信噪比，从而增

大可达速率。相比之下，GNN能够在不同功率水

平下自适应地协调BS主动波束赋形与RIS被动波束

赋形，并充分挖掘RIS带来的反射增益，因此在整

个功率区间内始终保持领先。此外，即使在高功率

区域，GNN仍明显优于APG和LAO，进一步体现

了其良好的鲁棒性。

 

 
图 9 RIS辅助MISO-OFDMA多播系统仿真模型图

 

算法 1  最大化SE准则

{Rg,n,∀g ∈ G,∀n ∈ N}　输入：每个子载波上所有组的SE

A　输出：载波分配矩阵

n = 1, A = 0　1：初始化: 

n ≤ N　2：while  do

g = argmaxu∈G{Ru,n}　3：

αg,n = 1　4：

n = n+ 1　5：

　6：end while

 

表 1  GNN网络参数

函数 参数量 函数 参数量

ftl  6N t × 2M + 2M  ftl  2MN t × 6Nt + 6Nt  

ft2  2M × 2N t + 2N t  fw2  6N t × 2Nt + 2N t  

ft3  (2M + 2N t)×M +M  fw3  10N t × 4Nt + 4N t  

ft4  M ×M +M  fw4  4N t × 4Nt + 4N t  

ft5  M × 2N t +M  fw5  4Nt × 2Nt + 2N t  

ft6  (M + 2N t)× 2M + 2M  
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如图11所示，随着RIS单元数量的增加，GNN
方法始终相较于APG和LAO展现出显著的性能优

势。总体而言，系统SE随RIS单元数的增加而逐渐

提升，这是由于更多的RIS反射单元能够提供更高

的阵列增益，从而有效改善等效信道条件。结合表2
的结果可以看出，GNN实现了2.066  5 bit/(s·Hz)
的频谱效率，分别较LAO和APG提升约7.46%和

3.79%。与此同时，其平均计算时间仅约0.007 5 s，
约为APG的4%。上述结果表明，所提GNN方法不

仅能够充分利用RIS规模扩展所带来的性能增益，

还在系统性能与计算复杂度之间取得了良好的平

衡，具备较高的实际部署潜力。

图12展示了系统SE与用户组数关系曲线图。

设置BS发射天线数N t =16，用户  数固定为

K=16，其余参数设置与原始参数设置一致。从图

中可以看出，在不同组数下，GNN算法明显优于

LAO算法。另外，虽然GNN性能略低于APG算

法， 但考虑到表2中结果，GNN算法仅用相对于

APG算法4%的运行时间，就可以获得APG算法

98%的性能。总体来说，GNN算法可以用更低的运

行时间，获取较好的性能，可以降低实际部署时的

计算开销。

如图13所示，GNN在某一固定发射功率条件下

完成训练，但在0～20 dBm的宽发射功率范围内进

行测试。可以看到，训练模型与测试模型的性能曲

线几乎重合，说明所提GNN方法对未见过的发射功

率水平具有良好的泛化能力。在整个功率区间内，GNN
始终优于LAO和APG基准方案，进一步验证了本

方法在不同传输条件下的强鲁棒性与自适应能力。

 5    结论

针对RIS辅助的MISO-OFDMA系统，本文构

建了子载波分配、BS主动波束赋形与RIS被动波束

赋形的联合优化模型，以最大化系统SE。为此，

本文提出一种模型驱动的GNN方法。为验证所提

方法的有效性，与基准算法开展了对比实验。结果

表明：所提GNN算法在整体性能上持续优于LAO

 

 
图 10 系统SE与BS最大发射功率关系曲线图

 

 
图 11 系统SE与RIS单元数关系曲线图

 

表 2  算法在线运行时间及性能比较

算法 时间(s) SE (bit/(s·Hz)) 性能

GNN 0.007 5 2.066 5 94.07

LAO 0.259 6 1.923 1 87.54

APG 0.204 6 1.991 1 90.64

 

 
图 12 系统SE与用户组数关系曲线图

 

 
图 13 GNN算法关于BS最大发射功率的鲁棒性测试图
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与APG；此外，在不同用户组数与发射功率设置下，本

方法均表现出强鲁棒性，进一步验证了其在复杂工

程场景中实际部署的潜力。
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GNN-driven Beamforming and Resource Allocation for RIS-assisted
MISO-OFDMA Multi-group Multicast System

MA Yu      DING Chunxia      JIN Weijie      LI Xiao      JIN Shi

(School of Information Science and Engineering, Southeast University, Nanjing 210096, China)

n ∈ N
{Hk,n, k ∈ K}

Abstract:

Objective　Reconfigurable Intelligent Surfaces (RISs) have strong potential to improve coverage and Spectral

Efficiency (SE) in future wireless networks. However, when RISs are applied to wideband Multiple-Input Single-

Output Orthogonal Frequency Division Multiple Access (MISO-OFDMA) systems, their practical benefits are

limited by two key challenges. First, RIS reflection coefficients may not match the frequency-selective channel

conditions across all subcarriers. Second, subcarrier allocation, Base Station (BS) active beamforming, and RIS

passive beamforming are strongly coupled. These challenges become more serious in multi-group multicast

scenarios, where shared data streams increase inter-group interference. Therefore, this article proposes a Graph

Neural Network (GNN)-driven optimization framework to maximize the system SE through joint active

beamforming, passive beamforming, and subcarrier allocation.

Methods　To address the optimization difficulty caused by the strong coupling among subcarrier allocation, BS

active beamforming, and RIS passive beamforming, this work develops a model-driven GNN optimization

framework. The objective is to maximize the system SE. First, a complete system model containing the BS,

RIS, and multi-group multicast users is established (Fig 1). The formulation includes practical constraints, such

as the BS transmit power limit, the unit-modulus constraint of RIS elements, and the binary constraint on

subcarrier allocation. To satisfy the multicast requirement, the SE of each group is defined as the minimum SE

among all users in that group. This definition further increases the non-convexity of the optimization

problem.The first component of the proposed network, GNN1 (Fig 3), contains an initialization layer and a

message-update layer. For each subcarrier , every user is modeled as a node, and the input to GNN1 is

the set of channel matrices . Because standard GNNs process real-valued features, each complex

channel vector is decomposed into its real and imaginary parts and used as the node feature representation.

Group-level aggregation (Fig. 4) and RIS-level aggregation (Fig. 5) are then performed. GNN2 (Fig 6) takes the

subcarrier-wise embeddings generated by GNN1 as input and constructs an expanded graph with group nodes

(Fig. 7) and an RIS node (Fig. 8). By aggregating messages among subcarrier nodes, group nodes, and the RIS

node, GNN2 fuses cross-subcarrier information and captures the global coupling among system components.

Based on the integrated representation, GNN2 outputs the BS active beamforming matrix and RIS passive

beamforming vector. Output-layer normalization is used to satisfy the physical constraints. Finally, given the

beamforming parameters, subcarrier allocation is performed using the maximum-SE criterion. The learning

objective is defined as maximizing the total SE.

Results and Discussions　The proposed GNN algorithm consistently outperforms all random benchmark

schemes, including APG-randAllocate, APG-randActive, and APG-randPassive, across the full transmit power

range from 0 to 20 dBm. This advantage indicates that the proposed method can dynamically handle subcarrier

allocation and joint active and passive beamforming optimization. It also maintains stable and superior

performance under large transmit-power variations. Overall, the system SE of all schemes increases

monotonically with BS transmit power because higher transmit power improves the received signal-to-noise

ratio and increases the achievable rate. Compared with the benchmark methods, the GNN adaptively

coordinates BS active beamforming and RIS passive beamforming at different power levels and better uses the

reflection gain provided by the RIS. Therefore, the GNN maintains a consistent performance advantage across

the full power range. Even in the high-power region, it outperforms APG and LAO, which further verifies its

robustness (Fig. 10).When the number of RIS elements varies, the GNN maintains a clear performance

advantage over both APG and LAO. In general, the system SE increases with the number of RIS elements

because a larger RIS provides higher array gain and improves the equivalent channel conditions. According to
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the numerical results, the proposed GNN achieves a spectral efficiency of 2.066 5 bit/(s·Hz), which is

approximately 7.46% and 3.79% higher than those of LAO and APG, respectively. Meanwhile, the average

computational time of the GNN is only about 0.007 5 s, which is approximately 4% of that required by the

benchmark methods. These results demonstrate that the proposed GNN effectively uses the performance gain

provided by RIS scaling and achieves a good balance between system performance and computational

complexity (Fig. 11 and Table 2).The relationship between system SE and the number of user groups is then

examined under fixed settings for the number of transmit antennas and users. The overall SE decreases as the

number of user groups increases. This decrease occurs because more multicast groups lead to stronger inter-

group interference and because limited subcarrier resources must be shared among more groups. In all

considered scenarios, the proposed GNN consistently outperforms LAO. Although its SE is slightly lower than

that of APG, the GNN still achieves about 98% of APG performance while requiring only about 4% of the

computational time. This result indicates that the proposed method can reduce computational overhead while

maintaining near-optimal system performance, which is useful for real-time or large-scale deployment

(Fig. 12).The generalization ability of the proposed GNN is further evaluated by training the model at a fixed

transmit power and testing it over a wide transmit power range from 0 to 20 dBm. The training and testing

curves almost overlap, indicating that the proposed GNN generalizes well to unseen transmit power levels.

Across the full power range, the GNN consistently outperforms the LAO and APG benchmarks, further

confirming its robustness and adaptability under different transmission conditions (Fig 13).

Conclusions　For the RIS-assisted MISO-OFDMA system, this paper formulates a joint optimization problem

for subcarrier allocation, BS active beamforming, and RIS passive beamforming to maximize the system SE. A

model-driven GNN method is proposed to solve this problem. Comparative experiments with benchmark

algorithms are conducted to validate the proposed method. The results demonstrate that the proposed GNN

algorithm consistently outperforms LAO and APG in overall performance. It also exhibits strong robustness

under different numbers of user groups and transmit power settings, which supports its potential for practical

deployment in complex engineering scenarios.

Key words: Reconfigurable Intelligent Surface (RIS); Graph Neural Network (GNN); Orthogonal Frequency

Division Multiple Access (OFDMA); Resource allocation
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