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摘   要：针对空中对抗场景中飞行机动标注数据获取困难、时序特征提取不充分等问题，该文提出一种基于对比

学习的弱监督机动识别方法，旨在提升机动识别性能。通过将视觉表征对比学习的简单框架(SimCLR)创新性地

扩展至时间序列分析，设计针对时间序列的数据增强策略，构建具有时序不变性的特征空间。进而结合对比学习

机制，在特征空间内形成正负样本组的竞争关系，有效抑制伪标签噪声干扰。最后结合微调技术，在DCS World

飞行模拟数据上进行实验验证。结果表明，该方法能有效利用时间序列数据潜在信息，在缺乏标注数据情况下展

现出良好性能，为空中对抗机动识别及时间序列分析领域提供了新的思路与方法。
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 1    引言

在现代空战中，战机的机动行为复杂多变，准

确识别战机的机动行为对于空战态势感知、制定有

效的空战策略、保障飞行安全等至关重要。传统的

机动识别方法大多依赖于大量的标注数据进行模型

训练，然而在实际应用中，获取大规模高质量的标

注数据往往面临成本高、效率低以及主观性强等诸

多挑战。随着深度学习技术的发展，自监督学习和

对比学习等新兴方法逐渐崭露头角，为解决数据标

注难题提供了新的途径。对比学习的核心思想是通

过拉近正样本对的特征距离，同时推远负样本对的

特征距离，从而学习到具有判别性的特征表示[1,2]。

其核心目标是将相似样本(即正样本)映射到嵌入空

间的同一区域，而将不同样本(即负样本)映射到不

同区域，最终形成一个可有效区分类别的特征空间。

对比学习已成为自我监督学习领域最成功的方

法之一，在许多任务和研究领域都取得了进展[3–5]。

例如，文献[6]提出一个用于视觉表征学习的简单对

比学习框架(Simple framework for Contrastive

Learning of visual Representations, SimCLR)，其

通过最大化同一对象不同视图之间的相似性，最小

化不同对象之间的相似性，成功从无标注数据中学

习到高质量的特征表示。文献[7]提出一种用于自监

督视频表征学习的视频级对比学习方法(Video-
level Contrastive LeaRning, VCLR)。他们基于视

频片段定义正样本对以捕捉全局上下文信息，并引

入了时间顺序正则化项。文献[8]提出一种基于上下

文对比学习的语义分割框架(Contextual contrast-
ive learning for semantic segmentation, Contex-
trast)，其核心创新在于多尺度特征融合机制与边

界感知负采样策略，实现更好的上下文理解和更精

确的分割，为语义分割任务提供了新的解决方案。

文献[9]提出一种用于自然语言处理中句子表征学习

的对比学习框架(Contrastive LEArning for sen-
tence Representation, CLEAR)，利用对比学习和

独特的增强策略，提升了语言模型的性能，为自然

语言处理的句子表征学习提供了新的视角。文献[10]
将对比学习扩展到音乐领域，通过利用独特的音频

增强策略，提供了一种无须标签即可学习音乐表征

的新方法。然而，在时间序列分析领域，对比学习

的应用尚处于起步阶段。这源于时间序列数据具有

独特的时序性和多维稀疏性，传统的计算机视觉数

据增强方法难以直接应用，需要设计专门针对时间

序列数据特性的方法，以充分发挥对比学习在时间

序列分析中的潜力。

 

 

收稿日期：2025-06-03；改回日期：2025-08-29；网络出版：2025-09-08

*通信作者： 吴奇　edmondqwu@163.com

基金项目：国家自然科学基金(T2325018, 62171274)，江苏省自然

科学基金(BK20240641)

Foundation Items: The National Natural Science Foundation of

China (T2325018, 62171274), Natural Science Foundation of

Jiangsu Province (BK20240641)

第 47卷第 1 1期 电    子    与    信    息    学    报 Vol. 47No. 11

2025年11月 Journal of Electronics & Information Technology Nov. 2025

http://radars.ie.ac.cn/CN/10.11999/JEIT250495
https://cstr.cn/32379.14.JEIT250495
mailto:edmondqwu@163.com


本研究旨在提出一种基于对比学习的弱监督机

动识别方法，通过构建有效的对比学习框架，实现

对时间序列形式的飞行数据进行高效分析，从而准

确识别战机的机动行为，减少对大量标注数据的依

赖，提高机动识别的性能和泛化能力。本文主要贡

献如下：

(1)提出一种创新的时间序列对比学习框架，

将SimCLR框架扩展至飞行机动识别场景，设计了

时序感知的时间压缩、缩放、排序、掩蔽、翻转

5种数据增强方法，以生成同一实例的不同视图。

(2)基于弱监督特征对齐机制，引入自对比损

失函数NT-Xent，通过动态调整正负样本对解决类

别不平衡问题，助力模型在弱监督机动识别任务中

更好地学习特征，提升了识别准确率与泛化能力。

(3)采用端到端微调策略，结合预训练特征与

任务特定分类头，验证了提出的框架在长序列分类

中的建模能力。

 2    相关工作

现有飞机机动识别方法主要分为规则驱动与数

据驱动两类技术路线。基于规则的方法依据领域专

家的经验和知识，预先设定机动规则与特征阈值来

识别机动行为，通过分析飞行参数变化范围和特征

进行判断。在简单场景且规则明确时，能快速判

断，结果也具有可解释性。例如，文献[11]利用飞

行参数变化特征和专家先验知识，运用产生式规则

构建了飞行动作识别知识库和正向精确推理机制。

文献[12]提出基于动态贝叶斯网络的飞机机动动作

识别模型用于飞行训练评估，但其模型参数最初依

赖先验知识和专家经验设定，在参数学习方面有待

完善。文献[13]通过多参数时程提取飞行机动，建

立特征数据库，借助模式识别理论编程实现高精度

自动机动识别。这类基于规则的方法存在明显不

足，构建知识库难度大，难以涵盖所有复杂情况。

飞行过程存在不确定性，机动动作多样，规则难以

保证准确和完整，遇到非标准或复杂机动时，容易

误判或无法识别。

数据驱动方法凭借对大量数据的学习，能挖掘

潜在规律，在飞行机动识别上准确率较高，比基于

规则的方法更擅长处理复杂数据和模式识别。例

如，文献[14]将主成分分析(Principal Component
Analysis, PCA)降维与改进支持向量机(Support
Vector Machine, SVM)算法结合，用于识别和评

估5种基本飞行机动。文献[15]提出在线集成半监督

分类框架(Online Ensemble Semi-supervised Clas-
sification Framework, OESCF)，融合在线学习、

集成学习等多种算法，提升空战目标机动识别的准

确性和实时性。文献[16]为解决无人作战飞机(Un-
manned Combat Air Vehicle, UCAV)飞行机动时

空对齐问题，提出多策略仿射规范时间规整(Multi-
strategy Affine Canonical Time Warping, MACTW)
方法，结合动态时间规整(Dynamic Time Warping,
DTW)与进化优化。该方法虽在UCR时间序列数据

集和UCAV数据集上表现优于传统DTW变体，但

计算复杂度高，影响实时应用。文献[17]提出结合

无监督聚类和相空间重构的通用框架，用动态聚类

分割序列、近似熵分析表征复杂性，在克服模型泛

化和人工标注局限方面有竞争力。综上所述，这类

数据驱动方法同样存在局限性。不仅对领域知识有

一定依赖，特征工程阶段需人工处理数据特征，而

且模型性能受数据质量影响大，数据若存在噪声、

缺失或不平衡等问题，模型泛化能力会下降，识别

效果不稳定。

随着深度学习发展，基于神经网络的机动识别

方法成为研究热点，其中循环神经网络(Recurrent
Neural Network, RNN)及其变体长短期记忆网络

(Long Short-Term Memory, LSTM)表现突出。它

们能有效处理时间序列数据，自动提取复杂特征，

在高维度、非线性飞行数据处理上优势明显，且数

据量增加时性能提升显著。文献[18]提出基于可解

释LSTM的视距内空战机动决策框架。借助SHAP
分析量化特征贡献，揭示基本战斗机机动(Basic
Fighter Maneuvers, BFMs)决策关键特征，提升了

飞行员在视距内空战的胜率和优势时间比。文献[19]
构建了用于超视距空战机动意图识别的注意力增强

金枪鱼群优化并行双向门控循环单元网络模型(At-
tention enhanced Tuna Swarm Optimization-Par-
allel Bidirectional Gated Recurrent Unit network,
A-TSO-PBiGRU)。该模型采用并行双向门控循环

单元结构，灵活调整前后向网络比例，融合前后向

轨迹数据，以克服传统方法依赖单一方向数据的缺

陷。文献[20]利用深度变分自编码器网络(Deep
Variational Autoencoder, DVA)和自适应动态时间

规整算法(Adaptive Dynamic Time Warping,
ADTW)，构建飞行机动识别与质量评估集成系统，

然后结合全局和局部特征评分算法评估飞行质量，

但识别精度受数据质量和数量影响。可见，基于深

度学习的机动识别方法存在的问题主要为模型结构

复杂、可解释性差；训练依赖大量标注数据，成本

高且耗时；计算资源消耗大，对硬件要求高，容易

出现过拟合现象等。

上述研究表明，现有飞机机动识别方法各有局
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限。本文旨在探索更高效、准确且适应性更强的方

法：利用对比学习在弱监督条件下挖掘数据的相似

性与差异性，提升模型特征学习能力，从而减少对

大量标注数据的依赖、降低标注成本，为空战决策

等领域提供更可靠的技术支持。

 3    系统模型

 3.1  模型概述

本文提出一种基于对比学习的弱监督机动识别

方法，通过改进SimCLR框架(Simple framework
for Contrastive Learning of visual Representa-
tions)[6]，实现时间序列数据分析的优化，模型架

构如图1所示。整体框架包含数据增强(Data Aug-
mentation)、编码器(Base Encoder)、投影头(Pro-
jection Head)，对比损失函数(Contrastive Loss
Function)和微调(Fine-tuning)5个部分。此方法能

有效挖掘时间序列潜在信息，在标注数据稀缺时性

能优越，应用潜力大[6,10]。

 3.2  时间序列数据增强

X = [x1,x2, ...,xn] xi ∈ Rm

数据增强是对比学习的第1步，其目的是通过

对原始数据应用各种变换，来生成同一实例的不同

视图[21,22]。这些增强视图作为正样本对输入模型，

来自不同样本的实例则作为负样本对。由于时间序

列数据具有显著的时间和变量依赖性，标准的数据

增强方法无法直接应用于时间序列分析，因此需要

设计专门的增强方法以适应时间序列的特性。设矩

阵 为机动时序数据，其中

(i = 0, 1, ..., n) ti m

n

为节点 处的值， 表示特征维度，

表示时间步。为了更好地处理时间序列数据的特

性，本文采用以下5种增强方法。

x̃i

[ti, ti+1] x̃i = ai(αt− ti)
3+

bi(αt− ti)
2 + ci(αt− ti) + di α

ai bi ci di

(1)时间压缩(Time Compression)：采用3次样

条插值，实现0.5～2.0倍时间尺度变换。通过区域

插值方法沿时间轴调整矩阵的长度，模拟时间序列

在不同时间尺度下的变化。设压缩后的时间序列为 ，

在区间 内的插值公式为：

。其中， 表示压缩因

子，控制时间序列在不同时间尺度下的变化程度；

系数 ,  ,  ,  可由原始时间序列节点处的函数

值和1阶导数计算得出。

B m× n

βij X i j

X̃

X̃ = X ◦B ◦

(2)缩放(Scaling)：随机选择10%～30%特征维

度进行0.8～1.2倍缩放。对矩阵中选定比例的条带

应用不同的缩放因子，增强模型对幅度变化的鲁棒

性。设缩放因子矩阵 为一个 的矩阵，其中

表示对矩阵 中第 行第 列元素的缩放因子。

则缩放后的矩阵 可通过矩阵乘法表示为：

。其中 表示Hadamard积，即2个同维

度矩阵对应元素相乘。

k S = S1,

S2, ...,Sk π = π1, π2, ..., πk

X̃ X̃ = [Sπ1,Sπ2, ...,Sπk]

(3)排列(Permutation)：将每个机动数据序列

分割为5～10个片段随机重组，迫使模型在不依赖

时间顺序的情况下学习时间序列中的潜在关系。假

设排列操作将时间序列分割为 个子序列

，随机排列后的片段顺序为 ，

则排列后的数据 为： 。

(4)掩蔽(Masking)：随机掩盖15%～25%时间

 

 
图 1 基于对比学习的弱监督机动识别框架
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xi

窗口，即在矩阵的随机条带上应用遮罩，模拟数据

缺失的情况，促使模型利用上下文信息进行推断。

随机选择 中的部分元素并替换为缺失值(如零或

平均值)，得到新的序列

x̃i =

{
0, t ∈掩码区域
xi, 其他

(1)

X̃ X̃ = [xn,xn−1, ...,x1]

(5)翻转(Flipping)：采用100%概率进行时序反

转，增强模型对时间方向变化的鲁棒性。翻转后的

序列 为： 。

本文针对每个机动样本执行2次相互独立的数

据增强变换，从而生成2个不同视图的样本。各项

增强操作均以0.5的概率随机组合运用，通过多样

化的增强组合，模型得以学习到更为广泛的特征，

有力地提升了自身的泛化能力。

 3.3  编码器

对比学习的编码器通常是一个深度神经网络，

本文采用ResNet-18架构作为编码器对增强后的机

动数据样本进行特征提取。由于空中对抗飞行机动

时间序列数据具有强时序关联性与多维度耦合特

性，为此本文对ResNet-18架构进行了适应性改

进。考虑到数据的单通道特性，将第1个卷积层替

换为输入通道为1、卷积核大小为3×3、步长为1、
填充为1的卷积层；移除原始架构中的首个最大池

化层，避免对时序序列进行空间下采样，从而保留

机动状态转换过程中相邻时间步的细微特征变化，

如俯仰角、滚转角的连续波动等；保留ResNet-18
的残差块结构，去除末端的全连接分类层。

输入特征提取器得到特征，经过squeeze操作

后输入到投影头MLP中。投影头MLP由2个全连接

层组成，用于将特征提取器的输出投影到指定维

度，把编码器生成的表示向量进一步映射到对比学

习的隐空间中，优化特征表示。

 3.4  对比损失函数

{x̃k} x̃i

x̃j

x̃i

x̃j

损失函数是对比学习框架的核心组件之一，能够

有效地度量正样本对和负样本对之间的相似性[23–25]。

本文采用了归一化温度缩放交叉熵损失函数(Nor-
malized Temperature-scaled cross-ENTropy, NT-
Xent)[6]。在给定样本集合 中的正样本对 和

的情况下，模型的目标是学习一个特征空间，使

得在给定 的情况下，能够正确识别其对应的正样

本 ，同时将负样本的表示推远。损失函数NT-
Xent的计算公式为

Li,j = − ln
exp(sim(zi, zj)/τ)

2N∑
k=1

1[k ̸=i] exp(sim(zi, zk)/τ)

(2)

N zi zj

zk k τ

sim(u,v) =
uTv

∥u∥ ∥v∥
u v 1[k ̸=i]

k ̸= i

其中， 是批量大小； 和 是正样本对的特征表

示， 表示批次中第 个样本的表示向量； 是温

度参数，用于缩放相似度得分，控制模型对不同样

本对的区分程度； 表示归一化

后的向量 和 之间的余弦相似度； 是一个指

示函数，当 时取值为 1，否则为 0。整个批量

的NT-Xent损失为

Li,j =
1

2N

N∑
i=1

(Li,i+N + Li+N,i) (3)

在前向传播中，先拼接2个视图特征表示，计

算相似度矩阵，提取正、负样本对相似度得分并拼

接，经温度参数缩放后，用交叉熵损失函数计算并

归一化得到最终的NT-Xent损失。模型训练过程中

采用LARS(Layer-wise Adaptive Rate Scaling)优
化器，通过层自适应学习率缩放机制，提升训练效

率与稳定性，助力模型在弱监督机动识别任务中更

好地学习特征，提升识别准确率与泛化能力。

 3.5  模型微调

f(θ)

C

N C

为提升模型在时间序列分类任务中的性能，本

文引入了微调技术：将对比学习阶段训练得到的模

型参数作为初始值，此时模型已具备从大规模数据

学习到的通用特征表示；根据机动识别任务需求，

对模型最后一层进行调整。设模型的输出为 ，

机动类别数为 ，则输出层的调整可以通过修改最

后一层的参数，使得输出维度从 变为 ；在机动

识别任务的标注数据集上进行训练，采用较小的学

习率进行优化，以确保预训练阶段学到的通用特征

不被大幅修改，保证模型稳定性和泛化能力。

优化目标是最小化机动识别任务特定损失函数，

并加入正则化项避免过拟合。微调的目标函数为

LFT = Ltk(f(θ)) + λ∥θ − θ0∥2 (4)

Ltk(f(θ)) LFT

f(θ)

θ θ0

λ

∥θ − θ0∥2

其中， 是任务特定的损失函数， 表示

微调阶段对目标任务进行优化时的误差； 是任

务模型， 是模型参数； 是预训练阶段的模型参

数，包含了从大规模数据集学习到的通用特征；

是正则化参数，用于控制任务特定优化与预训练

特征保留之间的平衡； 是正则化项，旨

在惩罚过度调整预训练参数，以保持预训练阶段学

到的通用特征。

 4    仿真实验与分析

 4.1  实验数据与应用场景

本研究所使用的飞行机动数据完全来源于高保

真空战仿真平台DCS-World。该平台因其对F/A-
18“黄蜂”战机的精准建模及多样化空战场景的高
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度还原而被广泛应用于军事训练与科研。为获取具

有代表性的机动响应序列，本文调用内置AI驾驶模

块，分别在不同的初始高度、初始速度及预设机动

指令条件下开展仿真飞行。数据覆盖多种典型飞行

工况，并生成丰富的机动轨迹数据，为后续识别研

究奠定基础。

数据采集阶段采用20 Hz高频雷达流(即每隔

0.05 s记录1帧)，同步获取经度、纬度、海拔以及

机体滚转角、俯仰角、偏航角等6维姿态信息，构

成原始时空轨迹向量。考虑大地坐标系下的非正交

性与传感器噪声，所有原始位置与姿态数据首先转

换至东-北-天(ENU)局部参考系，以实现正交处

理；随后引入扩展卡尔曼滤波器，利用递归估计方

法抑制随机噪声与系统误差，最终获得高精度、低

噪声的时序机动向量，确保数据在空间与时间维度

上的一致性与可靠性。

针对空战中最具代表性的8种机动动作——半

舵翻滚、俯冲、横滚、急转、盘旋、爬升、尾冲、

旋降，构建了3级递进式数据集体系。基础数据集

(D1～D3)由3个原始子集组成，每子集包含5类机

动样本；融合数据集(D4～D6)在基础样本基础上

分别增补2类机动，实现7种动作的覆盖；全量数据

集(D7)整合全部8大典型机动，形成完整机动数据

库(如表1所示)。各数据集均由300条、50帧采样的

序列构成，并统一通过2.5 s的时间窗口标准化处

理，以确保样本量平衡及时空特征对齐。该分层式

设计不仅满足了对单一机动的精准识别需求，也显

著提升了模型在复杂机动组合环境下的泛化能力，

为仿真数据驱动的战场态势感知与决策支持系统研

究提供了坚实的数据基础。

 4.2  实验设置

本实验采用“对比学习预训练-微调检测”两

阶段范式，参数设置综合考虑空战机动时序数据的

强关联性与标注稀缺性。预训练阶段以改进后的

ResNet-18作为基础编码器，基于SimCLR框架完

成无监督特征学习，训练配置如下：批量大小

(batch size)设为256；采用NT-Xent损失函数构建

对比约束，温度参数τ取0.2以平衡正负样本区分

度；优化器选用LARS，学习率0.05、动量0.9、LARS
系数0.001，配合1e–4的权重衰减抑制过拟合，总

计训练30个epoch。
微调检测阶段重点验证预训练编码器在机动识

别任务中的迁移性能，采用“弱监督微调-线性分

类-投票集成”的递进式方案。微调实验中，使用

不同比例的标注训练集与验证集模拟弱监督场景，

微调参数设置为：Adam优化器学习率0.0001，损

失函数采用交叉熵结合L2正则化，正则化系数为

0.001，batch size设为128，训练周期40个epoch，
同时引入早停机制，连续5轮验证集准确率无提升

则终止训练，以保障泛化性能。为提升长机动序列

分类的准确性和鲁棒性，本文还在测试集上训练了

一个线性分类器，采用投票方法对长机动序列的预

测结果进行集成。具体而言，将50帧构成的机动单

元划分为5个重叠片段，采用多数投票策略融合各

片段预测结果。

 4.3  实验结果综合分析

微调阶段使用预训练参数初始化被用作下游任

务的分类器，然后针对各种机动识别任务采用一定

比例的机动数据，进行简单的训练。本研究采用了

2%～30%的训练数据比例进行性能测试，验证弱

监督框架在空战机动识别中的有效性。具体设置

如表2所示。

表3–表5分别展示了不同微调比例下基础方案

(Base Method, BM)和投票方案(Voting Method,
VM)在7个数据集上的识别准确率。

表3所示极低数据场景下，基础方法Base在
D1数据集上仅使用2%的标注数据，识别准确率即

可达到35.6%，远超传统监督学习方法，后者需至

少20%标注数据才能达到相近准确率。据表3所示，

当微调比例提升至10%时，准确率跃升至83.0%，

增幅达133%，证实了对比学习利用未标注数据的

有效性。

在泛化能力方面，该框架在各类数据集上表现

优异。例如，通过集成投票策略Voting，模型在

D1数据集上展现出显著的低资源学习能力。在仅

 

表 1  机动数据集构成

数据集
层级

数据集
标识

包含的机动类型

基础层

D1 半舵翻滚、俯冲、横滚、盘旋、爬升

D2 半舵翻滚、横滚、急转、爬升、旋降

D3 半舵翻滚、俯冲、爬升、尾冲、旋降

融合层

D4 半舵翻滚、俯冲、横滚、急转、盘旋、爬升、旋降

D5 半舵翻滚、俯冲、横滚、盘旋、爬升、尾冲、旋降

D6 半舵翻滚、俯冲、横滚、急转、爬升、尾冲、旋降

全量层 D7
半舵翻滚、俯冲、横滚、急转、盘旋、

爬升、尾冲、旋降

 

表 2  微调比例划分情况

场景 数据范围(%) 间隔(%) 总测试点个数

极低数据场景 2,4,6,8,10 2 5

中低数据场景 12,14,16,18,20 2 5

低数据场景 22,24,26,28,30 2 5
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使用2%标注数据的极端条件下，其分类准确率即

可达到54.5%；当微调数据比例增至30%时，准确

率进一步提升至97.9%，见表3和表5。这一结果相

较于Base在同等条件下的准确率，体现了投票机制

对小样本学习的显著增强作用。在模拟真实空战多

源数据融合场景的数据集上，Base方法和Voting方
法同样呈现显著性能差异。以融合数据集D6为
例，综合表3～表5中的实验数据可以看出，随着微

调比例从2%上升至30%，Base方法准确率从

0.420逐步提升至0.768，增长缓慢且出现性能波

动；而Voting方法凭借对比学习特征表示与投票集

成策略，准确率从0.476快速提升至0.928，在低数

据阶段增速较Base方法提升53%，且在14%微调比

例时已达0.901，16%后稳定在0.930左右，标准差

仅为0.012，显著低于Base方法的0.035。充分证明

了该方法在利用未标注数据、抑制噪声干扰及提升

复杂场景下的泛化与稳定性能方面的优越性。

图2呈现了基础数据集、融合数据集以及全量

数据集场景下，Base方案与Voting方案的准确率对

比情况。通过这些可视化图表，能够直观洞察到在

各数据集不同微调比例条件下，两种方案准确率的

动态变化趋势。

图3给出了各个数据集在不同微调比例下，分

别采用Base方法和Voting方法下的平均准确率数值

及对比。在基础数据集上，Voting方法凭借对关键

特征的精准提取，显著超越Base方法。融合数据集

里，尤其在复杂的全量数据集D7上，Voting方法

的准确率标准差仅为0.011，而Base方法为0.015，
优势依旧明显。可见Voting方法在平衡准确率、数

据需求和模型复杂度上表现卓越，且提升幅度在低

数据场景下时更具优势。

为量化各类数据增强操作对模型性能的具体贡

献，本研究在D1, D2和D3 3个数据集上设计对比

实验：分别单独应用时间压缩、缩放、排列、掩

蔽、翻转5种时序增强方法，同时设置“随机组

合”策略(每种增强以0.5概率独立叠加)作为对照。

所有实验严格保持一致的技术框架(编码器+对比

学习+微调流程+Voting方案)，以测试集识别准确

 

表 3  极低数据场景识别准确率

微调比例(%)
D1 D2 D3 D4 D5 D6 D7

BM VM BM VM BM VM BM VM BM VM BM VM BM VM

2 0.356 0.545 0.328 0.281 0.533 0.466 0.429 0.540 0.331 0.320 0.420 0.476 0.316 0.327

4 0.675 0.828 0.604 0.625 0.730 0.742 0.627 0.745 0.553 0.625 0.605 0.755 0.557 0.696

6 0.751 0.893 0.682 0.765 0.776 0.832 0.700 0.802 0.670 0.780 0.678 0.824 0.655 0.774

8 0.820 0.955 0.708 0.835 0.803 0.870 0.738 0.855 0.698 0.814 0.691 0.857 0.698 0.849

10 0.830 0.958 0.694 0.816 0.805 0.832 0.751 0.859 0.726 0.867 0.710 0.867 0.707 0.847

 

表 4  中低数据场景识别准确率

微调比例(%)
D1 D2 D3 D4 D5 D6 D7

BM VM BM VM BM VM BM VM BM VM BM VM BM VM

12 0.843 0.937 0.758 0.956 0.838 0.917 0.763 0.859 0.713 0.857 0.718 0.886 0.763 0.908

14 0.862 0.980 0.763 0.886 0.840 0.917 0.767 0.859 0.736 0.886 0.735 0.901 0.757 0.861

16 0.867 0.980 0.775 0.909 0.867 0.981 0.768 0.831 0.755 0.901 0.755 0.930 0.770 0.873

18 0.871 0.958 0.779 0.886 0.890 0.999 0.781 0.859 0.749 0.915 0.759 0.930 0.775 0.896

20 0.875 0.980 0.803 0.979 0.879 0.959 0.768 0.816 0.759 0.915 0.764 0.930 0.773 0.896

 

表 5  低数据场景识别准确率

微调比例(%)
D1 D2 D3 D4 D5 D6 D7

BM VM BM VM BM VM BM VM BM VM BM VM BM VM

22 0.890 0.977 0.783 0.862 0.888 0.979 0.775 0.830 0.771 0.912 0.765 0.926 0.783 0.916

24 0.883 0.979 0.781 0.859 0.889 0.999 0.798 0.855 0.753 0.897 0.761 0.915 0.772 0.895

26 0.882 0.976 0.798 0.885 0.886 0.998 0.815 0.898 0.770 0.915 0.773 0.926 0.782 0.918

28 0.892 0.977 0.795 0.905 0.887 0.999 0.817 0.902 0.771 0.912 0.775 0.928 0.780 0.918

30 0.895 0.979 0.791 0.861 0.870 0.977 0.816 0.915 0.772 0.915 0.768 0.928 0.789 0.928
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率为核心评价指标，具体结果如表6所示。可以看

出，“随机组合”策略在各数据集上的性能均优于

单一增强方法：在D1数据集上，较表现最佳的

“掩蔽”增强提升1.5%；在D2数据集上，较最优

单一增强“掩蔽”提升1.3%；在D3数据集上，较

最佳单一增强“掩蔽”提升1.2%。这一结果充分证

明，多种增强操作并用能最大化丰富训练样本的时

序分布，有效提升模型在弱监督机动识别任务中的

鲁棒性和准确性。

为进一步验证本文所提出方法的有效性，实验

选取7种涵盖传统机器学习与深度学习的经典模型

作为基线对比，其与Voting方案的机动识别平均准

确率见表7。结果显示，Voting方案在所有数据集

上均表现出色。在D1数据集上，准确率达0.925，
与表现最优的GRU(0.924)持平；在D2数据集，超

越所有基线模型，较最优的TimesNet(0.820)略
高；在D3数据集，以0.895高于各基线模型，包括

 

 
图 2 两种方案的准确率受微调比例影响对比

 

 
图 3 两种方案的平均准确率比较
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表现较好的T-Rep(0.888)和TimesNet(0.885)；在

D4, D6, D7等融合数据集上，也均优于所有基线模

型，充分验证了本文方法的有效性。

实验结果显示，本文提出的对比学习驱动的弱

监督机动识别框架，在不同复杂程度数据集以及不

同微调比例条件下，均具备良好且稳定的有效性，

为该框架在实际空战机动识别场景中的应用，提供

了坚实的数据依据。

 5    结论与展望

本文创新性地将SimCLR框架引入机动识别任

务，提出基于对比学习的弱监督机动识别方法。通

过设计针对性的数据增强手段，融合自监督学习与

微调技术，充分挖掘时间序列数据中的潜在信息，

在标注数据稀缺的情况下，实现了机动识别性能的

显著提升。在模拟空战数据集上的实验表明，该方

法在不同类别数据集上均能实现稳定的识别效果，

且优于LSTM等经典的基线对比模型，为时间序列

分类任务中的特征学习与模型优化提供了新的思路

与实践参考。未来将从3个方向进一步展开研究：

一是融合真实飞行数据，验证模型在实际场景中的

泛化能力；二是探索动态自适应的数据增强策略，

优化模型在复杂场景下的性能表现；三是考虑结合

强化学习等技术，探索模型在动态环境中的自主决

策能力提升路径，为飞行任务的智能化发展提供更

多可能。
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Abstract:

Objective　Accurate recognition of aerial adversarial maneuvers is essential for situational awareness and

tactical decision-making in modern air warfare. Conventional supervised approaches face major challenges:

obtaining labeled flight data is costly due to the intensive human effort required for collection and annotation,

and these methods are limited in capturing temporal dependencies inherent in sequential flight parameters.

Temporal dynamics are crucial for describing the evolution of maneuvers, yet existing models fail to fully

exploit this information. To address these challenges, this study proposes a weakly supervised maneuver

recognition framework based on contrastive learning. The method leverages a small proportion of labeled data

to learn discriminative representations, thereby reducing reliance on extensive manual annotations. The

proposed framework enhances recognition accuracy in data-scarce scenarios and provides a robust solution for

maneuver analysis in dynamic adversarial aerial environments.

Methods　The proposed framework extends the Simple framework for Contrastive Learning of visual

Representations (SimCLR) into the time-series domain by incorporating five temporal-specific data

augmentation strategies: time compression, masking, permutation, scaling, and flipping. These augmentations

generate multi-view samples that form positive pairs for contrastive learning, thereby ensuring temporal

invariance in the feature space. A customized ResNet-18 encoder is employed to extract hierarchical features

from the augmented time-series data, and a Multi-Layer Perceptron (MLP) projection head maps these features

into a contrastive space. The Normalized Temperature-scaled cross-entropy (NT-Xent) loss is adopted to

maximize similarity between positive pairs and minimize it between negative pairs, which effectively mitigates

pseudo-label noise. To further improve recognition performance, a fine-tuning strategy is introduced in which

pre-trained features are combined with a task-specific classification head using a limited amount of labeled data

to adapt to downstream recognition tasks. This contrastive learning framework enables efficient analysis of

time-series flight data, achieves accurate recognition of fighter aircraft maneuvers, and reduces dependence on

large-scale labeled datasets.

Results and Discussions　Experiments are conducted on flight simulation data obtained from DCS World. To

address the class imbalance issue, hybrid datasets (Table 1) are constructed, and training data ratios ranging

from 2% to 30% are employed to evaluate the effectiveness of the weakly supervised framework. The results

demonstrate that contrastive learning effectively captures the temporal patterns within flight data. For

example, on the D1 dataset, accuracy with the base method increases from 35.6% with 2% labeled data to

89.5% when the fine-tuning ratio reaches 30% (Tables 3～5, Fig. 2(a)). To improve recognition of long

maneuver sequences, a linear classifier and a voting strategy are introduced. The voting strategy markedly

enhances few-shot learning performance. On the D1 dataset, accuracy reaches 54.5% with 2% labeled data and

rises to 97.9% at a 30% fine-tuning ratio, representing a substantial improvement over the base method. On the

D6 dataset, which simulates multi-source data fusion scenarios in air combat, the accuracy of the voting

method increases from 0.476 with 2% labeled data to 0.928 with 30% labeled data (Fig. 2(f)), with a growth
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rate in the low-data phase 53% higher than that of the base method. Additionally, on the comprehensive D7

dataset, the accuracy standard deviation of the voting method is only 0.011 (Fig. 2(g), Fig. 3),

significantly lower than the 0.015 observed for the base method. The superiority of the proposed framework can

be attributed to two factors: the suppression of noise through integration of multiple prediction results using

the voting strategy and the extraction of robust features from unlabeled data via contrastive learning pre-

training. Together, these techniques enhance generalization and stability in complex scenarios, confirming the

effectiveness of the method in leveraging unlabeled data and managing multi-source information.

Conclusions　This study applies the SimCLR framework to maneuver recognition and proposes a weakly

supervised approach based on contrastive learning. By incorporating targeted data augmentation strategies and

combining self-supervised learning with fine-tuning, the method exploits the latent information in time-series

data, yielding substantial improvements in recognition performance under limited labeled data conditions.

Experiments on simulated air combat datasets demonstrate that the framework achieves stable recognition

across different data categories, offering practical insights for feature learning and model optimization in time-

series classification tasks. Future research will focus on three directions: first, integrating real flight data to

evaluate the model’s generalization capability in practical scenarios; second, developing dynamically adaptive

data augmentation strategies to enhance performance in complex environments; and third, combining

reinforcement learning and related techniques to improve autonomous decision-making in dynamic aerial

missions, thereby expanding opportunities for intelligent flight operations.

Key words: Contrastive learning; Maneuver recognition; Time series; Simple framework for Contrastive

Learning of visual Representations (SimCLR); Data augmentation
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