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摘   要：针对雷达对抗侦察中脉冲描述字(PDW)数据稀缺及生成质量不足的问题，该文提出时序条件生成对抗网

络(Time-CondGAN)。该方法通过多模态条件生成框架融合脉冲序列时域特征与辐射源分类信息，采用双向门控

循环单元 (GRU)监督器与特征匹配损失实现时序连续性与统计分布的双重约束。网络架构包含3个核心模块：

(1)条件编码网络将调制类型嵌入为128维特征向量，通过时序维度扩展与潜在噪声拼接，实现类别可控生成；

(2)多任务判别器联合执行对抗判别与信号分类，通过共享双向GRU-注意力特征提取层捕捉长程依赖关系；(3)时

序-统计联合优化器整合对抗损失、监督损失与特征匹配损失，在对抗训练阶段同步更新生成器与判别器参数。实

验表明，Time-CondGAN生成的PDW数据在关键时序参数的KL散度较TimeGAN平均降低28.25%，显著提升物

理合理性；可视化结果证明模型性能满足要求，消融实验证明改进模块的有效性。在下游任务验证中，生成数据

使VGG16与LSTM分类器的识别准确率最高提升37.2%，较TimeGAN生成数据平均高8.25%(VGG16)与4.2%

(LSTM)。
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 1    引言

雷达电子战系统作为现代战场环境中的核心装

备，其任务在于快速识别并分类敌方雷达信号，为

指挥决策提供关键支持。脉冲描述字 (Pu l s e
Descriptor Word, PDW)作为雷达信号的核心表征

数据，涵盖了到达时间(Time Of Arrival, TOA)、
载频(Carrier Frequency, CF)、脉宽(Pulse Width,
PW)及幅度(Pulse Amplitude, PA)等关键参数，

是模式识别与威胁评估的重要依据[1]。然而实际侦

察场景中，由于受到复杂电磁环境、信号截获概率

等多方影响，获取充足且多样化的PDW样本数据

面临严峻挑战。

在小样本条件下，传统数据驱动模型因训练数

据匮乏，常出现严重的过拟合与泛化能力下降问

题，严重制约了雷达对抗系统的实战效能[2]。早期

小样本数据增强方法(如几何变换[3]、合成少数类过

采样技术(Synthetic Minority Over-sampling
TEchnique, SMOTE)[4]等)在应对PDW数据时存在

显著局限性：其一，难以建立雷达信号的时序物理

规律(如载频渐变、脉宽调制模式)模型；其二，生

成数据易偏离真实信号的统计分布(如载频超出雷

达工作频段、脉宽跳变)；其三，缺乏对调制类型

特异性的约束，导致生成数据与类别标签关联性

弱，无法支撑高精度分类任务。

随着神经网络的发展，Goodfellow等人[5]提出

了生成对抗网络(Generative Adversarial Network,
GAN)，该模型使用随机噪声模仿样本，最终输出

与真实样本分布相似的数据，解决了生成数据分布

不均衡问题，但存在模型容易发散，训练不稳定等

问题。Mirza等人[6]提出条件生成对抗网络(Condi-
tional Generative Adversarial Network, CGAN)，
首次提出有监督的GAN模型，分别在生成器网络

与判别器网络增加约束条件指导数据生成方向，但

存在模型训练不稳定等问题。时序生成对抗网络

(Time-series Generative Adversarial Network, Time-
GAN)[7]通过联合优化对抗损失、重构损失与监督

损失，首次实现了时序动态与统计分布的统一建模，

在金融、医疗等领域展现了潜力，但针对雷达PDW
数据的复杂特性，TimeGAN仍存在时序连续性不

足[8]，调制模式特异性缺失[9]，统计分布对齐缺陷[10]

等问题。EskandariNasab等人[11]提出监督和嵌入式

生成对抗网络(Chronological Generative Ad-
versarial Network, ChronoGAN)，通过集成双向

门控循环单元-长短期记忆网络(Gated Recurrent
Unit - Long Short-Term Memory, GRU-LSTM)架
构和时序监督损失函数，有效解决了时间序列生成

中的长程依赖问题，但其未考虑雷达信号调制类型

的动态特异性约束。Tang等人[12]提出辅助判别序

列生成对抗网络 (Auxiliary Discriminator Sequence
Generative Adversarial Networks, ADSeqGAN)，
通过引入辅助判别器与元学习策略，在药物分子生
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成中显著提升了小样本条件下的类别区分性，但对

抗训练中梯度不稳定问题仍制约其在动态信号建模

中的应用。在电池容量预测领域，Chowdhury等人[13]

提出随机条件卷积生成对抗网络(Randomly condi-
tioned Convolutional Generative Adversarial Net-
work, RCGAN)通过条件生成框架与LSTM网络捕

捉容量衰减的动态特征，但生成序列的统计分布对

齐精度不足。此外，动态感知生成对抗网络 (Dy-
namic Aspect-aware Generative Adversarial Net-
work, DAE-GAN)[14]结合深度自编码器与对抗训

练，在局部放电信号生成中实现了高保真重构，但

其时序物理规律建模能力有限。

上述方法虽在各自领域取得进展，但面对雷达

PDW数据的复杂时序特性与调制模式多样性时仍

存在显著局限，综上所述，GAN变体在雷达数据

生成中仍面临3大瓶颈：(1)时序断裂问题：传统监

督器依赖单向GRU建模隐变量演进，难以捕捉复

杂雷达信号的长程依赖，导致生成序列的载频渐变

特性缺失[15]；(2)模式混淆与崩溃：对抗训练缺乏

分布对齐机制，不同调制类型的PDW参数区分性

不足；(3)调制模式特异性缺失：现有方法未将雷

达信号调制类型特征深度嵌入生成过程，导致同类

参数分散、异类重叠严重，分类准确率下降[16]。

针对上述挑战，本文提出时序条件生成对抗网

络(Temporal-Conditional Generative Adversarial
Network, Time-CondGAN)，一种面向小样本雷达对

抗侦察的时序条件生成对抗网络。其核心创新如下：

(1)多模态条件生成框架：通过标签编码网络

将雷达调制类型嵌入为高阶特征，并与噪声潜在空

间深度融合，实现类别可控生成；

(2)多任务判别器设计：判别器联合执行对抗判

别与信号分类任务，通过分类损失约束生成数据的

类别区分性，实验表明分类准确率得到了提升；

(3)时序-统计联合优化：引入双向GRU监督器

与特征匹配损失，分别约束生成序列的时序连续性

(如载频渐变)与高层特征分布对齐KL(Kullback-
Leibler divergence)散度降低。

本文在模拟PDW数据集上进行了系统性实验

验证：生成数据在VGG16与LSTM分类器中的准

确率较原始数据平均提升15%，较传统TimeGAN
生成数据分别提升8.25%, 4.2%；KL散度对比显示，

载频与脉宽分布误差降低28.25%。

 2    相关工作

 2.1  生成对抗网络(GAN)
生成对抗网络由2个分网络组成：生成器网络，

对抗器网络。其基本原理：符合某种分布的随机噪

声经过生成器网络转化为生成样本，而判别器对生

成器输出的生成样本判别真假。两个网络在相互对抗

中不断更新网络权值参数提升网络性能，最终达到

纳什平衡。其对抗过程中的目标函数如式(1)所示

min
G

max
D

V (D,G) = Ex∼pdata(x) [lnD (x)]

+ Ez∼pz(z) [ln (1−D (G (z)))]
(1)

D(x) G(z)

x ∼ pdata (x) z～pz(z)

E [ ]

其中， 代表判别真实数据的结果， 代表

生成结果； 和 分别代表真实

数据以及随机噪声的分布， 为期望。

 2.2  条件生成对抗网络(CGAN)
传统生成对抗网络为无监督学习，其网络训练过

程是不可控的；条件生成对抗网络是将标签作为约束

信息加入生成器网络和对抗器网络，从而指导其数

据生成方向，实现监督学习。其目标函数如式(2)所示

min
G

max
D

V (D,G) = Ex∼pdata(x) [lnD (x|y)]

+ Ez∼pz(z) [ln (1−D (G (z|y)))]
(2)

 2.3  时序生成对抗网络(TimeGAN)
传统生成对抗网络(GAN)以及条件生成对抗网

络(CGAN)无法有效捕捉时间序列数据的长依赖信

息；TimeGAN在GAN网络基础上添加两个新网络：

嵌入网络，恢复网络；嵌入网络提供潜在空间，对

抗网络在潜在空间内运行，真实数据和合成数据的

潜在动态通过监督损失同步；因此TimeGAN 可以

同时学习编码特征、生成表示和跨时间迭代。Time-
GAN网络的目标函数由3部分组成

LR = Es,x1:T∼p

[
∥s− s̃∥2 +

∑
t

∥xt − x̃t∥2

]
(3)

LU = Es,x1:T∼p

[
lnys +

∑
t

lnyt

]

+ Es,x1:T∼p̃

[
ln (1− ỹs) +

∑
t

ln (1− ỹt)

]
(4)

LS = Es,x1:T∼p

[∑
t

∥ht − gx (hs,ht−1, zt)∥2

]
(5)

LR LU LS其中， 代表重构损失， 代表对抗损失， 代

表监督损失。

 3    时序条件对抗生成网络(Time-CondGAN)

 3.1  网络结构

PDW数据稀缺的本质源于复杂电磁环境下的

低截获概率，其生成质量不足体现在3方面：(1)时
序物理规律缺失：传统方法无法建模载频渐变、脉

宽调制等动态特性；(2)统计分布偏离：生成数据
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易出现频段超限、脉宽跳变等非物理现象；(3)调
制类型关联弱：缺乏类别约束导致生成数据无法支

撑高精度分类。

针对上述问题，Time-CondGAN采用对抗生

成框架：通过生成器-判别器对抗机制解决分布偏

离；引入条件编码和监督器强化时序规律与类别特

异性。全局网络结构如图1所示，由生成器网络、

对抗器网络、嵌入网络、恢复网络和监督网络等

5部分组成。网络采用对抗损失、监督器损失和特

征匹配损失共同作为损失函数。生成器网络由条件

编码网络、数据生成网络组成。判别器网络引入时

序特征提取，多任务判别器设计。生成器输入为随

机噪声与调制标签，输出为合成PDW数据。判别

器输入为调制标签，合成PDW数据和真实PDW数

据，输出为生成PDW数据的类别以及数据真假。

为初始化生成器的隐变量分布并加速对抗训练

收敛，本文采用两阶段自编码器预训练策略。

预训练阶段，主要学习真实PDW序列的低维

表示和重建能力。具体流程如图2所示：数据编码

与重构，嵌入网络将真实PDW序列输入双向GRU
中，提取时序特征并压缩至低维隐空间，恢复网络

将隐变量通过反向GRU与全连接层重构为原始数据。

对抗训练阶段，网络进一步精细化生成PDW
序列的时序动态、统计分布和模式特异性。如图3
所示：在预训练基础上引入生成与多任务判别机

制，分步优化生成器G，判别器D。如图3所示，指

向生成器的实线代表对生成器的优化，虚线代表对

判别器的优化。

 3.2  损失函数

 3.2.1  预训练阶段损失

重建真实PDW序列的损失。最小化该损失确

保模型能有效捕捉PDW参数的基本结构和关联，

为后续对抗训练奠定基础

LER = Ex∼pdata

[
∥R (E (x)− x)∥22

]
(6)

LER R()

E()

其中，  表示预训练阶段重构损失， 代表恢

复器， 代表编码器。

 3.2.2  对抗阶段损失

为学习真实PDW序列对应的隐变量动态，本

文引入监督器损失。通过最小化预测隐变量序列与

监督器预测序列的均方误差(Mean Squared Error,
MSE)，强制生成器产生的PDW序列遵循类似的时

序物理规律，避免CF/PW跳变

LS = Eh∼ph

[
∥S (h)− h∥22

]
(7)

h S(h)其中， 为生成器隐变量， 为监督器网络。

但引入监督器损失仍然无法保证生成PDW数

据在判别器高层特征空间的分布一致性(如脉宽统

计特性)。针对其不足以及模式崩溃问题，需进一

步对齐生成与真实数据的高层特征分布，本文引入

特征匹配损失

 

 
图 1 时序条件对抗生成网络
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Lf = Ex,z∼pdata,pz

[
∥ϕ (G (z |c )− ϕ (x))∥22

]
(8)

ϕ(·)其中， 表示判别器RNN的输出层。

改进之后发现仍有模式混淆问题，需增强生成

数据的类别区分性，为此我们引入辅助条件对抗生

成器的思想，将分类器网络引入至其中，判别器同

时执行分类与判别任务，其损失函数如式(9)所示

LD = Ladv + λclsLcls (9)

总损失结果如式(8)、式(9)所示

LD =

Ex∼pdata [lnDadv(x|c )]+λsEh∼ph
[ln(1−Dadv(G(z|c ))|c )]︸ ︷︷ ︸

Adversarial Loss

+ λclsEx∼pdata [lnDcls (lnDcls (y |x, c ))]︸ ︷︷ ︸
Classification Loss

(10)

LG = Ex∼pz [ln (1−Dadv (G (z |c )) |c )]︸ ︷︷ ︸
Adversarial Loss

+ λsEh∼ph

[
∥S (h)− h∥22

]
︸ ︷︷ ︸

Supervisor Loss

+ λfEx,z∼pdata,pz

[
∥ϕ (G (z |c )− ϕ (x))∥22

]
︸ ︷︷ ︸

Feather Matching Loss

(11)

LD LG其中， 表示判别器总损失， 代表生成器总损失。

 3.3  生成器网络

生成器网络如图4所示，由条件编码网络，潜

在向量扩展网络，特征融合与生成网络组成。其目

的是为生成符合物理规律且与雷达调制类型关联的

PDW时序数据。

条件编码网络将离散的PDW调制类型嵌入为

连续的128维特征向量，为生成器提供了明确的生

成方向，是解决模式混淆的关键。网络利用2个全

连接层，将输入标签维度从B×6×1维度扩展至

B×128×1维度，从而将离散标签编码为连续特征

向量，使生成器能够根据指定调制类型生成特定

PDW参数。并且通过多层非线性变换，分离标签

信息与噪声潜在空间，避免生成数据类别混淆。

潜在向量扩展网络将随机噪声扩展成具有时序

维度的潜在特征，其最终长度需匹配目标PDW序

列的长度。利用两个卷积转置层将噪声向量从B×
128，逐步扩展至B×128×256，通过转置卷积逐步

扩展噪声向量的时序长度(1→512)，适配PDW序

列的长度要求，并且深层网络捕获全局时序模式，

浅层网络细化局部细节。

特征融合与生成网络首先对条件特征进行时序

维度扩展，将其从B×128×1扩展至B×128×512维
度，对扩展后的条件特征与潜在特征进行拼接，拼

接后的数据维度为B×512×256，将拼接后的数据

送入3层双向GRU，输出维度B×512×256，最后将

GRU输出数据送入全连接层进行输入生成。其中

GRU层捕捉长程依赖(如载频渐变、到达时间间

隔)，确保生成序列的物理合理性。条件特征与潜

在特征在时序维度拼接，实现标签信息与噪声空间

的深度融合。

 3.4  判别器网络

判别器网络如图5所示，输入是PDW序列与对

应的调制类型标签，由时序特征提取模块，对抗判

别与分类分支模块组成，主要为区分真实/生成数

据，并预测雷达调制类型。其中条件信息的再次引

入，迫使判别器在判断真假和分类时都必须考虑数

据是否符合指定的调制类型。

 

 
图 2 预训练流程

 

 
图 3 对抗训练流程
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为捕捉生成数据的前后时序依赖(如脉宽与载

频的关联)，以及重要时刻(如载频突变点)的特征

表达，本文采用双向GRU监督器结合多头注意力

机制对原始PDW数据进行提取，具体操作流程：

先将标签维度扩展至B×512×6维度，与PDW数据

进行拼接，将拼接后的数据送入2层双向GRU，输

出数据维度为B×512×512，将输出的数据送入多

头注意力机制，最终输出时序数据维度为B×512×
512。

将输入的时序数据进行池化，将数据维度

B×512×512变为B×512，将池化后的数据分别送

入对抗分支与分类分支，分类分支对数据通过全连

接层进行分类，将数据维度变为B×6，而对抗分支

目的是分辨真假，其输出数据维度为B×1。其中分

类任务迫使判别器关注类别特异性特征(如不同调

制类型的脉宽分布)，提升生成数据的可用性。并

且对抗与分类共享底层时序特征，减少计算冗余。

 3.5  嵌入器(Embedder)、恢复器(Recovery)与监

督器网络

嵌入器与恢复器如图6所示，主要作用于预训

练阶段，目的是学习PDW序列的低维表示，为生

成器提供稳定隐空间嵌入器。其中嵌入器由双向GRU
以及全连接层构成，其输出为低维隐变量，嵌入器

也由双向GRU以及全连接层构成，其目的是重建PDW
数据，通过嵌入器与恢复器预训练，使得生成器隐

变量初始分布更接近真实数据，加速联合训练收敛。

监督器网络约束生成器隐变量的时序演进规

律，提升生成序列的连续性。主要由3层GRU组

 

 
图 4 生成器网络

 

 
图 5 判别器网络
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成，其输出为预测隐变量序列，在损失函数中，

MSE损失约束预测序列与真实隐变量分布一致，

为确保生成PDW参数(如到达时间间隔)符合真实

时序规律；避免生成序列中出现跳变或断裂，提升

物理合理性。

 4    实验结果与分析

 4.1  实验环境配置

本文算法实验环境配置如表1所示。

 4.2  实验数据集

由于雷达参数的保密性，缺乏可直接使用的数

据集，本文参考文献[17]，构建雷达3参数表，如

表2所示。在进行模型训练时，每个训练的batch_size
为256，每组实验共训练300个epoch训练，G和D都
采用Adam优化算法，学习率使用0.001～0.000 01
线性变换，实验使用Pytorch框架实现。

 4.3  结果与分析

为验证本文模型的有效性，分别将本文模型与

TimeGAN模型在PDW数据集上进行对比实验，主

要采用KL散度、可视化生成样本以及生成样本分

别在VGG16和LSTM模型识别率客观指标对比试

验，对改进前后的模型性能进行分析。

 4.3.1  KL散度分析

KL散度，可以称作相对熵(relative entropy)或

 

 
图 6 嵌入器、恢复器与监督器网络

 

表 1  实验运行环境

硬件环境 软件环境

名称 型号 名称 版本

CPU处理器 Inter(R) Xenon(R)Silver 4210R Pycharm 2 020.2.3×64

GPU显卡 NVIDIA GeForce RTX 3 090 Python 3.11

运行内存 32 GB Pytorch 1.8.0

操作系统 Win7

 

表 2  AESA雷达工作模式参数范围

类别 名称 属性 VS HRWS MRWS TWS STT TAS

波形参数 PRI
范围(ms) 4～10 4～10 50～200 5～200 5～200 5～200

类型 固定 固定 组变/抖动 组变/抖动/参差 抖动/参差/滑变/正弦 组变/抖动/参差/滑变/正弦

脉冲参数

PW 范围(ms) 1～3 1～3 1～20 0.1～20 0.1～20 0.1～20

CF
范围(GHz) 9.5, 10.5 9.5, 10.5 9.5, 10.5 9.5, 10.5 9.5, 10.5 9.5, 10.5

类型 固定 固定 脉间捷变 脉组捷变 脉组捷变 脉组捷变
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信息散度(information divergence)。KL散度的理

论意义在于度量两个概率分布之间的差异程度，当KL
散度越大的时候，说明两者的差异程度越大；而当

KL散度小的时候，则说明两者的差异程度小。如

果两者相同的话，则该KL散度应该为0。
本文将PDW数据的各参数进行对比，如表3所

示。时序参数优势显著：TOA(到达时间)：本文模

型KL散度值(0.636)较TimeGAN(0.80)降低20.5%，

表明生成序列的到达时间间隔更符合真实雷达信号

的时序规律(如周期性或抖动特性)。载频(CF)：
Time-CondGAN的KL散度值(7.93)较基线(9.14)下
降13.29%，验证了监督损失与特征匹配损失对载频

渐变特性的有效约束，避免生成数据中出现频段超

限或跳变问题。脉宽(PW)：本文模型以50.20%的

显著优势(4.68 vs 9.40)超越TimeGAN，凸显了多

任务判别器设计对脉宽调制模式特异性建模的能力。

幅度参数分析与改进方向：Time-CondGAN
在幅度(PA)参数的KL散度值(8.51)略高于TimeGAN
(7.81)，可能原因包括：物理约束复杂性：幅度分

布受雷达发射功率、传播衰减等多因素影响，其统

计特性(如动态范围、噪声干扰)较其他参数更为复

杂，现有模型对幅度生成任务的优化权重需进一步

调整。

尽管幅度参数存在改进空间，但Time-CondGAN
在时序关键参数(TOA,CF,PW)上的整体KL散度均

值较TimeGAN降低28.25%，证明其生成的PDW

数据更贴合真实信号的物理规律与统计特性。这一

结果与下游任务(VGG16/LSTM分类准确率提升15%)
高度一致，进一步验证了算法在雷达对抗侦察中的

实用性。

 4.3.2  识别率分析

为验证生成数据的实用性，本文对比了真实数

据、真实+Time-CondGAN生成数据、真实+Time-
GAN生成数据在VGG16与LSTM分类器上的性能

如图7、图8、图9和表4所示。实验表明：

(1)小样本场景的显著提升：当真实样本量仅

为10时，Time-CondGAN生成数据使VGG16分类

准确率从43%提升至59%(+37.2%)，较TimeGAN
(45.1%)高30.8%。此结果验证了条件生成网络对样

本多样性与类别特异性的双重增强作用。

(2)VGG16的优越适应性：在50样本条件下，

VGG16结合Time-CondGAN数据的准确率(79.31%)
较纯真实数据(63.97%)提升24%，而LSTM增益为

10.3%(64.12%→70.7%)。这表明卷积神经网络能更

有效提取生成数据的局部时序特征(如脉宽抖动模

式)，支撑高精度分类。

(3)生成数据边际效益分析：当样本量增至90
时，Time-CondGAN仍为VGG16带来17.1%的绝

对增益(70%→87.07%)，但LSTM增益降至7.45%
(69%→76.45%)。此现象反映大样本下，生成数据

主要增强模型对噪声和异常值的鲁棒性，而LSTM
对此类场景的敏感性较低。

(4)Time-CondGAN的全面优势：在全部样本

量下，Time-CondGAN生成数据的分类准确率平

均较TimeGAN高8.25%(VGG16)与4.2%(LSTM)。
结合KL散度分析(载频KL降低13.29%)，可归结于

多任务判别器对类别特异性特征的强化建模。

 4.3.3  可视化结果

为验证模型性能，本文对比Time-CondGAN

 

表 3  KL散度对比

参数 Time-CondGAN TimeGAN 相对改进率(%)

TOA 0.636 0 0.800 0 20.50

幅度 8.510 7 7.810 0 –8.97

载频 7.930 0 9.144 8 13.29

脉宽 4.680 0 9.397 2 50.20

 

表 4  识别性能分析表(%)

样本数量 VGG16 (真实数据) LSTM (真实数据) VGG16+Time-CondGAN
LSTM+

Time-CondGAN
VGG16+TimeGAN LSTM +TimeGAN

10 42.65 49.17 59.00 63.00 45.10 54.43

20 52.83 53.74 68.00 65.00 58.92 57.92

30 57.80 57.06 74.00 67.00 64.73 62.80

40 61.07 60.90 79.58 70.35 68.17 65.30

50 63.97 64.12 79.31 70.70 70.52 65.30

60 66.62 61.40 85.23 71.58 74.18 66.82

70 67.00 67.82 86.37 74.82 78.08 69.00

80 67.58 65.62 87.10 74.38 78.25 70.95

90 70.00 69.00 87.07 76.45 80.00 73.68
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生成数据、TimeGAN生成数据的可视化结果，具

体生成结果如图10、图11所示。实验表明：

(1)时序连续性显著提升：如图所示，载频

(CF)在0～500时间步内波动范围控制在9.98～
10.10 GHz，生成曲线与真实数据轨迹高度吻合，

未出现非物理性跳变。相比之下，TimeGAN的结

果在相同时间步内载频波动范围更大，且存在明显

的频率突变，表明其建模长程依赖能力不足。算法

通过双向GRU架构，有效捕捉载频变化的时序规

律，结合动态权重分配策略，减少梯度消失问题，

时序连续性误差降低35%。

(2)统计分布对齐更精准：在脉宽(PW)分布方面，

算法生成结果中PW值集中，与真实数据分布高度

一致。而TimeGAN生成结果的PW分布范围更

广，存在离群值，且不符合脉宽变化规律。通过特

征空间-嵌入空间双路判别器及损失约束，算法在

时域统计和频域分布上实现联合优化显著提升分类

器泛化能力。

 4.3.4  消融实验

为验证Time-CondGAN各模块的有效性，本

文设计了4组消融实验，分别移除关键组件并对比

生成数据的KL散度(表5)。实验表明，各模块对生

成数据的时序连续性、分布对齐及类别特异性具有

显著贡献。实验组A：移除条件编码网络，实验组

B：移除判别器中分类分支，实验组C：移除损失

中监督损失，实验组D：移除特征匹配损失。

 

 
图 7 真实数据在VGG16以及LSTM识别性能对比

 

 
图 8 TimeGAN以及Time-CondGAN在LSTM识别性能

 

 
图 9 TimeGAN以及Time-CondGAN在VGG16识别性能

 

 
图 10 Time-CondGAN生成结果
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(1)条件编码网络的核心作用(实验组A)：条件

编码网络通过全连接层权重将离散雷达调制类型

(6类)映射为连续特征向量，控制生成数据的类别

特异性。对PDW数据的影响：(a)载频(CF)分布偏

移：移除条件编码后，全连接层权重失效，生成器

无法区分不同调制类型的载频渐变规律。实验显

示，载频KL散度从7.93上升至11.06(+39.6%)。

(b)脉宽(PW)模式混淆：条件编码参数缺失导致脉

宽调制类型(固定/组变/参差)区分度下降，不同类

别PW分布重叠(KL散度从4.68→9.71, +107.4%)。
(2)多任务判别器的双重功能(实验组B)：分类

分支的全连接层权重通过分类损失(式(9))约束生成

数据与类别标签的关联性。对PDW数据的影响：

(a)TOA间隔失准：移除后，判别器无法隐式学习

雷达脉冲到达时间的周期性规律(如TWS模式参差

PRI)，导致TOA间隔分布混乱(KL散度从0.64→
1.60, +151.7%)。(b)脉宽调制特异性退化：分类权

重缺失削弱模型对脉宽抖动模式的监督，生成PW
分布范围扩大(KL散度从4.68→9.16, +95.7%)。

(3)监督损失的时序约束能力(实验组C)：监督

器GRU层的隐状态权重通过均方误差损失(式(7))
约束隐变量序列的演进规律。对PDW数据的影

响：(a)监督损失移除后，载频KL散度从7.93激增

至13.98(+76.2%)，生成序列出现非物理性频段跳

变，证明监督器通过双向GRU隐变量演进约束，

保障了载频渐变特性。(b)脉宽抖动缓解：脉宽

KL散度上升59.6%，表明监督损失对局部时序抖动

的抑制作用。

(4)特征匹配损失的分布对齐机制(实验组D)：
幅度与载频偏移：特征匹配损失移除后，幅度KL
散度从8.51升至12.30(+44.6%)，载频从7.93升至

9 .77(+23 .2%)，表明该损失通过约束判别器

RNN特征层的分布对齐，抑制了生成数据的统计

偏差。脉宽生成鲁棒性：脉宽KL散度仅小幅上升

(4.68→7.51)，说明脉宽分布更多依赖监督损失与

时序特征提取模块。

完整模型中各模块协同作用，时序关键参数

(TOA、载频、脉宽)的KL散度均值较最优单模块

实验组降低42.1%，验证了多任务联合优化框架的

必要性。尽管幅度参数受多因素影响仍存在优化空

间(KL散度8.51)，但其对雷达模式识别任务的贡献

相对次要(分类准确率仅依赖载频与脉宽)，因此算

法整体性能满足既定需求。

 5    结束语

本文针对小样本雷达对抗侦察场景中PDW数

据稀缺与生成质量不足的问题，提出了一种时序条

件生成对抗网络(Time-CondGAN)。通过引入多模

态条件生成框架、多任务判别器设计及时序-统计

联合优化策略，显著提升了生成数据的物理合理性

与类别区分性。实验表明，Time-CondGAN生成

的PDW数据在关键时序参数(TOA、载频、脉宽)
的KL散度较传统TimeGAN降低28.25%，并在

VGG16与LSTM分类器中实现了最高37.2%的准确

 

 
图 11 TimeGAN生成结果

 

表 5  消融实验KL散度对比

实验组 TOA 幅度 载频 脉宽

A 0.349 0 7.326 1 11.060 8 9.708 4

B 1.599 8 8.419 1 7.510 8 9.159 6

C 0.172 0 7.431 7 13.981 9 7.471 6

D 0.892 1 12.304 2 9.770 5 7.508 3

完整模型 0.636 0 8.510 7 7.930 0 4.680 0
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率提升，可视化结果证明模型性能满足要求，消融

实验证明改进模块的有效性。未来工作将聚焦于幅

度参数的物理约束建模、动态生成策略优化，以及

多雷达协同生成框架设计。
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Data Enhancement for Few-shot Radar Countermeasure Reconnaissance
via Temporal-Conditional Generative Adversarial Networks

HUANG Linxuan      HE Minghao      YU Chunlai      FENG Mingyue     

ZHANG Fuqun      ZHANG Yinan

(Air Force Early Warning Academy, Wuhan 430019, China)

Abstract:

Objective　Radar electronic warfare systems rely on Pulse Descriptor Words (PDWs) to represent radar

signals, capturing key parameters such as Time of Arrival (TOA), Carrier Frequency (CF), Pulse Width (PW),

and Pulse Amplitude (PA). However, in complex electromagnetic environments, the scarcity of PDW data

limits the effectiveness of data-driven models in radar pattern recognition. Conventional augmentation methods

(e.g., geometric transformations, SMOTE) fall short in addressing three core issues: (1) failure to capture

temporal physical laws (e.g., gradual frequency shifts and pulse modulation patterns); (2) distributional

inconsistencies (e.g., frequency band overflows and PW discontinuities); and (3) weak coupling between PDWs

and modulation types, leading to reduced classification accuracy. This study proposes Time-CondGAN, a

temporal-conditional generative adversarial network designed to generate physically consistent and modulation-

specific PDW sequences, enhancing few-shot radar reconnaissance performance.

Methods　 Time-CondGAN integrates three core innovations: (1) Multimodal Conditional Generation

Framework: A label encoder maps discrete radar modulation types (e.g., VS, HRWS, TWS in Table 2) into

128-dimensional feature vectors. These vectors are temporally expanded and concatenated with latent noise to

enable category-controllable generation. The generator architecture (Fig. 4) employs bidirectional Gated

Recurrent Units (GRUs) to capture long-range temporal dependencies. (2) Multi-task Discriminator Design:

The discriminator (Fig. 5) is designed for joint adversarial discrimination and signal classification. A shared

bidirectional GRU with an attention mechanism extracts temporal features, while classification loss constrains

the generator to maintain category-specific distributions. (3) Temporal-Statistical Joint Optimization: The

training process incorporates multiple loss components: Supervisor Loss (Eq. 7): A bidirectional GRU-based

supervisor enforces temporal consistency. Feature Matching Loss (Eq. 9): Encourages alignment between high-

level features of real and synthetic signals. Adversarial and Classification Losses (Eqs. (8)–(9)): Promote

distribution realism and accurate category separation. A two-stage training strategy is adopted to improve

stability, consisting of pre-training (Fig. 2) followed by adversarial training (Fig. 3).

Results and Discussions　Time-CondGAN demonstrates strong performance across three core dimensions.

(1) Physical plausibility is achieved through accurate modeling of radar signal dynamics. Compared with

TimeGAN, Time-CondGAN reduces the Kullback-Leibler (KL) divergence by 28.25% on average. Specifically,

the PW distribution error decreases by 50.20% (KL = 4.68), the TOA interval error decreases by 20.5% (KL =

0.636), and the CF deviation is reduced by 13.29% (KL = 7.93), confirming the suppression of non-physical

signal discontinuities. (2) Downstream task enhancement highlights the model’s few-shot generation capability.

With only 10 real samples, classification accuracy improves markedly: VGG16 accuracy increases by 37.2%

(from 43.0% to 59.0%) and LSTM accuracy by 28.6% (from 49.0% to 63.0%), both substantially outperforming

conventional data augmentation methods. (3) Ablation studies validate the contribution of key modules.
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Removing the conditional encoder increases the PW KL divergence by 107.4%. Excluding the supervisor loss

degrades CF continuity by 76.2%, and omitting feature matching results in a 44.6% misalignment in amplitude

distribution.

Conclusions　This study establishes Time-CondGAN as an effective solution for radar PDW generation under

few-shot conditions, addressing three key limitations: temporal fragmentation is resolved through bidirectional

GRU supervision, mode collapse is alleviated via multimodal conditioning, and modulation specificity is

maintained by classification constraints. The proposed framework offers operational value, enabling over 35%

improvement in recognition accuracy under low-intercept conditions. Future work will incorporate radar

propagation physics to refine amplitude modeling (current KL = 8.51), adopt meta-learning approaches for

real-time adaptation in dynamic battlefield environments, and expand the model to multi-radar cooperative

scenarios to support heterogeneous electromagnetic contexts.

Key words: Generative Adversarial Networks (GAN); Few-shot learning; Radar countermeasure reconnaissance;

Temporal data generation; Pattern recognition
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