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摘   要：随着无人机技术的迅猛发展及其在多个领域的广泛应用，确保无人机的安全飞行和有效监管成为了一个

重要的研究课题。该文提出一种基于小波熵特征和优化神经网络的无人机飞控射频信号分类识别方法，旨在解决

复杂电磁环境中无人机信号识别的问题。通过提取射频信号的小波熵特征并构建特征向量，结合由大蔗鼠优化算

法(GCRA)优化的支持向量机(SVM)分类器，实现了对不同型号无人机的有效分类。实验使用了公开数据集Dron-

eRFa中的常见无人机射频信号，经过10-折交叉验证测试，该方法对于6种型号的无人机分类准确率达到了97%以

上，最高可达99%，证明了所提方法的有效性和可靠性。该研究为无人机自主避障、路径规划以及多机协同作业

提供了重要的技术支持。
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1    引言

近年来无人机技术的快速发展，无人机已经从

军事领域迅速扩展到民用、商业和个人娱乐等多个

领域，展现出前所未有的应用潜力。从农业植保、

环境监测、物流配送到影视拍摄、应急救援，无人

机凭借其灵活高效的特点，正深刻改变着人们的生

活和工作方式。无人机的广泛应用带来了诸多便

利，但同时也引发了诸如安全、隐私、监管等一系

列问题[1–4]。特别是在复杂电磁环境中，如何确保

无人机的安全飞行，防止非法干扰与恶意操控，成

为了亟待解决的问题。无人机飞控射频信号作为无

人机通信的核心手段，精准识别无人机的射频信

号，不仅可以有效监控无人机的飞行状态，防止未

经授权的飞行活动，还可以为无人机的自主避障、

路径规划和多机协同作业提供关键支持[5–7]。

针对无人机的检测与识别，国内外已经有部分

学者展开了相关的研究，文献[8]提出一种利用无人

机的无线信号进行无人机的监测与跟踪的方法，主

要包括主动跟踪和被动监听两种工作模式，并且使

用无线开放接入研究平台(Wireless open-Access
Research Platform, WARP)和通用软件无线电外

设(Universal Software Radio Peripheral, USRP)进
行了半实物仿真验证。文献[9]分别提取无人机的回

波短时傅里叶变换和倒频谱的多普勒特征，利用多

普勒特征进行无人机的分类与识别，研究重心主要

在旋翼型无人机的转速、旋翼角速度、旋翼直径

等。文献[10]提出了一种基于平移-倾斜-变焦(Pan-
Tilt-Zoom, -PTZ)摄像机的系统，用于监控业余无

人机。首先，使用光流和方向梯度直方图(Histogram
of Oriented Gradients, HOG)方法计算出边界。离

线训练深度学习预训练模型残差网络(Residual
Network, ResNet,)，以检测计算边界内的无人机，

并用大疆幻影2进行了一系测试实验。文献[11]提出

了一种基于优化以点为中心的目标检测方法(Cen-
terNet: objects as points, CenterNet)和联合注意

力机制的低空无人机检测方法，针对传统算法中小

目标漏检率高的问题，引入解耦的非局部算子捕捉

图像关联性，并利用无人机群个体相似性降低漏检

率。为了获得更精准的检测框，改进了标签编码策

略和边界框回归方式，引入定位质量损失函数，

提高了检测框的准确性和紧凑度。文献[12]提出一

种基于多维信号特征的无人机探测识别方法。通过

自适应三角阈值法筛选无人机无线信号，并解析信

道状态信息，然后利用正交匹配追踪算法进行参数
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估计以定位无人机，最后提取盒维数和径积分双谱

特征实现分类识别。

为解决无人机飞控射频信号识别的难题，本文

提出一种利用小波熵特征和优化神经网络的无人机

飞控射频分类识别方法，通过提取射频信号的小波

熵，构建能够表征不同无人机类型的特征向量，利

用优化神经网络分类器进行分类识别，提升了对无

人机飞行状态的监控能力，为后续无人机自主避

障、路径规划等提供了技术基础保障。 

2    小波熵特征理论
 

2.1  小波理论

小波变换能够同时提供时间域和频率域的信

息，在应用于随时间变化的信号时具有显著优势。

通过改变尺度参数，可以调整时间与频率分辨率之

间的权衡，从而允许从粗到细地观察信号特征。与

傅里叶变换不同，小波变换提供了良好的时频局部

性，这意味着它不仅能够确定信号成分的频率信息，

还能精确指出这些成分出现的时间位置。

信息学中熵的概念最初由Shannon[13]提出，也

称香浓熵，用来表示信号或系统的混乱程度，香浓

熵值越大，信号或系统的混乱程度越高，越不稳

定。信号经过小波多尺度分解处理后，可以将各个

尺度下的小波系数转换为概率分布序列，基于这一

序列所计算出的熵值，被称为小波熵，量化了系数

矩阵的稀疏性，并且能够体现整个信号的不确定性

和复杂度。

x(n) j

k Dj(k)

Aj(k) Dj(k)

Aj(k)

设信号 经上述快速变换后，在第 分解尺

度下 时刻的高频分量系数为 ，低频分量系数

为 ，进行单支重构后得到的信号分量 ,

所包含信息的频带范围为{
Dj(k) : [2

−(j+1)fs, 2
−jfs]

Aj(k) : [0, 2
−(j+1)fs]

, j = 1, 2, ...,m (1)

fs

x(n)

其中， 表示信号的采样频率，经过上式的变换之

后，原始信号 则可以用各个频率分量之和的形

式进行表示

x(n) = D1(n) +A1(n)

= D1(n) +D2(n) +A2(n)

=

m∑
j=1

Dj(n) +Am(n) (2)

Am(n) Dj+1(n)为统一表示，将 表示为 ，则式(2)

可表达为

x(n) =

m+1∑
j=1

Dj(n) (3)

j = 1, 2, ...,m

Dj Dj x(n)

在进行连续的小波变化时，取不同的离散分解

尺度 ，可以通过上式得到一系列的离

散小波系数 ，分解得到的 并不是信号 的

完备表示，多尺度的离散小波变换可以在一定程度

反应原始信号的时频分布[14]。 

2.2  小波能谱熵

x(n) m

x(n) =
∑m+1

j=1
Dj(n) j = 1, 2, ...,m

对于原始信号 进行尺度为 的小波变换可

以得到 ,  ，对小

波信号进行离散傅里叶变换，即对式(3)进行离散

傅里叶变换后可以得到

X(k) =

N∑
n=1

di(n)W
kn
N (4)

di(n) x(n)

W kn
N = e−j 2πN kn m

X(k)

E = E1, E2, ..., Em x(n) m

E

其中， 为原始信号 小波分解后的高频分量，

。 尺度的小波分解后，每个尺度

的小波能量谱可以通过 的表达式进一步计算

得到，假设 为信号 在 个尺

度上的小波能量谱，则 可以表示为

Ek =
1

N
|X(k)|2, k = 1, 2, ..., j + 1 (5)

m分别求取小波分解后 个尺度上小波能量谱占

据总能量的比值

pk =
Ek

X(k)
=

1

N

N∑
n=1

di(n)W
kn
N (6)

根据香浓熵相关理论，结合上式可以得到原始

信号的小波能谱熵可以表示为

H = −
N∑

k=1

pk × log2pk (7)
 

3    数据预处理
 

3.1  无人机飞控射频信号数据集

由于无人机飞控射频信号涉及相关技术装备要

求较高，目前少有在无人机型号数量、有效频段数

量等均满足研究要求的数据集，部分研究人员[15–17]

利用自己非开源的数据集进行相关技术的验证，这

并不能对于不同的方法有统一的评价标准。文献[18]
的研究团队公开了相关的数据集(DroneRFa)，该数

据集中包含了目前国内市面上较常见的共计24类无

人机的飞控射频信号，并且射频信号的采集覆盖了

3个开放频段(Industrial Scientific Medical, ISM)，
包括915 MHz, 2.4 GHz和5.8 GHz。如图1所示。 

3.2  射频信号数据预处理

DroneRFa公开数据集中的数据，受限于设备

读写性能，数据采集使用了“采-存-采-存”的模

式，设置的采样周期为10兆个数据点，为保证数据
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的连续性，数据预处理过程中，截取每个数据集

50 000个采样点的数据，这样既能够兼顾处理数据

的实时性，又能保证包含特征的显著性。DroneRFa
数据集覆盖了3个开放频段：915 MHz, 2.4 GHz和
5.8 GHz，这些都是无人机常用的控制和通信频段。

数据集包含了24种常见的无人机飞控射频信号，部

分示例型号包括DJI Phantom 3, DJI AVATA,
DJI MATRICE 200等。数据集中的数据包括4通
道数据，通道名为“RF0_I” ,“RF0_Q” ,
“RF1_I”和“RF1_Q”，其中“RF0”通道数

据来自射频接收机的第1通道，“RF1”通道数据

来自射频接收机的第2通道，“I”为基带信号的同

相(In-phase)分量值，“Q”为基带信号的正交

(Quadrature)分量值。

3层小波变换提供了一个适中的分解层次，既

能捕捉到信号中的高频细节成分，也能保留低频的

概貌信息。随着小波变换层数的增加，计算量也会

相应增大。3层小波变换能够在保证足够特征提取

精度的同时，保持较低的计算成本。图2所示为选

取的DJ Phantom 3无人机飞控射频信号分别在

RF0_I通道、RF0_Q通道、RF1_I通道和RF1_Q
通道信号分别进行3层小波变换后的时域波形图，

其中，cd1表示1层高频系数，cd2表示2层高频系

数，cd3表示3层高频系数，ca3表示3层低频系数。 

4    无人机飞控射频信号分类识别算法
 

4.1  特征矩阵构建

每种型号的无人机飞控射频信号共计包含4个

通道的数据，分别选取“RF0_I”,“RF0_Q”,
“RF1_I”和“RF1_Q”进行3层小波变换，变换

过程利用MATLAB 2020b中的小波函数箱Wave-
let Toolbox，选取Daubechies小波中的“db4”进

行小波分解。然后按照第2节的方法进行小波熵特

征提取，每一个通道的数据可以产生一个小波熵特

征，因此可以构成一个4维度的特征矩阵，特征矩

阵构造过程如图3所示。图3中的4个通道数据均选

取50 000个样本点进行小波变换，以保证数据处理

的高效性。

F

α = 0.05

H0

H1

为验证本节所提的4维小波熵特征的有效性，利

用 检验[19]对6种类型无人机射频信号构成的特征矩

阵进行差异显著性分析，给定显著性水平 ，

原假设为 ：检验的总体方差相等，来自于同一总

体。备择假设为 ：检验的样本来自于不同样本。

F

p F

p α = 0.05

每一型号的无人机飞控射频数据选取1 000个
样本，经过小波熵特征矩阵的构造之后，对不同型

号相同维度之间的差异显著性进行检验，共计生成

4个不同维度的检验结果。表1所示为利用 检验的

返回 值。由表1可知，每个特征维度 检验的返回

值均远远小于显著性水平 ，因此可以得

出拒绝原假设，接受备择假设的结论，即4个通道

RF0_I, RF0_Q, RF1_I和RF1_Q的小波熵特

征，在不同的无人机型号之间，均具有差异显著性，

可以作为分类识别的特征依据。 

4.2  优化支持向量机搭建

选取大蔗鼠优化算法(Greater Cane Rat Al-
gorithm, GCRA)进行支持向量机(Support Vector

 

 
图 1 DroneRFa数据集公开的部分无人机型号
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Machine, SVM)的参数优化器。GCRA是受蔗鼠觅

食行为启发而提出的一种新的元启发式算法 [20 ]。

GCRA主要包括以下几个步骤：

j i

xi,j

初始化：在第 维随机生成第 个位置的个体大

鼠

xi,j = rand× (UBj − LBj) + LBj (8)

rand UB

LB

其中， 表示0和1之间的随机数， 表示上边

界， 表示下边界。

探索阶段。在它们的领地周围建造它们的庇护

所。它们离开不同的庇护所去觅食，要么沿着小路

找到以前的食物来源，要么寻找新的食物来源并留

下痕迹，该过程可表示为

 

 
图 2 无人机飞控射频信号4通道小波分解
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xnewi,j = xi,j +G× (xk,j − r × xi,j) (9)

Xi =

{
xi,j +G× (xk,j − α× xi,j), F

new
i < Fi

xi,j +G× (xk,j − β × xi,j),其他
(10)

Xi i

xnewi,j i j xi,j

Fi

其中， 表示第 只蔗鼠即将更新的状态或新的位

置， 表示第 只蔗鼠在第 维度的值， 表示

蔗鼠现在的位置， 为目标函数值。

开发阶段。繁殖季节因生境而异，通常发生在

雨季。众所周知，雄性在繁殖季节会脱离群体。假

设是，一旦群体分开，觅食活动集中在食物来源丰

富的地区

xnewi,j = xi,j + C × (xk,j − µ× xm,j) (11)

为验证GCRA在函数寻最优值的能力，选取

Simon Fraser大学开源函数库中的函数ACKLEY
FUNCTION，该函数表达式为

f(x) = − a× exp

−b×

√√√√1

d

d∑
i=1

x2
i


− exp

(
−1

d
×

d∑
i=1

cos(cxi)

)
+ a+ exp(1)

(12)

a = 20 b = 0.2 d = 2

参数a通常与算法的探索能力有关。较大的a值

可以增强算法的全局搜索能力，有助于避免陷入局

部最优解；而较小的a值则更倾向于局部搜索，提

高收敛速度。在无人机射频信号识别问题中，选择

a=20可能是为了在保证一定全局搜索能力的同

时，不过分牺牲收敛速度。参数b可能与觅食行为

的概率或强度相关。它影响到个体在搜索空间中的

移动模式，该值能够有效地模拟觅食行为，从而引

导算法更快地找到最优解，较低的b值可使算法更

加专注于已知的食物来源区域，而较高的b 值则会

增加对未知区域的探索概率。综合多次实验结果，

参数设置为 , ，维度 。图4所示

为GCRA寻优函数ACKLEY FUNCTION最小值的

结果。

ACKLEY函数的理论最小值在自变量取值(0,0)
时，取得最小值0。

C σ

支持向量机(Support Vector Machine, SVM)
具有坚实的理论基础，与传统的机器学习方法相

比，能够很好地处理小样本、 非线性以及高维模

式识别问题，同时采用的结构风险最小化原则在机

器学习的学习性能和泛化性能之间起到了很好的平

衡作用。选取SVM作为分类器对无人机飞控射频

信号进行分类识别，同时使用GCRA对SVM的参

数，包括惩罚参数 和髙斯核函数参数 。优化过

程的算法流程图如图5所示。

C

σ

GCRA优化SVM惩罚参数 和髙斯核函数参数

，以分类的错误率作为适应度，设置迭代次数

 

 
图 3 四维小波熵特征矩阵结构示意图

 

表 1  F检验结果

特征通道 pF检验返回 值 结论

RF0_I 1.55× 10−7 拒绝原假设，接受备择假设

RF0_Q 1.16× 10−7 拒绝原假设，接受备择假设

RF1_I 1.94× 10−9 拒绝原假设，接受备择假设

RF1_Q 1.04× 10−12 拒绝原假设，接受备择假设

 

 
图 4 GCRA搜寻函数最优值结果

2740 电   子   与   信   息   学   报 第 47 卷



100次，生成随着迭代次数增加，适应度的变化趋

势曲线，如图6所示。其中，以优化后的SVM对学

习样本的分类识别错误率作为适应度。由图6可以

看出，随着迭代次数的增加，适应度呈现明显的下

降趋势，且下降在迭代次数50次以内时变化最显

著，最终的适应度稳定在大概0.03的水平。

选取GCRA优化后的SVM作为最终的分类器，

对用于测试的无人机飞控射频信号特征矩阵进行分

类识别。在算法验证过程中，选取6种型号无人机

飞控射频信号进行测试，分别为DJ Phantom 3,
DJI AVATA, DJI MATRICE 200, DJI Air 2S,
DJI Mini 3 Pro和DJI Inspire 2。为了避免测试顺序

以及测试样本选取对最终结果的影响，采用10-折
交叉检验法进行算法测试验证，每种型号的无人机

选取1 000个样本，将1 000个样本平均等分为10等
份，每一份样本中包含共计100个测试样本，采用

“循环学习-循环测试”的方式进行实验，即首选

选取10等份中的其中1份作为测试样本，其余9份作

为学习样本，然后选取另外1份作为测试样本，另

外9份作为学习样本，以此类推。10次循环之后，

统计共计1 000个测试样本测试结果的均值，作为

最终的结果。图7所示为经过10-折交叉验证之后，

共计1 000个测试样本的最终测试结果混淆矩阵。

根据测试结果，统计生成表2，表格中评价所

提方法的指标包括识别准确率和方差，其中，识别

准确率是根据混淆矩阵中真实型号和分类型号正确

样本个数计算生成，方差为10-折交叉验证不同测

试次数的统计方差，由表2可以看出，所提方法在

测试样本集合中表现出较高的识别准确率，6种型

号的无人机识别准确率都在97%以上，其中最高的

识别准确率达到99.0%，统计方差均极小，表明所

提方法性能稳定，测试结果不受实验顺序和次数的

影响。 

4.3  对照试验

为了验证GCRA对SVM参数进行优化后，经

优化的支持向量机对无人机飞控射频信号分类识别

的有效性，选取未经优化的SVM、粒子群算法优

 

 
图 5 GCRA优化SVM参数算法流程图

 

 
图 6 GCRA优化SVM适应度变化曲线

 

 
图 7 6种型号无人机射频信号分类混淆矩阵
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化的支持向量机(Particle Swarm Optimization-
based Support Vector Machine, PSO-SVM)、遗传

算法优化的支持向量机(Genetic Algorithm opti-
mized Support Vector Machine, GA-SVM)和灰狼

算法优化的支持向量机(Grey Wolf Algorithm Op-
timized Support Vector Machine, GWO-SVM)进
行算法对比。对照实验选取DJ Phantom 3, DJI

AVATA, DJI MATRICE 200, DJI Air 2S, DJI Mini
3 Pro和DJI Inspire 2这6种型号的无人机的飞控射

频信号为测试对象，经优化的SVM在迭代次数0～
100次中选取性能最优的迭代次数，未经优化的

SVM选用MATLAB中自带的LIBSVM工具箱进行

实现。

表3展示了不同模型在6种无人机型号上的分类

准确率。可以看出，基于GCRA优化的SVM在大

多数情况下表现最佳，其平均准确率达到98.5%，

高于未优化的SVM(平均准确率为91.7%)和其他优

化算法优化的SVM(PSO-SVM平均准确率为94.7%，

GA-SVM平均准确率为94.2%，GWO-SVM平均准

确率为95.6%)。由表可知所提的GCRA-SVM方法，

相比于SVM, PSO-SVM, GA-SVM和GWO-SVM
均具有更高的识别准确率，且统计方差较小，算法

的稳定性更好。
 
 

表 3  对照试验结果

模型选择 DJ Phantom 3 DJI AVATA DJI MATRICE 200 DJI Air 2S DJI Mini 3 Pro DJI Inspire 2 平均准确率±方差

SVM 92.3% 91.8% 91.5% 91.1% 91.3% 92.5% 91.7%±0.000 49

PSO-SVM 95.2% 94.8% 94.5% 94.1% 94.3% 95.5% 94.7%±0.000 13

GA-SVM 94.9% 94.4% 94.1% 93.8% 93.9% 95.0% 94.2%±0.000 49

GWO-SVM 96.1% 95.7% 95.3% 95.0% 95.2% 96.5% 95.6%±0.000 72

GCRA-SVM 98.6% 98.2% 98.0% 97.6% 97.7% 99.0% 98.5%±0.000 32

 
 

5    结论

为提升对于无人机的飞行监管，对于无人机飞

控射频信号进行准确的分类识别，本文提出一种以

小波熵理论为特征提取依据，以优化支持向量机为

分类器的无人机射频信号分类识别方法。通过对公

开数据集种的数据进行测试验证，可以得到以下结论：

(1)基于小波熵理论的特征提取方法，可以对

6种类型的无人机飞控射频信号进行显著区分，具

备分类问题中对样本特征的差异显著性的要求；

(2)基于GCRA优化SVM后作为分类器，对6种
类型无人机飞控射频信号进行分类，分类效果较好，

分类识别准确率普遍在97%以上，最优可达到99%。
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Abstract:

Objective　 With the rapid development and broad application of Unmanned Aerial Vehicle (UAV) technology,

its use in military reconnaissance, agricultural spraying, logistics, and film production presents growing

challenges in signal classification and safety supervision. Accurate classification of UAV Radio Frequency (RF)

signals in complex electromagnetic environments is critical for real-time flight monitoring, autonomous obstacle

avoidance, and communication reliability in multi-agent coordination. However, conventional recognition

methods exhibit limitations in both feature extraction and classification accuracy, particularly under

interference or multipath propagation, which severely reduces recognition performance and constrains practical

implementation. To address this limitation, this study proposes a recognition algorithm based on wavelet

entropy features and an optimized Support Vector Machine (SVM). The method enhances classification

accuracy and robustness by extracting wavelet entropy features from UAV RF signals and optimizing SVM

parameters using the Great Cane Rat Optimization Algorithm (GCRA). The proposed approach offers a

reliable strategy for UAV signal identification under complex electromagnetic conditions. The results contribute

to UAV airspace regulation and unauthorized flight detection and establish a foundation for future applications,

including autonomous navigation and intelligent route planning. This work holds both theoretical value and

practical relevance for supporting the secure and standardized advancement of UAV systems.

Methods　 This study adopts a systematic approach to achieve accurate classification and recognition of UAV

RF signals, including four key stages: data acquisition, feature extraction, classifier design, and performance

verification. First, the publicly available DroneRFa dataset is selected as the experimental dataset. It contains

RF signals from 24 mainstream UAV models (e.g., DJI Phantom 3, DJI Inspire 2) across three ISM frequency

bands—915 MHz, 2.4 GHz, and 5.8 GHz (Fig. 1). Data collection follows a “pick-store-pick-store” protocol to

preserve signal integrity and ensure accurate classification. During preprocessing, 50,000 sampling points are

extracted from each channel (RF0_I, RF0_Q, RF1_I, RF1_Q), balancing data continuity and feature

representativeness under hardware read/write constraints. Signal magnitudes are normalized to eliminate

amplitude-related bias. For feature extraction, a three-level wavelet transform using the Daubechies “db4”
wavelet is applied to decompose the signal at multiple scales. A four-dimensional feature matrix is constructed

by computing wavelet spectral entropy (Figs. 2 and 3), which captures both time-frequency characteristics and

energy distribution. Feature differences among UAV models are confirmed by F-test analysis (Table 1),

establishing a robust foundation for classification. In the classifier design stage, the GCRA is applied to

optimize the penalty parameter C and Gaussian kernel parameter σ of the SVM. The classification error rate

serves as the fitness function during optimization (Fig. 5). Inspired by the foraging behavior of cane rats,

GCRA offers improved global search performance. Finally, algorithm performance is evaluated using 10-fold

cross-validation and benchmarked against unoptimized SVM, PSO-SVM, GA-SVM, and GWO-SVM (Table 3),

demonstrating the robustness and reliability of the proposed method.

Results and Discussions　 This study yields several key findings. For wavelet entropy feature extraction, the F-

test confirms that features from all four channels are statistically significant (p < 0.05), demonstrating their

effectiveness in distinguishing among UAV models (Table 1). In classifier optimization, the GCRA exhibits

strong parameter search capability, with fitness convergence achieved within 50 iterations at approximately

0.03 (Fig. 6). The optimized SVM classifier reaches an average recognition accuracy of 98.5%, representing a 6.8
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percentage point improvement over the traditional SVM (Table 3). At the individual model level, the highest

recognition accuracy is observed for DJI Inspire 2 (99.0%), with all other models exceeding 97% (Table 2).

Confusion matrix analysis indicates that all misclassification rates are below 3% (Table2, Fig. 7). Notably,

under identical experimental conditions, GCRA-SVM outperforms other optimization algorithms—achieving

higher accuracy than PSO-SVM (94.7%) and GA-SVM (94.2%)—with lower variance (±0.00032), indicating

greater stability (Table 3). These results validate the discriminative power of wavelet entropy features and

highlight the enhanced performance and robustness of GCRA-based SVM optimization.

Conclusions　 Through systematic theoretical analysis and experimental validation, this study reaches several

key conclusions. The wavelet entropy-based feature extraction method effectively captures the time-frequency

characteristics of UAV RF signals. By employing multi-scale decomposition and energy distribution analysis, it

accurately identifies the unique signal features of various UAV models. Statistical tests confirm significant

differences among the features of different UAV categories, providing a solid foundation for feature selection in

UAV identification. The optimization of SVM parameters using the GCRA substantially enhances classification

performance, achieving an average accuracy of 98.5% and a peak of 99% on the DroneRFa dataset, with

excellent stability. This method addresses the technical challenge of UAV RF signal recognition in complex

electromagnetic environments, with performance metrics fully meeting practical application needs. The findings

offer a reliable technical solution for UAV flight supervision and lay the groundwork for advanced applications

such as autonomous obstacle avoidance. Future research may focus on evaluating the method’s performance in

high-noise environments and exploring fusion strategies with other models. Overall, this study provides

significant contributions both in terms of theoretical innovation and engineering application.

Key words: Wavelet entropy; Optimization neural network; Unmanned Aerial Vehicle Radio Frequency (UAV

RF) signal; Recognition algorithm
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