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摘   要：针对交通流长期趋势性与非平稳性不易有效建模，以及交通流的隐藏动态时空特征难以捕捉的问题，该

文提出一种基于长期Transformer和自适应傅里叶变换的动态图卷积交通流预测模型(ADGformer)。其中，长期

门控卷积层通过掩码子序列Transformer从长历史序列中学习压缩的、上下文信息丰富的子序列表示，并利用膨

胀门控卷积从子序列的时间表示中有效捕捉交通流的长期趋势特征。并设计一种动态图构造器生成动态可学习

图，并利用可学习动态图卷积对节点间潜在的和时变的空间依赖关系进行建模以有效捕获交通流的动态隐藏空间

特征。其次，自适应频谱块利用傅里叶变换来增强特征表示并捕获长短期的交互作用，同时通过自适应阈值处理

来降低交通流的非平稳性。实验结果表明，所提ADGformer模型具有较好的预测性能。
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1    引言

近年来，智能交通系统(Intelligent Transporta-
tion System, ITS)的快速发展使得人口数量和机动

车保有量不断增加，交通系统的道路容量不足、交

通堵塞等问题刻不容缓。因此，针对交通路网路况

复杂动态变化、流量分布失衡等问题，交通路网系

统的交通流预测已然成为现阶段研究热点。准确实

时的交通流预测为交通管理提供有效的决策支持，

以有效缓解交通拥堵并实现绿色低碳出行[1]。

交通流预测具有复杂的空间依赖性和非线性的

时间关系，传统的交通流预测方法自回归积分移动

平均法( Auto Regressive Integrated Moving Aver-
age, ARIMA)[2]和向量自回归(Vector Autoregres-
sive, VAR)[3]等需对交通数据进行特定的假设，难

以捕捉复杂的非线性时间相关性。随着深度学习的

发展，研究人员通常使用图神经网络(Graph Neural
Networks, GNNs)[4]来提取道路节点之间的空间相

关性，并使用递归神经网络(Recurrent Neural
Network, RNN)[5]或时间卷积网络(Temporal Con-

volutional Network, TCNs)[6]来捕获时间相关性。

然而，这类方法难以表达具有复杂拓扑结构的交通

路网，不能准确地挖掘交通流量的时间演化特性。

针对这一问题，研究人员引入图卷积网络(Graph
Convolutional Network, GCN)，聚合相邻节点的

信息，以进一步结合有关交通网络的先验知识并捕

获复杂的时空特征。例如，Liu等人[7]提出了时空双

自适应图卷积网络模型(SpatioTemporal Dual Ada-
ptive Graph Convolutional Network model, ST-
DAGCN)，利用双自适应邻接矩阵来捕获空间相

关性。现有大多数基于GCN模型利用预定义静态

图来描述交通节点之间的空间相关性，忽略了路网

中的节点之间相似的功能特性以及动态交通模式的

影响，无法有效捕捉其动态变化特性。为解决该问

题，动态图卷积网络通过构造动态图充分考虑交通

流数据的周期性和动态性以更好地捕捉时空特征。

然而，现有大多数基于动态图结构的模型无法有效

地捕获交通路段间的动态隐藏空间关系，那么深

入、充分地挖掘交通系统潜在的模式和动力学以动

态地对路段的空间依赖关系进行有效建模是一关键

问题。

随着时间步长的增加，交通序列间的长期依赖

关系难以有效捕捉，绝大多数模型仅限于使用短历

史序列作为模型输入，但短期数据中的信息通常不

足以充分表示历史交通数据中存在的丰富的时间特

征，交通流长历史序列的趋势性和周期性特征有助

于模型对交通流复杂趋势的判断。Transformer是
一种基于自注意机制的神经网络体系结构, 相比于

传统的深度学习模型，具有更好的并行性能和更短

的训练时间，在交通流预测问题上得到显著效果。
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由于Transformer[8]通过其编码器将输入交通序列编

码成一个高维特征向量表示，自注意力机制使得模

型能够同时考虑交通序列中所有位置的信息，使得

其在长期交通流预测任务中表现突出，不仅能够解

决RNN及其变体存在的长距离依赖问题，还支持

并行化计算，进而提高模型的预测性能。然而，

Transformer模型在处理输入序列时，通常会受限

于其可处理的序列长度，无法有效处理关键的上下

文信息。因此，如何利用Transformer有效地学习

长历史序列中的关键时间信息和长期趋势特征是一

重要问题。由于Transformer架构都是复杂多变

的，无法有效地处理复杂的、有噪声的交通流序

列，傅里叶变换方法[9]可用于获取经过消噪的历史

交通流量测量值，以减少局部噪声对构造的同化模

型的影响，并提高同化结果的准确性。故而，如何

利用傅里叶变换在降低交通数据的非平稳性的同时

捕获数据中的长期和短期相互作用是一关键问题。

针对上述问题，本文提出一种基于长期Trans-
former和自适应傅里叶变换的动态图卷积交通流预

测模型(long-term transformer and Adaptive fourier
transform for Dynamic Graph convolutional
traffic flow prediction model, ADGformer)，
ADGformer不仅对隐藏的空间关系进行了动态建

模，还在有效捕获了交通流的长短期依赖关系的同

时降低了交通数据的非平稳性。主要贡献如下：

(1)构建了长期门控卷积层，利用掩码子序列

(Masked Sub-series) Transformer以预训练的方式

从一小部分未掩码子序列及其时间上下文中推断出

掩码子序列的内容，使得模型从长历史序列中有效

地学习与上下文相关的子序列时间表示；通过结合

门控机制和1D膨胀卷积的膨胀门控卷积从子序列

的时间表示中提取交通流的长期趋势特征，以有效

提高模型的长期预测能力。

(2)建立了空间卷积层，根据动态空间关系传

播节点的隐藏状态设计了一种动态图构造器以生成

动态可学习图，并提出一种可学习动态图卷积通过

动态邻接矩阵上的消息传递，将邻居节点的隐藏状

态聚合到焦点节点以有效地捕获交通流的动态隐藏

空间特征。

(3)设计了一种基于傅里叶变换的自适应频谱

块，对交通流的全局频域信息进行有效地学习，并

且利用自适应全局和局部滤波器减轻噪声以降低交

通流数据序列的非平稳性，有效地捕获交通数据中

的长期和短期相互作用。

(4)在公开的3个交通数据集上做了大量的对比

试验，实验结果表明所建立的模型比现有流行的模

型具有更好的预测效果，证明了ADGformer模型

的有效性和准确性。 

2    相关工作
 

2.1  基于图卷积网络的交通流预测

早期深度学习模型将交通路网划分为规则网络

以构建不同区域的欧式空间结构，并使用卷积神经

网络捕获空间相关性。如Li等人[10]提出了深度时空

自适应3D卷积神经网络(deep Spatio-Temporal
Adaptive 3D convolutional neural Networks, ST-
A3DNet)，构建自适应3D卷积模块同时捕捉时空

关系。由于现实中的交通路网结构是复杂的非欧氏

拓扑结构，CNN无法有效提取交通流的空间依赖

特性。图卷积网络的出现将非欧氏结构的交通图数

据应用于卷积操作中，以有效地捕捉路网拓扑结构

特征。Chen等人[11]设计了基于节点连接强度矩阵

的图卷积网络来预测节点的流量；Zhang等人[12]主

要利用时空注意力(Spatio-Temporal Attention
Block, STA-Block)、GCN和标准卷积网络，分别

对交通流的周期性、空间相关性和时间依赖性进行

建模；Ling等人[13]采用具有残差图注意力的耦合图

卷积网络来动态学习交通站点之间和内部的不同空

间特征。然而，上述方法主要依赖于预定义的静态

图结构，无法有效学习节点间潜在的动态相关性信

息。故而，动态图卷积网络成功地将动态图结构应

用于GCN中。Wang等人[14]引入自适应动态拓扑图

模块和曼-肯德尔(Mann-Kendall, MK)时间预测模

块，有效解决了交通流的自相似性和空间异质性特

征；Li等人[15]通过特征增强的下采样动态图卷积网

络更好地模拟节点之间的动态关系。邓涵优等人[16]

利用卷积网络和动态图卷积网络交互学习及交通流

奇偶子序列特征交互融合，进而同时学习交通流序

列的局部时空相关性和全局时空相关性。由于大多

数基于动态图卷积的方法主要利用路段距离、兴趣

点(Point Of Interesting, POI)相似度等先验知识构

建相关的交通图结构以捕获道路之间的空间依赖关

系，无法有效地动态捕捉交通路网间的空间相关

性。因此，如何在不依赖先验知识的情况下动态地

捕捉道路之间的空间依赖性成为一大研究热点。

Peng等人[17]通过构建交通流概率图，并利用强化

学习策略生成动态序列图，以提高模型长期预测能

力。唐晨嘉等人[18]提出了一种自适应动态图时空预

测模型，将节点嵌入与时间编码结合为时空编码构

建动态邻接图以表示节点关系的时间演化。蒋挺等

人[19]构建了一种新的基于输入交通信号分解的动态

时空融合的交通预测模型(Decomposed Dynamic
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Spatial-Temporal Graph Convolutional Network,
DDSTGCN)，并提出了动态图学习模块，考虑了

空间依赖的动态性质。然而，以上模型未充分考虑

交通路网中节点间隐藏的动态时空相关性。 

2.2  基于Transformer的交通流预测

Transformer模型是序列到序列任务的高效解

决方法，是最早完全依赖于自注意力机制来计算其

输入和输出的表示的转换模型，不仅实现时间序列

之间信息的交互，还实现了并行化训练。因此，

Transformer逐渐被应用于交通流预测中并取得优

异的效果。Wei等人[20]利用图扩散和Transformer
来捕获交通流时空模式的复杂性和动态性。时空融

合嵌入Transformer(Spatial–Temporal Fusion Embed-
ding Transformer, STFEformer)[21]借鉴了Trans-
former模型的思想，通过关注相似节点之间的交互

来增强动态和远程空间相关性的检测。研究者表明

Transformer在相比于循环神经网络和卷积神经网

络，Transformer更适合对长距离依赖进行建模，

且模型更具可解释性，在性能上实现进一步的提

高。Zhu等人[22]结合图卷积注意网络(Graph Con-
volutional ATtention network, GCAT)和Trans-
former有效预测未来的单步、短期和长期多步交

通流。Transformer增强型周期性时间卷积网络

(Transformer-Enhanced periodic Temporal Con-
volution Network, TE-TCN)[23]集成 Transformer
多头注意力机制和门控循环单元(Gated Recurrent
Unit, GRU)有效学习长期周期性模式，并应用两

个并行的时间卷积网络捕获短期周期依赖性。为了

有效提取交通数据的长期时间相关性，Zhang等人[24]

构建了一种基于Transformer和鲸鱼优化算法的自

适应图卷积网络。在保证模型参数可以并行训练的

同时，以上模型能够实现输入序列的各个时间步长

之间的直接连接，而不依赖于RNN的线性链结构

或CNNs中的感受野以更好地捕获交通数据中的长

期依赖性。然而，上述方法仅使用较短的历史时间

序列来进行预测，未充分考虑长历史序列特有的长

期趋势特征和非平稳性。 

2.3  基于非平稳性的交通流预测

交通流序列数据具有非平稳性和时间依赖性的

显著特性，Transformer模型虽在交通流预测方面

取得了显著成绩，但由于其复杂多变的网络架构，

容易出现过拟合和计算效率低的问题，忽略了交通

流序列数据具有非平稳性的特性，导致模型预测性

能降低。因此，有效处理复杂的、有噪声的历史序

列数据已然成为交通流预测的一个研究热点。Zang
等人[25]提出了一种基于迁移学习的方法实现目标领

域数据稀缺性的精确非平稳预测。Yin等人[26]利用

变分模态分解(Variational Mode Decomposition,
VMD)算法将交通流序列分解为一系列相对平稳的

模态分量，以降低其短期非平稳性。Huang等人[27]

构建了一种由 VMD, CNN和GRU相结合的混合预

测模型，将原始时间序列分解为K个分量进行VMD
处理，去除噪声部分，提高建模精度。以上预测方

法虽有效地降低了交通流的非平稳性，却没有从局

部全局的角度充分考虑交通流的空间非平稳性。Sun
等人[28]设计了一种全局时空动态捕获网络(Global
Spatio-Temporal Dynamic Capturing Network,
GSTDCN)，有效地模拟交通流的全局空间依赖

性、局部空间非平稳性和时间周期性。然而，尽管

这些方法可以很好地处理短期交通序列，不能处理

复杂的、有噪声的长期时间序列。 

3    模型结构

所提ADGformer模型总体框架如图1(a)所示，

主要由长期门控卷积层、空间卷积层和多方面融合

模块堆叠而成。其中，长期门控卷积层利用由子序

列时间表征学习器(Subsequent Temporal Repres-
entation Learner, STRL)和自监督任务头组成的

Masked Sub-series Transformer有效地从长时间序

列中学习压缩的、上下文信息丰富的子序列表示，

通过巧妙结合1D膨胀卷积和门控机制的膨胀门控

卷积模块从子序列的时间表示中提取交通流的长期

趋势特征。空间卷积层依据不同的节点之间的动态

隐藏关系构建一个动态图构造器生成动态可学习

图，并运用于图卷积构成可学习动态图以有效地

捕获交通流的动态隐藏空间特征。多方面融合模块

根据“传播和聚合”的思想运用可学习动态图卷积

将交通流的辅助特征和主特征进行有效融合，并利

用自适应频谱块有效学习交通流全局信息且通过自

适应全局和局部滤波器降低交通流数据序列的非平

稳性。 

3.1  问题定义

G =

(V,E,A) V (|V | = N)

E t

Gt = (V,Et,At)

定义1 (交通路网 )  交通路网定义为图

，节点集 表示为交通网络中的

传感器或道路交叉口，根据传感器的空间距离或道

路的拓扑关系可以得到边集 。在 时刻时，交通

路网为图 。

Xp = (x1,x2, ...,

xNp) Xa = (x1,x2, ...,

xNa) Np Na

定义2(交通特征) 由于交通特征包括交通速度

特征和交通流量特征等，且这些交通特征间存在潜

在的相关性。故而，将历史交通速度

作为主要特征，将历史交通流量

作为辅助特征。其中， ,  表示为路段
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Xp
t ∈ RNp Xa

t ∈ RNa t数。 , 分别表示所有路段在 时

刻的交通流观测值和辅助特征。

P

f Q

X̂p
t+1:t+Q = f(Xp

t−P+1:t,X
a
t−P+1:t)

定义3(交通流预测) 交通流预测的目的是给定

历史交通流数据从而预测未来一段时间内所有路段

的交通流。通过给定历史步长为 的交通流特征，

建立模型 来预测未来 个时间步长的交通流特

征，即 。
 

3.2  长期门控卷积层

长期门控卷积层(Long-term Gated Convolu-
tional layers, LGConv)主要由Masked Sub-series
Transformer和膨胀门控卷积(Dilated Gated Con-
volution, DGConv)组成。其中，Transformer模型

通过掩码重建任务进行预训练，以获得压缩的和上

下文相关的子序列时间表示。DGConv利用1维膨

胀卷积和门控机制从所得子序列表示中有效地提取

长期趋势特征。 

3.2.1  Masked Sub-series Transformer
Masked Sub-series Transformer从少量子序列

及其时间上下文推断掩码子序列的内容，使得模型

可以有效地从长时间序列学习压缩的、上下文信息

丰富的子序列表示。

(1)掩码策略：Masked Sub-series Transformer
的掩码策略主要考虑两个重要因素，即掩码的基本

单位和掩码比率。现有的交通流预测方法通常以5 min
作为输入交通数据的基本单位，无法有效地捕获长

时间序列的趋势特征。故而，所提模型将长时间历

史序列划分为包含多个时间步长的等长子序列，并

将子序列作为模型输入的基本单位。

在自然语言处理中，词的语义信息更加丰富，

冗余部分较少且信息密度高，故而BERT模型所设

置的掩码比率较低，即15%。图像数据的信息密度

相对较低，像素点具有空间连续性，因此MAE使

用75%的掩码率。由于长期交通流数据类似于具有

时间连续性和低信息密度的图像，需要较高的掩蔽

比，故而采用75%的随机掩码。

Fl=[Xt−Γ ,Xt−Γ+1, ...,

Xt−1] I

N = Γ/I

Xmasked

Xunmasked

(2)表征学习模型：如图2所示，Masked Sub-series
Transformer主要由子序列时间表征学习器(STRL)
和自监督任务头两部分组成。STRL利用Transformer
编码器学习子序列的时间表示，自监督任务头根据未

掩码子序列和掩码标记的时间表示重构完整的长序

列。首先将长历史交通流序列

划分为包含 个时间步长的不重叠子序列，

且子序列数量为 ，随机屏蔽75%的子序

列，所屏蔽子序列集表示为 ，未屏蔽子序

列 为STRL的输入数据

Sunmasked = STRL(Xunmasked) (1)

Sunmasked

Sunmasked S[MASK]

其中， 为STRL的输出。自监督任务头由

Transformer解码层和线性输出层组成，并且在给

定 和可学习掩码标记 的情况下重建

完整的长序列，如式(2)所示

 

 
图 1 模型框架图
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[Xmasked, X̂unmasked]

= TaskHead([Sunmasked,S[MASK]]) (2)

X̂masked为使重构的 和掩码真值之间的误差尽可

能小，故预训练阶段在计算损失时只考虑掩码子序列

Lpretrain(Xmasked,Xmasked;ΘT)

=
∥∥∥X̂masked −Xmasked

∥∥∥R (3)

ΘT其中 为整个Transformer的可学习参数。 

3.2.2  膨胀门控卷积

短期历史序列信息量相对较少，无法有效推断

未来交通流的复杂变化，而长期历史序列可以帮助

模型确定未来时刻交通流的波动。为此，提出DG-
Conv在时间维度上处理数据以有效捕获交通流的

长期依赖性。如图1(c)所示，采用1D膨胀卷积层从

子序列时态表示中提取交通流的长期趋势特征。该

模块的感受野随着1D扩张卷积层数量的增加而呈

指数增长，以有效地捕获趋势特征，同时避免梯度

消失等问题。扩张卷积运算表示为

x∗
dC(m) =

k−1∑
j=0

C(m)x(m− d× j) (4)

m x m C ∈ Rk

d

其中， 表示序列 中的第 个元素， 为卷

积核， 表示膨胀率。因此，膨胀卷积层表示为

Di = Conv(Di−1) = MaxPool(gelu(D∗
(i−1)dCi)) (5)

i d

2i i = 1

S D1 = S = [S1,S2, ...,SN ]

F long
l

其中采用最大池操作降低维数，第 层的膨胀率 设

置为 。当 时，模块的输入是子序列时间表示

的集合，即 。长期趋势

特征 为最后一个卷积层的输出。

根据门控机制在处理序列数据方面表现出优

势，因此将其用于膨胀门控卷积层以提高模型容

量，表示为

Ht
l = tanh(Wf,l♦F long

l )⊙ σ(Wg,l♦F long
l ) (6)

♦ ⊙
σ(·) W (·)

其中， 菱形符号为扩张卷积运算， 为逐元素乘

法运算符， 为sigmoid函数， 为卷积滤波

器的可学习参数。 

3.3  空间卷积层

由于交通流的动态特性是不断变化的且路段间

具有隐藏的空间依赖关系，因此设计了空间卷积

层，通过动态图构造器生成动态可学习图并构建可

学习动态图卷积，以有效捕获交通路网间的空间隐

藏关系及交通流的动态空间特征。 

3.3.1  动态图构造

A ∈ RNt×N×N Nt t

Aϕ(t) O(NtNN)

为有效地对不同的节点之间的关系进行自适应

建模，首先考虑交通状态的周期性，假设一天中同

一时刻的交通路网共享一个图。因此构建邻接矩阵

， 为一天的时段数。在时刻 的交

通图为 ，然而此方法的复杂度是 ，且

随着图的增大，复杂度呈2次方增长。在现实生活中，

动态图的某些结构可跨时间和空间共享。例如，两

个相邻的时间段可以在一天中相关联，并且人们会

在早上从不同的居住区离开到不同的工作区域。因

此，如图3所示，受Tucker分解方法启发形成邻接

张量，即构建一个具有空间依赖性的可学习参数的

未知张量，并在训练期间通过反向传播更新动态图。

Et ∈ RNt×d Ec ∈
RNc×d Ee ∈ RNe×d Eb ∈
Rd×d×d

具体地，利用3个可学习矩阵和1个可学习核心

张量，即时隙嵌入 ，源节点嵌入

，目标节点嵌入 ，核心张量

。邻接张量计算为

A′
t,i,j =

d∑
o=1

d∑
q=1

d∑
r=1

Eb
o,q,rE

t
t,oE

e
i,qE

c
j,r (7)

A′′
t,i,j = max(0,A′

t,i,j) (8)

 

 
图 2 Masked Sub-series Transformer的结构组成

 

 
图 3 动态图的构造
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At,i,j =
eA

′′
t,i,j

Na∑
n=1

eA
′′
t,i,n

(9)

Et Ec Ee

Ap ∈
RNt×Np×Np Aa ∈ RNt×Na×Na Aap ∈RNt×Np×Na

Gp Ga Gap

其中， , , 分别表示为时隙数、原始节点数、

目标节点数和嵌入维数。且共生成3个邻接张量

, 和 表

示动态图 , 和 。 

3.3.2  可学习动态图卷积

有效捕获不同路段交通流的空间依赖性可用于

提高模型预测性能。为对节点之间潜在关系和时变

的空间依赖关系进行有效建模，提出一种可学习动

态图卷积，在不同的时间对不同的动态图进行卷积。

Xt−p+1 Aϕ(t) t

Aϕ(t)

给定交通流输入 , 反映了 时刻节

点间的空间关系。如图4所示，首先将每个界定的

输入隐藏状态进行隔离，并从邻接张量中有效提取

后根据其动态空间关系将隐藏状态组织为图

信号。依据DCRNN方法，将交通流视为通过邻接

矩阵、节点隐藏状态和可学习参数的矩阵乘法来实

现的扩散过程。

通过动态图构造器生成可学习动态图运用于图

卷积运算。每一步从动态图张量中获取带有时间的

可学习邻接矩阵，通过加权链接聚合邻居的隐藏状

态来更新焦点节点的隐藏状态，可学习动态图卷积

定义为

Hl =

K∑
k=0

(Aϕ(t))
k
Ht

lW
k (10)

Ht
l l

l W k

其中， 表示第 块中长期门控卷积层的输出隐藏

状态和第 块中可学习动态图卷积的输入， 为

可学习参数。 

3.4  多方面融合模块

由于主特征与辅助特征之间存在潜在关系并相

互影响，故而提出多方面融合模块，基于交通动态

图视角对交通流主特征和辅助特征进行有效融合，

以实现更加精准的交通流预测。并且构建一个自适

应频谱块对交通流的全局特征信息进行有效捕获，

并利用局部滤波器降低交通流的非平稳性以提高模

型性能。 

3.4.1  可主特征和辅助特征框架

l Hp
l

Ha
l

交通路网中，上游流量的增加会影响未来的下

游流量，从而对下游交通速度的下降产生影响，因

此，根据具有辅助特征的节点之间所存在的时空依

赖关系，为主特征和辅助特征建立独立的时空块，

且对 层结构进行分离，获得主特征 和辅助特征

的隐藏状态，并遵循“传播和聚合”范式对其

进行有效融合

Hp′

l = Aggregate(Hp
l ,Propagate(H

a
l )) (11)

Aap ∈ RNt×Np×Na

Gap

具体地，通过可学习矩阵 表示动

态图 ，以捕获主特征及辅助特征间的空间依赖

性，传播模块将最相关的辅助隐藏状态传播到所需

的主节点，计算为

Hap
l = Propagate(Ha

l ) = Aap
ϕ(t)H

a
l W (12)

Hap
l ∈ RNp×P×dp

dp

SUM( · )

其中， 表示辅助特征对主节点的

影响， 为主隐藏状态维数。为有效聚合两者之间

的信息，采用聚合函数 以获得较高的表征

能力，表示为

Hp′

l = Aggregate(Hp
l ,H

ap
l ) = Hp

l +Hap
l (13)

{Ha1
l ,Ha2

l , ...,HaM
l }

Nai(i ∈ [1,M ])

若存在多个辅助特征 且辅助节

点数量 ，将以上过程扩展为

Hp′

l = Hp
l +

M∑
ε=1

Aapε
ϕ(t)H

aε
l W (14)

Aapε ∈ RNt×Np×Naε ε其中 为第 个辅助特征与主特征

间的动态图。 

3.4.2  自适应频谱块

如图1(b)所示，为在有效学习交通流全局-局
部空间信息的同时降低交通流的非平稳性，提出了

基于离散傅立叶变换(Discrete Fourier Transform, DFT)
的自适应频谱块，主要由全局循环卷积和自适应局

部滤波器两部分组成，以有效隔离了交通流数据序

列的噪声高频分量。

Hp′

l (n) 0 ≤ n ≤N − 1

(1)快速傅里叶变换：DFT通过考虑交通流序

列 ，其中 。利用1维DFT将交

通流序列变换为频域表示

X[η] =
N−1∑
n=0

Hp′

l (n)e−j(2π/N)ηn :=
N−1∑
n=0

Hp′

l (n)Σηn
N

(15)

ΣN = e−j(2π/N)其中， 由连续傅里叶变换在时域和

频域离散所得。由于DFT的双射性质，原始序列

 

 
图 4 可学习动态图卷积
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Hp′

l (n)通过逆DFT(Inverse Discrete Fourier

Transform, IDFT)得到

Hp′

l (n) =
1

N

N−1∑
η=0

X[η]ej(2π/N)ηn (16)

ΩPE

Σηn
N

O(N2) O(N log2N)

给定 实现快速傅里叶变换(Fast Fourier
Transform, FFT)，FFT利用 的对称性和周期

性，将DFT计算复杂度从 优化 ，

上述过程表示为

H = Ψ [ΩPE] ∈ CC×Υ ′
(17)

Ψ [·] Υ ′

H

其中， 表示1维FFT运算， 为频域中变换序

列长度。交通流序列的每个通道被独立地变换，从

而产生综合频域表示 ，其封装了跨所有通道的原

始时间序列的频谱特性。

H H P = ∥H∥2

(2)高频噪声的自适应滤除：高频成分通常代

表偏离潜在趋势或感兴趣信号的快速波动，使其显

得更加随机且难以解释。给定从FFT运算获得的频

域表示 ，通过计算 的功率谱 ，有助

于有效识别主频分量。

θ

PS

自适应局部滤波器通过可训练阈值 为自适应

地从功率谱 中滤除高频分量，且该阈值根据交

通数据的频谱特性进行调整，为在训练期间通过反

向传播进行优化的可学习参数以区分基本信号频率

和噪声。自适应阈值表示为

Hfiltered = H ⊙ (PS > θ) (18)

⊙ PS > θ

θ

其中， 为逐元素乘法，且( )为二进制掩

码，其中保留功率高于阈值 的频率，并且滤除其

他频率。

H

Hfiltered

(3)可学习滤波器：采用两组可学习滤波器：

从原始交通频率数据 学习的全局滤波器和从自适

应滤波数据 学习的局部滤波器，表示为

HG = WG ⊙H

HΠ = WΠ ⊙Hfiltered

}
(19)

WG WΠ

Hintegrated = HG +HΠ

其中 , 为滤波器的可学习参数。通过整合

滤波后的交通特征以捕获全面的光谱细节，即，

。且滤波器运算等效于循环

卷积更加有效地捕捉交通流序列中的周期性。

Ω′

(4)逆傅里叶变换：应用快速傅里叶逆变换(In-
verse Fast Fourier Transform, IFFT)将频域交通

数据转换回时域交通数据。故而，所得时域交通数

据 为

Ω′ = Ψ−1[Hintegrated] (20)

IFFT确保增强的交通流特征与输入交通流序

列的原始数据结构保持一致。 

3.5  其他组件

F
(·)
l l

l − 1

ADGformer模型中， 是第 块的输入和第

块的输出，且在第1块之前，输入交通数据由

全连接层进行转换

F p
1 = W p

inX
p + gpin

F a
1 = W a

inX
a + gain

}
(21)

并为每块进行剩余连接操作

F p
l+1 = Hp′

l + F p
l

F a
l+1 = Ha

l + F a
l

}
(22)

Q

此外，在每个长期门控卷积层之后添加跳跃连

接到输出层。通过连接不同深度层的隐藏状态并传

递到两个完全连接层中，以预测未来 步骤的最终

主要交通流特征

H = ||Ll=1reshape(H
p,t
l ) (23)

X̂p
t+1:t+Q = Wfc2 · ReLU(Wfc1 · ReLU(H)

+ εfc1) + εfc2 (24)

|| reshape(·)
Hp,t

l W(·) ε(·)

其中， 为串联操作， 为重塑隐藏状态

的函数， 和 是可学习参数。将MAE作

为损失函数以端到端训练模型

Loss =
1

Q×Np

t+Q∑
i=t+1

Np∑
j=1

∣∣∣Xp
i,j − X̂p

i,j

∣∣∣ (25)

 

4    实验
 

4.1  数据集

所有实验均在旧金山弗朗西斯科湾区数据集

PEMSD4、圣贝纳迪诺数据集PEMSD8和英国高速

公路交通数据集England上进行。其中，PEMSD4
和PEMSD8是由PeMS(Caltrans Performance
Measurement System)收集的美国加利福尼亚州

2个地区的真实高速公路2个月流量数据，道路传感

器每30 s收集1次数据，以5 min为间隔进行聚合。

England是一个包含了英国高速公路交通信息的综

合性数据集，以15 min为间隔进行聚合，共收集了

6个月的交通数据。数据集的详细信息如表1所示。 

4.2  实验设置

所有实验在配备14 vCPU Intel(R) Xeon(R)
Platinum 8362 CPU @ 2.80GHz, GPU:RTX

 

表 1  数据集详细信息

数据集 节点 边 时间步长(min) 时间跨度(月)

PEMSD4 307 16 969 5 2

PEMSD8 170 17 833 5 2

England 314 17 353 15 6
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3090(24 GB) * 1的计算机环境下执行。使用Pyt-
orch1.11.0, Python3.8和 ubuntu20.04完成ADG-
former模型的搭建和训练，并将数据集按照6:2:2的
比例分为训练集、验证集和测试集，并采用Adam
优化器对模型进行优化，对于PEMSD4和PEMSD8，
通过线性插值法填充缺失值。经多次实验，模型中

每个模块的块数为8，每层膨胀率为[1,2,1,2,1,2,1,2]，
空间卷积层的最大深度为2，通道大小为16，动态

图构造器中的隐藏维数设置为16，bach-size为16，
学习率设为0.001。为验证提出 ADGformer的有效

性，采用平均绝对误差(Mean Absolute Error,
MAE)、平均绝对百分误差(Average Absolute Per-
centage Error, MAPE)和误差均方根(Root Mean
Square Error, RMSE)3个指标对模型的性能进行了

评估

MAE =
1

N

N∑
i=1

|Yi − Ŷi| (26)

RMSE =

√√√√ 1

N

N∑
i=1

(Yi − Ŷi)
2

(27)

MAPE =
1

N

N∑
i=1

∣∣∣∣∣Yi − Ŷi

Yi

∣∣∣∣∣ (28)

N Yi Ŷi其中， 为路网节点数， 代表真实值， 为预测值。 

4.3  基线模型

为验证所提模型的有效性，将ADGformer与
以下基线模型进行比较：

(1)HA(Historical Average)[29]：历史平均方

法，历史平均交通流量信息作为预测依据。

(2)VAR(Vector AutoregRessive)[3]：用于捕捉

多个量之间的关系。

(3)XGBoost(eXtreme Gradient Boosting)[30]：

一种基于梯度增强树的方法。

(4)LR(Logistic Regression)[31]：一种利用投入

产出线性相关性的回归模型。

(5)ASTGCN(Attention based Spatial-Tem-
poral Graph Convolutional Networks)[32]：将时空

注意力机制集成到时空图卷积网络中以捕获交通流

的动态时空特征。

(6)GMAN(Graph Multi-Attention Network)[33]：

基于输入特征、空间嵌入和时间嵌入的考虑时空相

关性的图多注意模型。

(7)DCRNN(Diffusion Convolutional Recurrent
Neural Network)[34]：一种结合扩散图卷积和递归

神经网络的时空网络。

(8)MTGNN(Multivariate Time series predic-
tion model based on Graph Neural Network)[35]：

一种利用外部特征生成单向自适应图的时空网络。

(9)GWNet(Graph WaveNet)[36]：一种将图卷

积网络和扩张因果卷积网络进行结合的方法。 

4.4  实验结果 

4.4.1  对比实验

在PEMSD4,PEMSD8和England 3个数据集上，

所提ADGformer模型与基线模型分别在Horizon 3,
Horizon 6和Horizon 12 3个时间段上进行了预测性

能比较，ADGformer模型在3个数据集上均实现了

最佳精度。

从表2可以看出，所提出的ADGformer模型无

论在短期还是长期均已达到最佳预测效果，且基于

深度学习的模型(ASTGCN, GMAN, DCRNN,
MTGNN和GWNet)的预测精度高于传统统计方

法。在PEMSD4数据集上，与VAR和LR等传统预

测模型相比，ADGformer模型在Horizon 3下的

MAE分别改进了约21.57%, 16.72%，其原因是所

提模型能够拟合序列数据集的非线性和复杂性。在

Horizon 6下，与依赖于预定义图结构的ASTGCN
和DCRNN等模型相比，ADGformer模型在

PEMSD8数据集下的MAPE分别提高了20.39%,
12.31%，表明所提ADGformer模型通过动态图构

造器生成动态可学习图并将其运用至图卷积运算

中，有效地对不同的节点之间的关系进行自适应建

模，进一步捕获交通路网间的空间隐藏关系及交通

流的动态空间特征。

交通流的长期预测比短期预测具有更多的不确

定性，导致预测长期的交通流更加困难，使得大多

数现有模型的预测性能不佳。GWNet和MTGNN
模型利用自适应图结构有效地利用了历史交通数据

中潜在的空间依赖性从而取得较好的预测性能。然

而，在Horizon 12下，与GWNet和MTGNN相比，

所提出的模型ADGformer在England数据集下的

RMSE分别改进了3.35%, 2.44%，表明ADGformer
模型通过Masked Sub-series Transformer有效地从

长时间序列中学习压缩的、上下文信息丰富的子序

列表示，并利用膨胀门控卷积从子序列的时间表示

中提取交通流的长期趋势特征，且通过自适应频谱

块降低了交通流数据的非平稳性，使其随着预测时

间步长的增加，ADGformer模型的预测性能仍然

表现良好。通过对比试验证明，所提模型ADGformer
的短期预测性能优于基线模型，长期预测性能同样

优于基线模型，表明了ADGformer在有效提取路

网间动态复杂时空潜在关系的同时也对长期趋势特
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征进行了有效捕获并降低了交通流的非平稳性，增

强了模型的长期预测能力。

为了更好地解释ADGformer模型，将ADGformer
模型与XGBoost, ASTGCN和DCRNN在PEMSD4
和England数据集上的实验结果进行可视化，如图5
所示，ADGformer模型一直优于XGBoost, AST-
GCN和DCRNN，随着预测时长的增加，预测误差

增长幅度较小，在Horizon 12时，ADGformer的预

测误差均明显低于其他对比模型，表明该模型在长

期预测中的预测性能更加优越。 

4.4.2  消融实验

为了验证ADGformer模型不同模块的性能，

在PEMSD4, PEMSD8和England数据集上进行了

消融实验并分析实验结果，如表3所示，消融实验

分别在Horizon 3, Horizon 6和Horizon 12上进行预

测，变体模型如下所示：

NMS-Trans：不含Masked Sub-series Transformer
模块；

NLGConv：不含长期门控卷积层(Masked Sub-
series Transformer和膨胀门控卷积)；

NASB：不含自适应频谱块；

NDGConv：不含动态图结构。

由结果可知，随着预测步长的增加，ADGformer
模型的性能优于其他变体模型, 证实了所提模型中

每个模块的有效性。在Horizon 12上，ADGformer
相较于变体模型NMS-Trans, NLGConv, NASB和

 

表 2  各种模型在3个数据集上的预测结果

数据集 模型
Horizon 3 Horizon 6 Horizon 12

MAE RMSE MAPE MAE RMSE MAPE MAE RMSE MAPE

PEMSD4

HA 3.567 9 6.778 7 0.080 3 3.568 9 6.779 7 0.080 4 3.570 7 6.781 5 0.080 4

VAR 1.662 4 3.088 2 0.032 7 2.125 0 4.015 6 0.043 3 2.568 7 4.834 7 0.053 6

XGBoost 1.447 1 2.973 2 0.028 8 1.915 9 4.095 5 0.041 3 2.532 7 5.323 9 0.058 5

LR 1.565 5 3.138 4 0.030 9 2.075 8 4.291 8 0.043 9 2.795 1 5.597 8 0.062 7

ASTGCN 1.542 8 3.142 8 0.032 3 1.937 4 4.106 2 0.042 5 2.442 4 5.139 2 0.055 2

GMAN 1.376 0 2.980 3 0.027 9 1.621 3 3.790 6 0.034 8 1.865 0 4.479 1 0.041 6

DCRNN 1.429 5 2.880 5 0.028 1 1.853 1 3.873 1 0.039 1 2.366 6 4.899 1 0.052 7

MTGNN 1.348 5 2.851 7 0.026 8 1.645 4 3.752 3 0.034 8 1.930 6 4.497 2 0.042 6

GWNet 1.326 6 2.815 9 0.026 6 1.645 6 3.764 0 0.035 6 1.955 0 4.556 0 0.044 6

ADGformer 1.303 8 2.728 6 0.025 6 1.606 0 3.684 3 0.032 7 1.862 9 4.367 6 0.041 1

PEMSD8

HA 2.811 9 5.676 3 0.063 1 2.809 9 5.673 0 0.063 0 2.804 7 5.664 7 0.062 7

VAR 1.132 7 2.071 2 0.022 4 1.716 6 3.305 3 0.035 6 2.166 1 4.250 0 0.046 7

XGBoost 1.199 7 2.569 8 0.024 1 1.560 4 3.503 0 0.033 8 2.000 8 4.484 0 0.045 8

LR 1.271 1 2.633 5 0.024 4 1.661 4 3.560 6 0.033 5 2.168 1 4.579 4 0.045 9

ASTGCN 1.379 4 2.993 4 0.029 7 1.644 6 3.619 4 0.035 8 1.994 5 4.288 0 0.043 6

GMAN 1.137 4 2.675 2 0.023 4 1.323 7 3.395 0 0.029 2 1.512 0 4.052 4 0.035 5

DCRNN 1.195 7 2.467 9 0.023 6 1.534 7 3.303 4 0.032 5 1.905 1 4.145 1 0.042 7

MTGNN 1.140 2 2.573 8 0.023 4 1.397 7 3.491 3 0.031 4 1.632 3 4.249 0 0.039 4

GWNet 1.118 4 0.023 3 2.553 3 1.384 9 3.532 7 0.031 9 1.604 3 4.242 4 0.039 1

ADGformer 1.046 9 2.451 6 0.019 1 1.318 5 3.282 0 0.028 5 1.505 8 4.051 4 0.035 3

England

HA 7.047 3 12.213 3 0.099 3 7.044 1 12.210 6 0.099 3 7.034 1 12.200 5 0.099 2

VAR 3.213 5 5.725 4 0.041 9 4.101 9 7.576 4 0.056 3 4.837 2 8.948 7 0.069 3

XGBoost 3.192 4 6.717 7 0.044 0 4.298 8 8.667 3 0.063 1 5.523 7 10.475 6 0.082 9

LR 3.773 2 7.433 1 0.050 5 5.281 6 9.704 5 0.073 7 6.566 4 11.599 1 0.094 3

ASTGCN 3.214 1 6.540 4 0.043 9 3.926 2 7.917 7 0.055 6 4.601 0 9.079 3 0.066 4

GMAN 2.611 7 6.287 4 0.036 2 2.955 8 7.333 9 0.043 1 3.306 6 8.140 4 0.049 3

DCRNN 2.836 3 6.106 2 0.038 1 3.491 3 7.447 3 0.048 7 4.281 3 8.721 7 0.061 0

MTGNN 2.535 2 5.978 9 0.035 4 2.921 6 7.088 9 0.043 0 3.335 9 7.993 6 0.050 7

GWNet 2.521 6 5.961 0 0.034 8 2.961 0 7.128 4 0.043 6 3.446 1 8.068 7 0.051 3

ADGformer 2.519 0 5.943 5 0.034 8 2.907 9 7.045 0 0.042 8 3.243 4 7.798 8 0.048 8
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NDGConv在数据集PEMSD4上的MAE分别降低了

约3.69%, 5.09%, 0.92%和7.59%，在数据集Eng-
land上的MAPE分别降低了约3.56%, 18.53%, 2.98%
和4.87%，证明了ADGformer不仅有效地提取交通

流隐藏的动态时空特征，且在高效捕捉交通流长历

史序列间的长趋势特征的同时降低交通数据间的非

平稳性，提高了模型长期预测能力。为更好地表明

ADGformer模型随预测步长的性能变化，将

PEMSD8和England数据集上的实验结果进行可视

化，见图6。NMS-Trans模型性能优于NLGConv，

 

 
图 5 PEMSD4和England数据集上不同模型性能比较

 

表 3  ADGformer模型与变体模型在不同时间步长的预测性能

数据集 模型
Horizon 3 Horizon 6 Horizon 12

MAE RMSE MAPE MAE RMSE MAPE MAE RMSE MAPE

PEMSD4

NMS-Trans 1.330 3 2.810 3 0.026 2 1.643 3 3.727 1 0.035 1 1.934 3 4.493 5 0.043 2

NLGConv 1.353 8 2.828 6 0.027 6 1.656 0 3.784 3 0.036 7 1.962 9 4.567 6 0.044 1

NASB 1.303 2 2.772 3 0.025 8 1.611 1 3.694 7 0.033 9 1.880 2 4.399 0 0.041 9

NDGConv 1.345 2 2.828 4 0.026 4 1.684 3 3.782 7 0.035 7 2.016 0 4.625 8 0.045 1

ADGformer 1.303 8 2.728 6 0.025 6 1.606 0 3.684 3 0.032 7 1.862 9 4.367 6 0.041 1

PEMSD8

NMS-Trans 1.103 9 2.483 2 0.021 9 1.360 0 3.332 8 0.029 1 1.607 1 4.076 5 0.036 3

NLGConv 1.111 4 2.500 5 0.022 2 1.389 6 3.447 0 0.030 4 1.666 7 4.263 7 0.038 5

NASB 1.121 8 2.566 9 0.022 9 1.398 2 3.533 4 0.031 0 1.631 3 4.232 8 0.037 9

NDGConv 1.149 5 2.563 2 0.023 9 1.442 5 3.497 0 0.031 9 1.724 6 4.263 1 0.039 7

ADGformer 1.046 9 2.451 6 0.019 1 1.318 5 3.282 0 0.028 5 1.505 8 4.051 4 0.035 3

England

NMS-Trans 2.528 2 5.994 9 0.035 3 2.889 0 7.109 5 0.043 3 3.288 5 7.900 6 0.050 6

NLGConv 2.513 2 6.271 1 0.037 3 2.988 9 7.178 7 0.044 2 3.297 7 7.993 7 0.059 9

NASB 2.524 7 5.984 7 0.035 3 2.911 9 7.092 5 0.044 3 3.267 8 7.917 2 0.050 3

NDGConv 2.555 7 6.088 4 0.036 2 2.957 3 7.258 3 0.044 2 3.339 8 7.997 9 0.051 3

ADGformer 2.519 0 5.943 5 0.034 8 2.907 9 7.045 0 0.042 8 3.243 4 7.798 8 0.048 8
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证明了Masked Sub-series Transformer和膨胀门控

卷积的巧妙结合使得ADGformer能够有效捕获交

通流的长趋势特征和长期依赖性。与NASB和

NDGConv相比，表明了自适应频谱块在有效降低

交通流非平稳性的同时有效捕捉了长短期相互作

用，且动态图构造器所生成的动态图结构充分考虑

了交通路网节点间隐藏的动态时空相关性。 

5    结束语

为了解决现有交通流预测模型所存在的问题：

(1)无法有效捕捉路网节点间隐藏的动态时空相关

性；(2)无法有效地学习长历史序列中的关键时间

信息和长期趋势特征；(3)无法有效降低交通数据

的非平稳性，提出了一种交通流组合预测模型ADG-
former，实现了精准的长期交通流预测。ADG-
former首先通过Masked Sub-series Transformer对
长历史交通流序列进行预训练以有效学习信息丰富

的子序列表示，并巧妙结合门控机制和1D膨胀卷

积以充分捕捉交通流的长期趋势特征，提高模型的

长期预测能力。其次，ADGformer从动态交通模

式出发建立空间卷积层，运用于可学习动态图卷积

以有效捕获路网间隐藏的动态时空相关性。另外，

ADGformer设计了基于傅里叶变换的自适应频谱

块来增强特征表示，通过自适应阈值来减轻噪声，

降低交通流数据的非平稳性的同时考虑了长短期的

相互作用。交通流的特性复杂多变，在未来的工作

中将考虑周期性等特性，提高模型预测性能。
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Long-term Transformer and Adaptive Fourier Transform for Dynamic
Graph Convolutional Traffic Flow Prediction Study

ZHANG Hong      YI Min      ZHANG Xijun      LI Yang      ZHANG Pengcheng

(School of Computer & Communication, Lanzhou University of Technology, LanZhou 730050, China)

Abstract:
Objective　The rapid development of Intelligent Transportation Systems (ITS), combined with population

growth and increasing vehicle ownership, has intensified traffic congestion and road capacity limitations.

Accurate and timely traffic flow prediction supports traffic control centers in road management and assists

travelers in avoiding congestion and improving travel efficiency, thereby relieving traffic pressure and enhancing

road network utilization. However, current models struggle to capture the complex, non-stationary, and long-
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term dependent characteristics of traffic systems, limiting prediction accuracy. To address these limitations,

deep learning approaches—such as dynamic graph convolution and Transformer architectures—have gained

prominence in traffic prediction. This study proposes a dynamic graph convolutional traffic flow prediction

model (ADGformer) that integrates a long-term Transformer with an adaptive Fourier transform. The model is

designed to more effectively capture long-term temporal dependencies, handle non-stationary patterns, and

extract latent dynamic spatiotemporal features from traffic flow data.

Methods　The ADGformer model, based on a Long-Term Transformer and Adaptive Fourier Transform,

comprises three primary components:a stacked Long-term Gated Convolutional (LGConv) layer, a spatial

convolutional layer, and a Multifaceted Fusion Module. The LGConv layer integrates a Masked Sub-series

Transformer and dilated gated convolution to extract long-term trend features from temporally segmented

traffic flow series, thereby enhancing long-term prediction performance. The Masked Sub-series

Transformer—comprising the Subsequent Temporal Representation Learner (STRL) and a self-supervised task

head—learns compact and context-rich representations from extended time series sub-segments. The spatial

convolutional layer incorporates a dynamic graph constructor that generates learnable graphs based on the

hidden states of spatially related nodes. These dynamic graphs are then processed using learnable dynamic

graph convolution to extract latent spatial features that evolve over time. To address the non-stationarity of

traffic flow sequences, an adaptive spectral block based on Fourier transform is introduced.

Results and Discussions　The ADGformer model adaptively models inter-node relationships through a dynamic

graph constructor, effectively capturing spatial dependencies within traffic networks and the evolving spatial

characteristics of traffic flows. It also learns compressed, context-rich subsequence representations and long-

term temporal patterns from extended input sequences. The adaptive spectral block, based on the Fourier

transform, reduces the non-stationarity of traffic flow data. To evaluate model performance, this study conducts

comparison and ablation experiments on three benchmark datasets. On the PEMSD4 dataset, the ADGformer

model reduces MAE under Horizon 3 by approximately 21.57% and 16.72% compared with traditional models

such as VAR and LR, respectively. Under Horizon 12 on the England dataset, ADGformer reduces RMSE by

3.35% and 2.44% compared with GWNet and MTGNN, respectively. ADGformer achieves the highest

prediction accuracy across all three datasets (Table 2). Visualization comparisons with XGBoost, ASTGCN,

and DCRNN on PEMSD4 and England datasets further confirm its superior long-term predictive performance

(Fig. 5). The model maintains robust performance as the prediction horizon increases. To assess the

contributions of individual components, ablation experiments are performed for Horizons 3, 6, and 12. On

Horizon 12 of the PEMSD4 dataset, ADGformer improves MAE by approximately 3.69%, 5.09%, 0.92%, and

7.59% relative to the variant models NMS-Trans, NLGConv, NASB, and NDGConv, respectively. On the

England dataset, MAPE is reduced by 3.56%, 18.53%, 2.98%, and 4.87%, respectively (Table 3). Visual results

of the ablation study (Fig. 6) show that ADGformer consistently outperforms its variants as the forecast step

increases, confirming the effectiveness of each module in the proposed model.

Conclusions　To address the limitations of existing traffic flow prediction models—namely, (1) failure to

capture hidden dynamic spatio-temporal correlations among road network nodes, (2) insufficient learning of key

temporal information and long-term trend features from extended historical sequences, and (3) limited ability to

reduce the non-stationarity of traffic data—this study proposes a combinatorial traffic flow prediction model,

ADGformer, which enables accurate long-term traffic flow prediction. ADGformer employs a Masked Sub-series

Transformer to pre-train long historical sequences and extract compact, information-rich subsequence

representations. A gated mechanism combined with one-dimensional dilated convolution is then applied to

capture long-term trend features and enhance temporal modeling capacity. The model also integrates a spatial

convolutional layer constructed from dynamic traffic patterns. Through learnable dynamic graph convolution, it

effectively captures evolving spatial dependencies across the network. Furthermore, an adaptive spectral block

based on Fourier transform is designed to enhance feature representation and reduce non-stationarity by

applying adaptive thresholding to suppress noise, while preserving both long- and short-term interactions.

Given the complex and variable nature of traffic flow, future work will consider integrating additional features

such as periodicity to further improve prediction performance.

Key words: Traffic flow prediction; Dynamic graph convolution; Long-term transformer; Fourier transform;

Non-stationarity
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