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摘   要：针对移动用户数量迅猛增长和地面基础设施分布稀疏所带来的挑战，该文提出一种能量收集辅助的空地

协同计算卸载架构。该架构充分利用无人机(UAVs)的灵活机动性和路侧单元(RSUs)及基站(BS)的强大算力，实

现了任务计算的动态实时分发。特别地，无人机通过能量收集来维持其持续运行和稳定的计算性能。考虑到无人

机与地面车辆的高动态性、车辆计算任务的随机性，以及信道模型的时变性，提出一个能耗受限的长期优化问

题，旨在从全局角度有效降低整个系统的平均时延。为了解决这一复杂的混合整数规划(MIP)问题，提出一种基

于改进演员-评论家(Actor-Critic)强化学习算法的计算卸载策略(IACA)。该算法运用李雅普诺夫优化技术，将长

期系统时延优化问题分解为一系列易于处理的帧级子问题。然后，利用遗传算法计算目标Q值替代目标神经网络

输出以调整强化学习进化方向，有效避免了算法陷入局部最优，从而实现动态车辆网络中的高效卸载和资源优

化。通过综合仿真验证了所提计算卸载架构和算法的可行性和优越性。
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1    引言

移动边缘计算(Mobile Edge Computing, MEC)
作为一种创新技术，已经逐步渗透到车联网(Inter-
net of Vehicles, IoV)的广阔领域中[1]。通过在网络

边缘部署计算资源，MEC能够实时、高效地处理

来自车辆的各类数据，极大地降低了数据传输的延

迟，提升了整体响应速度。然而，在密集建筑或复

杂地形环境下，数据传输的效率和可靠性会受到显

著影响 [2]。无人机(Unmanned Aerial Vehicles,
UAVs)因其灵活部署的特性，成为了改善地面网络

设备连通性和构建低成本、高可靠性网络环境的关

键工具[3]。当前研究在无人机辅助车辆协同计算领

域取得了显著进展，涵盖了从理论建模到算法设计

再到实际应用优化的多个方面[4]。Wang等人[5]聚焦

于长期视角下的UAV辅助车辆协同计算问题，通

过应用Lyapunov优化技术，有效解耦了UAV的长

期能量约束，并设计了多种协同任务卸载方案，旨

在优化无人机的轨迹规划、任务分配及通信资源管

理，以最小化车辆的任务延迟或能耗。类似地，

He等人[6]则构建了包含多目标优化的无人机辅助车

联网协同计算框架，通过迭代算法结合负载均衡标

准，实现了无人机选择、网络资源分配及计算任务

的高效管理，进而优化了卸载比率和计算资源利

用。此外，文献[7]聚焦于无人机辅助多车队移动边

缘计算系统，通过设计基于2维路径跟踪模型和

Frenet框架的车队控制器，深入建模了空地通信与

车载计算的耦合特性，并提出了基于序列2次规划

法的优化算法，以最大化系统加权全局能效。

在算法应用层面，已有研究采用了强化学习算

法及其多种变体算法联合优化无人机轨迹、任务分

配和通信资源，以最小化任务延迟或能耗，提升空

地网络服务质量[8–17]。其中，Yan等人[10]提出基于

交通态势感知的无人机最优飞行轨迹算法，云计算

中心预测实时交通状况并周期性分配无人机至不同

任务区域。基于预测结果，构建飞行轨迹优化问题

以最小化无人机成本，并考虑飞行和转弯能耗。最

后提出基于深度强化学习的能效自主部署策略，获

得各任务区域无人机最优悬停位置。Liu等人[14]研

究了无人机辅助的车载边缘计算网络中的联合混合

缓存与替换方案。该方案综合考虑路侧单元(Rode-
Side Unit, RSU)和UAV的内容缓存与服务缓存，

采用深度Q网络优化无人机混合缓存数据选择和用

户任务卸载策略减少任务延迟。Yan等人[15]采用了

强化学习算法解决基于软件定义网络(Software
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Defined Network, SDN)的无人机辅助车联网计算

卸载优化问题，该算法充分考虑了车辆与UAVs的
移动性、动态网络环境以及信息时效性、能耗和租

赁价格之间的复杂关系。Zhang等人[16]则提出了迭

代优化算法，针对异构无人机辅助的车载边缘计算

问题，通过结合传统优化技术如二分法、连续凸逼

近算法(Successive Convex Approximation, SCA)
或启发式算法优化资源分配及无人机位置，旨在最

小化系统延迟或能耗成本。

此外，随着能量收集(Energy Harvesting, EH)

技术的进步，UAVs能够通过收集环境中的能量实

现可持续能源供应[18–22]。Firozjae等人[18]研究了地

面用户与作为飞行基站的UAVs之间的高能效上行

链路通信，利用EH技术从UAVs的上行用户信号中

收集能量，为UAVs的长时间运行提供了可能。Dai

等人[22]研究了基于能量收集的UAVs辅助车载任务

卸载的能量与任务分配优化问题。然而，目前的研

究尚未将EH辅助的UAVs作为调度中心，与路侧单

元(Road Side Units, RSUs)和基站(Base Station,

BS)协同进行计算任务的卸载迁移。然而，以上研

究尚未考虑长期视角下的动态快速智能空地协同计

算——即考虑到无人机与地面车辆的高动态性、系

统能耗动态特性，以及车载计算任务的随机到达特

性等综合因素，如何从长期优化角度实现异构网络

中的智能化快速卸载决策和资源分配以提升整体系

统服务效率。

鉴于此，本文创新性地提出一种能量收集辅助

的空地协作计算卸载架构，本架构实现了UAVs,

RSUs和BS之间的紧密集成，以协同高效处理车辆

产生的动态任务队列。通过引入EH技术，UAVs能

够捕捉并转化环境中的可再生能量，确保持续供电

与稳定算力。此外，考虑到信道条件的时变性和节

点的高移动性，本研究建模了混合整数规划(Mixed

Integer Programming, MIP)问题，并通过低成本

地迭代调整卸载决策和计算资源分配，以实现系统

性能的最优化。以下概述本文的主要贡献：

(1) 本文建模了能量收集辅助的动态空地协同

计算卸载问题，充分考虑无人机与地面车辆的高移

动性、无线信道的随机衰落以及任务的动态到达等

复杂因素，旨在满足多种动态约束及长期能耗约束

的同时，寻求最优的联合卸载决策与资源分配策

略，以最小化全局服务时延。

(2) 本文首次提出一种基于强化学习的计算卸

载策略——改进演员-评论家算法(Improved Actor-
Critic Algorithm, IACA)以解决上述混合整数规划

问题。本算法首先利用李雅普诺夫优化技术将问题

分解为帧级确定性优化问题，然后利用遗传算法计

算目标Q值替代目标神经网络输出以调整强化学习

进化方向，有效避免了算法陷入局部最优，提高了

求解效率和全局最优性。

(3) 本文通过详细的仿真实验验证了所提方案

在任务处理时延和计算复杂度方面的显著优势。与

现有的深度学习算法相比，本文提出的方案在车联

网环境下的实时计算服务中展现出了更高的效率、

更强的鲁棒性和更优的整体性能。 

2    系统模型

U = {1, 2, ..., |U |}
R = {1, 2, ..., |R |}

V = {1, 2, ..., |V |}

T
⟨Ct

u, D
t
u⟩

Ct
u

Dt
u

图1展示了所提出的能量收集辅助的空地协同

计算卸载架构，其包括一个由 个

UAV构成的空中网络， 个RSU、

辆车及1个BS b组成的地面网络。

UAV不仅具备通信和计算能力，还能作为中继

将计算任务卸载到RSU或BS进行处理。RSU和BS
作为地面固定基础设施，拥有稳定的能源供应。当

地面车辆行驶进入某UAV的覆盖区域时，它向该

UAV发出计算任务请求。UAV进一步选择在本地

处理器上直接计算，或者作为中继将任务转发给合

适的RSU或BS进行计算。本文将系统时间细分为

T个等长的时隙，每个时隙由t表示，长度为 。任

意UAV u在时刻t收到的任务请求用2元组

来表示，其中， 表示该计算任务所需CPU周期

数，而 则代表任务输入数据大小。

pt
v =

(xtv, y
t
v) v(v ∈ V ) pt

r =

(xtr, y
t
r) r(r ∈ R) pt

b =

(xtb, y
t
b)

u(u ∈ U)

pt
u = (xtu, y

t
u,H)

htu,r

htu,0

本文采用3维笛卡尔坐标系建模。地面网络中

所有的车辆、RSU和BS都位于0高度。用

表示车辆 在时刻 t的位置，

表示RSU  在时刻t的位置，

表示  BS b在时刻 t的位置。假设无人机

以固定高度H飞行，其坐标可以表示为

。此外，UAV和RSU, BS之间的通

信速度都与无线信道增益有关。本文引入了 和

两个参数，分别表示在第t个时隙内，UAV

u与RSU r, BS b之间的无线信道增益。信道增益在

 

 
图 1 能量收集辅助动态车辆网络中的空地协同计算卸载
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不同时隙间是独立且随机变化的，反映了无线通信

环境的不确定性和动态性。 

2.1  任务卸载模型

αt =
{
αt
u,s | u ∈ U,

s ∈ S}
S = {b} ∪R = {0, 1, ..., |R |}

∀s ∈ S, ∃αt
u,s = 0

αt
u,s = 1

s = 0 s > 0

本文采用二进制变量表示任务的卸载决策。具

体来说，定义任务卸载向量：

表示UAV u是否卸载到服务器s上执行，其

中 。本文用编号为“0”

的服务器指代BS b。当 时，表示

UAV u在t时刻选择在其本地执行计算任务，即不

进行任务卸载。相反，当 时，表示UAV

u决定将任务卸载到RSU或BS上执行。此时，如果

，则任务被卸载到BS上执行；若 ，则任

务将被卸载到RSU上执行。鉴于UAV的计算频率

和能量存储能力均有限，本文假定在每个时隙

t内，UAV仅能接受并处理单个计算任务。 

2.2  通信模型

εtu,v

由于实际通信环境中可能存在多种情况，如无

人机和车辆之间的直接可视路径视距(Line of
Sight, LoS)被障碍物遮挡时，通信信号将通过反

射、衍射等非视距(Non Line of Sight, NLoS)路径

进行传输。因此，本文假设UAV与车辆之间的无

线信道包括LoS和NLoS部分[22]。车辆v和UAV u在
时隙t的LoS信道概率 表示为

εtu,v =
1

1 + aexp (−b (θ − a))
(1)

θ = arctan·
(H/ ∥ptu − ptv∥)
其中， a和 b均为环境相关参数。

表示UAV在为车辆提供服务时的仰

角，其值随车辆和UAV的位置变化。因此，UAV
与车辆之间的信道增益由式(2)给出

htu,v =
τ0
(
εtu,v + ζ

(
1− εtu,v

))(
H2 + ∥pt

u − pt
v∥

2
) (2)

τ0 ζ

Rt
u,v

其中， 为参考距离1 m时的信道增益， 为NLoS
信道的衰减因子。在此基础上，在时隙t将计算任

务从车辆v卸载到UAV u，任务传输速率 可表

示为

Rt
u,v = Bt

u,vlog2

(
1 +

htu,vP
t
u,v

σ2
u,v

)
(3)

Bt
u,v, h

t
u,v, P

t
u,v, σ

2
u,v其中， 分别表示在时隙t处车辆v

和UAV u之间的信道带宽、信道增益、传输功率

和噪声功率。相应地，车辆任务的传输时延表示为

T t
u,v =

Dt
u

Rt
u,v

(4)

其次，UAV u和RSU r之间的信道增益表示为

htu,r = ϑ ·Ad

(
c

4πFu,r ∥pt
u − pt

r∥

)de

(5)

ϑ

Ad Fu,r de

Rt
u,r

其中， 表示UAV与RSU之间的路径损耗常数，

表示天线增益， 表示载波频率， 是路径损

耗指数。因此，二者之间的数据传输速率 为

Rt
u,r = Bt

u,rlog2

(
1 +

htu,rP
t
u,r

σ2
u,r

)
(6)

Bt
u,r, P

t
u,r σ2

u,r其中， 和 分别表示在时隙t处UAV u

和RSU r之间的信道带宽、传输功率及噪声功率。

由此得到，UAV将任务卸载到RSU的传输时延为

T t
u,r =

Dt
u

Rt
u,r

(7)

最后，UAV和BS之间的信道增益表示为

htu,0 = g0
d0

(∥pt
u − pt

0∥)
4 (8)

g0其中， 表示UAV与BS之间的路径损耗常数。则

二者之间的数据传输速率可以表示为

Rt
u,0 = Bt

u,0log2

(
1 +

htu,0P
t
u,0

σ2
u,0

)
(9)

Bt
u,0 P t

u,0

σ2
u,0

其中， 表示UAV u和BS b之间的信道带宽。

和 分别为UAV u和BS b之间的传输功率和噪声

功率。因而，UAV将任务卸载到RSU传输时延为

T t
u,0 =

Dt
u

Rt
u,0

(10)
 

2.3  计算模型 

2.3.1  UAV 本地计算模型

f tu给定UAV u在时隙t时的CPU计算频率 ，则

UAV u的本地计算时延、及本地计算消耗能量为

T t
u,L =

Ct
u

f tu
(11)

Et
u,L = κu(f

t
u)

2Ct
u (12)

κu > 0其中， 表示能耗系数，它描述了UAV在计算

过程中，其能耗与CPU计算频率之间的特定关系。 

2.3.2  UAV 卸载模型

f ts

在本文的假设中，考虑到RSU和BS的计算能

力和传输速率高于具有能量约束的UAV。此外，

假设从RSU或BS返回给UAV的计算结果的数据量

远小于UAV卸载给它们的原始数据量[23]。鉴于这

些假设，当UAV收到无法处理的计算任务时，将

会把这些任务卸载给地面的RSU或BS进行处理。

为了量化这一过程，本文假设 表示地面服务器的

计算频率，则其计算延迟可以表示为
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T t
s,G =

Ct
u

f ts
, s ∈ R ∪ {b} (13)

在UAV执行任务时，它需要悬停(Hover)以接

收数据、执行本地计算或卸载任务到RSU和BS[22]。
因此，悬停时长贯穿整个任务执行过程，包括车辆

到UAV的任务传输时间、本地计算时间或者卸载

任务并收到返回结果的时间。总悬停/总执行时间

表示为

T t
u,H = T t

u,v+

1−
|R|∑
s=0

αt
u,s

T t
u,L+α

t
u,r(T

t
u,r + T t

r,G)

+ αt
u,0(T

t
u,0 + T t

0,G), r ∈ R (14)

悬停状态的能耗与悬停时间成正比[9,22]，即

Et
u,H = ψt

uT
t
u,H (15)

ψt
u其中 为UAV在时隙t的每秒恒定能量消耗值。此

外，在UAV以恒定速度沿固定轨迹飞行的过程中，

会消耗推进能量，即飞行能耗。这一能耗通常与飞

行速度、飞行距离、UAV重量及空气阻力等因素

相关[5,22]。为了简化表达，其表示为

Et
u,F = µu

∥∥vt
u

∥∥2 (16)

µu vt
u其中， 是与UAV重量相关的能耗系数， 是UAV

u在t时刻的飞行速度。 

2.4  车辆移动模型

ℓ

考虑到车辆的移动性和跟驰特性，在向UAV
进行任务传输的过程中，车辆的行驶距离是动态变

化的。为保障通信的稳定性和效率，车辆必须保持

在UAV的有效通信范围内。这个通信范围通常被

定义为以UAV为中心，半径为 的圆形区域[24]。具

体表示为 ∣∣∣∣δtvT t
u,v ±

√
(xtu − xtv)

2

∣∣∣∣ ≤ ℓ (17)

δtv

S0

其中， 为车辆 v在时隙t的行驶速度。为了确保车

辆在直线道路上的行驶安全，本节遵循文献[25]中
的假设，即在最坏情况下(当前方车辆突然减速至

完全停止时)，后车与前车之间的最小距离间隙应

不小于一个特定的安全间隙 。因此，可以推导出

当前车辆的位置距离应满足∥∥pt
vl − pt

v

∥∥ ≥ S0+ δ
t
v∆t+

((
δtv
)2 − (δtvl)2) /2δb (18)

∆t ptvl, δ
t
vl δb

S0

其中， 是恒定的反应时间。 和 分别表示

前车的位置、行驶速度和制动操作的减速度。公式

的右侧由3部分组成： 表示基础安全间隙，确保

即使在极端情况下，两车之间也能保持一定的安全

δtv∆t

δtv

距离；第2部分 计算了在驾驶员的反应时间

内，后车以当前速度 行驶的距离；第3部分则

计算了从驾驶员开始制动到车辆完全停止所需的

距离。 

2.5  UAV能量收集模型

et

电池续航时间的限制会显著影响UAV的任务

卸载性能。作为一种解决方案，EH技术被应用于

无人机辅助的任务卸载中，UAV通常通过收集无

线射频能量来减轻其能量负担。然而，在实际场景

中，由于路径损耗等因素，基于射频的EH可能会

受到严重限制。因此，实际部署时可引入其他形式

的可再生能源(如太阳能和风能)，作为补充手段以

增强能量收集的效率与可靠性。根据文献[10,20,21]，
本文在建模无人机能量收集过程时，将其抽象化为

一系列连续到达的能量包，并假设能量包在每个时

隙的到达服从独立且同分布。假设用 表示在时隙

t开始时到达UAV的能量包。具体地

0 ≤ etu ≤ etmax , t ∈ {1, 2, ..., T} (19)

etmax其中， 表示 UAV在时隙t能够收集的最大可用

能量包。假设UAV u在初始时隙被完全充电，其

能量预算在整个任务执行期间被均匀分配。具体来

说，每个时隙的能量预算可以表达为

Ēu =
Eu

max

T
(20)

Eu
max

Et
u,L Et

u,H

Et
u,F

其中， 表示 UAV在完全充电状态下的能量阈

值。在时隙t，UAV u的系统能耗由3部分组成：本

地计算能耗 、悬停能耗 ，以及飞行能耗

。因此，系统能耗的表达式为

Et
u =

1−
|R|∑
s=0

αt
u,s

Et
u,L + Et

u,H + Et
u,F (21)

此外，为了确保UAV的能量可持续性，其长

期能耗应满足约束为

1

T

T∑
t=1

E
{
Et

u − et
}
≤ Ēu (22)

 

2.6  问题公式化

T t
sys =

∑U

u=1
T t
u,H

αt =
{
αt
u,s | u ∈ U, s ∈ S

}
f t
u = {f tu | u ∈ U}

基于上述分析，可以得出在时隙t的系统总处

理时延 。考虑到无线信道增益的

时变性、以及无人机能量收集的动态性，本文提出

对卸载策略 以及计算资源

分配 进行联合优化，以最小化系

统的平均时延。这一优化问题可以表述为
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P1 : min
αt,ft

1

T

T∑
t=1

E
{
T t
sys

}
s.t. C1 : 0 ≤ etu ≤ etmax

C2 :
1

T

T∑
t=1

E
{
Et

u − etu
}
≤ Ēu

C3 :

|R|∑
s=0

αt
u,s ≤ 1, αt

u,s ∈ {0, 1}

C4 :

U∑
u=1

1−
|R|∑
s=0

αt
u,s

 · f tu ≤ fmax
u

C5 :

∣∣∣∣δtvT t
u,v ±

√
(xtu − xtv)

2

∣∣∣∣ ≤ ℓ

C6 :
∥∥pt

vl − pt
v

∥∥ ≥ S0 + δtv∆t

+
((
δtv
)2 − (δtvl)2) /2δb

C7 : ∀v, vl ∈ V, ∀u ∈ U,∀s ∈ S,

∀t ∈ {1, 2, ..., T}



(23)

这里，约束C1表示由EH技术捕获的能量包具

有最大值；约束C2对应长期能源消耗预算，确保

UAV在执行任务过程中能够在预定的能耗限制内

运行；约束C3确保每个任务在一个时间段内最多

只能卸载到一个服务器；约束C4表明UAV进行本

地计算时所消耗的计算资源不能超过最大可用计算

容量，以保证任务能够在UAV本地得到有效处

理；约束C5表示在任务传输过程中，车辆应保持

行驶在UAV的覆盖范围内；约束C6表明后车与前

车之间的距离间隙不能小于特定的安全间隙。 

2.7  基于李雅普诺夫优化的问题解耦

{Yu (t)}Uu=1

Yu (1) = 0

李雅普诺夫优化理论的核心在于利用李雅普诺

夫函数评估系统稳定性，通过最小化李雅普诺夫漂

移(Lyapunov Drift)与性能惩罚项的加权和，在保

障系统稳定性的同时优化系统性能[5]。其中，李雅

普诺夫漂移是指在连续的时隙中李雅普诺夫函数值

的变化量，它衡量了系统状态随时间的变化趋势；

性能惩罚项是与系统性能目标相关的函数，它反映

了当前系统状态与理想性能状态之间的差距。该理

论能够将长期稳定性约束转化为每个时隙的决策优

化问题。因此，本节采用李雅普诺夫优化理论来解

决长期能量队列稳定性约束C2，将其解耦为逐帧

(即单个时隙 t)的稳定性约束。首先，为每个UAV
引入与之对应的虚拟能量队列 ，这些队

列是优化过程中的关键变量，反映出UAVs的能量

状态。初始时，所有队列被设定为零，即 ，

随后按照以下规则进行更新，以确保系统能够动态

地管理能量资源

Yu(t+ 1) = max
{
Yu(t) + Et

u − etu − Ēu, 0
}

(24)

L (Z( t ))

Z (t)

∆L (Z (t))

为了量化并控制这些队列的稳定性，本文定义

2次李雅普诺夫函数 ，该函数是队列状态

向量 的2次函数，能够反映系统偏离稳定状态

的程度。同时，引入李雅普诺夫漂移函数 ，

它衡量了在单个时隙内李雅普诺夫函数的变化量，

是评估系统稳定性变化的关键指标

L(Z(t)) =
1

2

U∑
u=1

Yu(t)
2

∆L(Z(t)) = E{L(Z(t+ 1))− L(Z(t)) | Z(t)}


(25)

Λ (Z( t ))

为了在维持队列稳定性的同时最小化系统任务

延迟，本文提出在每个时隙t内优化卸载决策和计

算资源的策略。其核心思想是通过最小化漂移加惩

罚函数 来寻找最优策略。该函数考虑了李

雅普诺夫漂移(即系统稳定性的变化)，同时通过引

入惩罚权重V来平衡系统平均时延的重要性。这里

的惩罚权重V是一个关键参数，它运行决策者在系

统稳定性和任务延迟之间做出灵活的权衡。具体来

说，V的值越大，系统越倾向于减少任务延迟而牺

牲队列稳定性；反之亦然。

Λ(Z(t)) ≜ ∆L(Z(t)) + V ·
U∑

u=1

E
{
T t
u | Z(t)

}
(26)

Λ (Z( t ))为了推导 的上界，即原问题P1在每个

时隙的上界，本文首先通过不等式性质得到

Yu(t+ 1)2 ≤ Yu(t)
2 + 2Yu(t)

(
Et

u − etu − Ēu

)
+
(
Et

u − etu − Ēu

)2
(27)

其次，通过对两边的U个队列求和，得到结果为

1

2

U∑
u=1

Yu(t+ 1)2 − 1

2

U∑
u=1

Yu(t)
2

≤ 1

2

U∑
u=1

(
Et

u − etu − Ēu

)2
+

U∑
u=1

Yu(t)
(
Et

u − etu − Ēu

)
(28)

接下来，通过对上述公式两边同时取期望，并

结合式(26)，可以得到

∆L(Z(t)) ≤ I+
U∑

u=1

Yu(t) · E
[
Et

u − etu − Ēu | Z(t)
]

(29)

其中，常数I代表了与队列状态无关的项，可表示为

1

2

U∑
u=1

E
[(
Et

u − etu − Ēu

)2]
≤ 1

2

U∑
u=1

[
(Emax

u )
2
+
(
Ēu

)2
+
(
etu
)2] ≜ I (30)
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最后，得到式(27)中漂移加惩罚表达式的上界

I+
U∑

u=1

{
Yu(t)E

[
Et

u − etu − Ēu | Z(t)
]

+V · E
[
T t
sys | Z(t)

]}
(31)

这一上界表达式提供了对整体系统漂移和惩罚

项的一个理论上界，也为后文进一步优化计算任务

卸载策略提供了指导。通过将原始问题P1转化为

一系列上界最小化子问题P2，本文能够采用更高

效的算法来求解，从而实现更好的系统性能和资源

利用率

P2 : min
αt,ft

V · T t
sys + Yu(t) · Et

u

s.t. C1,C3,C4,C5,C6,C7

 (32)
 

3    基于改进Actor-Critic的计算卸载与资源
优化算法

通过观察分析，可以发现问题P2是一个非凸

的、非确定性多项式时间难(Nondeterministic
Polynomial-hard, NP-hard)性质的混合整数规划

(Mixed Integer Programming, MIP)问题，直接求

解其最优方案是一项艰巨的任务。传统的优化方法

在面对此类问题时，尤其是在需要迅速响应的信道

相干持续时间内，往往难以找到最优或接近最优的

卸载决策。鉴于此，本文提出基于改进的Actor-Critic
强化学习算法IACA，旨在克服这些挑战并实现动

态稳定的在线计算卸载。 

3.1  MDP模型

结合本文的研究场景，本节旨在将问题P2转
化为一个马尔可夫决策过程(Markov Decision Pro-
cess, MDP)，以便更有效地优化网络中的平均时

延。这个过程被细分为一系列的时间步，每个时间

步中，系统根据当前状态进行决策，并相应地调整

计算任务的调度和资源分配。在MDP的框架下，

状态、动作和奖励的定义如下：

St St

Dt
u

Ct
u htu,s Yu (t)

St =
{
St
1,S

t
2
...,St

U

}
St
u =

{
Dt

u, C
t
u, h

t
u,r, h

t
u,0, Yu (t)

}

状态 ：在t时隙，系统状态 全面反映了车

载边缘计算网络的关键信息。状态主要包括时隙

t的任务数据大小 ，计算任务所需的CPU周期数

，信道增益状态 ，以及虚拟能量队列 。

因此，状态可以定义为 ，其中

。

At At

αt
u,s = 1∑|R|

s=0
αt
u,s = 0

f tu

动作 ：动作空间 包含了UAV在t时隙对

计算任务的所有可能操作。这些动作主要包括UAV
对每个任务的卸载调度决策，以及UAV的计算频

率分配。具体来说， 时表示任务被UAV卸

载到服务器 s计算。若 则表示任务

在本地UAV u计算。 表示 UAV为任务分配的CPU

At =

{αt,f t} =
{
αt
u,s | u ∈ U, s ∈ S

}
∪ {f tu | u ∈ U}

频率。因此，t时隙的动作空间可以表示为

。

Rt

Rt = −{V · T t
u + Yu (t) · Et

u}

奖励 ：借助李雅普诺夫优化理论，原始优

化目标被解耦为一系列上界子问题，即最小化时延

与能耗相关的函数值。因此，本文将奖励函数定义

为与优化目标负相关，即   。 

3.2  IACA算法

St

πθ St {
α̂tf̂ t

}

St At

Rt

为了解决上述决策问题，本文构建了两个深度

神经网络 (Deep Neural Networks, DNNs)，即演

员 (Actor) 和评论家 (Critic)，它们的参数分别用

θ和ω表示。图2所示为IACA算法架构图。首先，

Actor网络根据当前的环境状态 来生成卸载策略

。具体来说，它将状态 作为输入，然后输出

一个介于0～1的连续动作向量 ，这些值分

别代表了卸载决策和计算频率的松弛值。随后，

这些连续动作会被量化为二进制值。之后，Critic
网络负责评估Actor网络所生成的动作的质量。它

根据当前的状态 和量化后的动作 来计算奖励

的近似值。对于Actor和Critic的详细描述如下。

α̂t f̂ t

z = max{v, 0}

S = 1/ (1 + e−v)

α̂t

Rt

St+1 {St,At, Rt,St+1}

演员Actor：它根据系统状态的集合作为输入来

生成当前的计算卸载和计算频率决策 ,  。该网

络的设计利用了通用近似定理的原理，即使用适当

的激活函数并具备足够数量的隐藏神经元，神经网

络就能够逼近任何连续函数。Actor网络采用了ReLU
作为隐藏层的激活函数。ReLU函数通过简单的阈值

操作 来定义神经元的输出。在输出层，为

了确保输出的松弛动作值在(0,1)的范围内，本文采

用了sigmoid激活函数，具体形式为 。

接下来，为了将松弛卸载动作 转化为实际的二进

制卸载动作，本文采用了一种保序量化方法[26]。这种

方法的核心思想是在量化过程中保持原始动作值之

间的相对顺序不变，以确保决策的一致性。量化后

的决策和卸载动作执行后，系统会给出奖励 并过

渡到下一个状态 。这些经验数据

被存储在一个有限容量的经验回放缓冲池中，当达

到容量上限时，旧数据将被新数据替换。

π

评论家Critic：它通过使用价值函数来估计给

定状态下执行特定动作的长期奖励，从而指导Act-
or选择更优的动作。在本文中，经验回放技术被用

来训练Actor和Critic网络，以迭代地改进策略 。

网络模型的训练包含如下两个步骤：

{St,At, Rt,St+1}

λt

Rt St+1

(1) Critic网络参数的更新。首先，智能体从经

验回放缓冲池中随机选择多组数据

作为该网络的输入。然后，智能体计算时间差分

(Temporal Difference, TD)目标值 ，该值由当前

奖励 和下一状态 下的期望Q值组成，即
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λt = Rt + γQ(St+1,At+1 : ω′) (33)

γ ω′

Q (St,At : ω) λt

ω

其中， 为奖励折扣因子， 是Critic网络的目标网

络参数。最后通过最小化Critic网络输出的当前状

态值函数 与TD目标值 的均方误差

损失来更新该网络参数 ，损失函数定义为

Loss(ω) =
1

2
[Q(St,At : ω)− λt]

2 (34)

St At

Q (St,At)

(2) Actor网络参数的更新。首先，Actor网络

根据当前状态 选择动作 。接着，从Critic网络

中得到该动作在当前状态下的Q值 。最

后，并采用策略梯度的方法对Actor网络进行参数

更新，以最大化期望奖励。损失梯度定义为

Loss(θ) = ∇θ lnπθ (St,At)Q(St,At : ω) (35)

α̂t

R̄t

Rt

最后，为了增强强化学习算法的探索能力，避

免在求解卸载决策时陷入局部最优，本工作引入了

改进的遗传算法来辅助求解卸载决策 。当遗传

算法找到的卸载决策所获得的奖励 优于Actor网
络的生成决策所获得的奖励 时，这些更优的卸

载决策将被用来替代Actor生成的决策，并加入到

经验回放缓冲池中。遗传算法的实施步骤如下所述：

Npop item pc

pm

(1) 初始化种群：在初始化阶段，确定了种群

规模 、迭代次数 、交叉概率 和变异概率

。

Fi

(2) 计算种群的适应度：使用式(33)作为适应

度函数计算每个个体的适应度值 。

Fi

(3) 选择：在该阶段，个体的选择是基于轮盘

赌的方法，其中选择个体进行重组的概率与其适应

值  相关。轮盘赌的计算方法为

pi = 1− Fi

Npop∑
j=1

Fj

(36)

该选择策略使得那些适应度较高的个体更有机

会参与到种群的重组过程中，提高种群的整体适

应性。

(4) 交叉：该阶段将选择阶段中的个体进行组

合，以期望产生更加多样化且具有更高适应度的后

代个体，从而推动种群向着更优解的方向演进。

(5) 变异：基于概率选择，若个体进入变异阶

段，则可以通过增强染色体基因突变的能力，更有

效地向着更高适应度的方向转变，从而显著提高算

法的局部搜索能力。

(6) 停止迭代：当达到设置的最大迭代次数或

者种群中个体的适应度不再增加时，就停止迭代并

返回当前最优结果。

φ(St, Āt) = R′t +Q(St+1,

Āt+1 : ω
′
)

λt

当采取该算法生成的动作时，最大回报被计算

为 状 态 动 作 的 值 (即

)。然后，使用它来替换预测的Q值(即

)以更新网络参数，其表示为

Loss(ω) =
1

2

[
Q(St, Āt : ω)− ϕ(St, Āt)

]2
Loss(θ) = ∇θ lnπθ

(
St, Āt

)
Q(St, Āt : ω)

 (37)

综上所述，在联合优化卸载决策和计算资源分

配时，采用本文所提出的算法框架，系统能够持续

与环境互动，优化网络参数，直至达到理想的优化

目标。算法1呈现了IACA算法的伪代码。 

 

 
图 2 IACA算法架构图
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4    性能仿真与分析
 

4.1  仿真设置

×

δtv = u0 (1− k/kj) u0

kj

∆t δb

ℓ vtu

τ0

ζ

κu 10−28

f tu, f
t
r , f

t
b

本节使用Python3.11.7和PyTorch1.2.1实现了

所提算法，并构建了仿真模型来评估其性能。仿真

场景设定在一个20 20 km2的区域内，该区域内的

UAV, RSU以及车辆的数量均可根据具体的实验需

求进行灵活配置。车辆行驶模型参考Green shield
模型[27]，假设在不间断的交通流条件下，车辆速度

与密度呈线性关系，即 ，其中

表示自由流速度，k表示密度， 表示交通堵塞密

度。车辆行驶过程中应保持与前车的最小距离为2 m，
且其反应时间 和制动操作减速度 分别为1.1 s
和1 m/s2。UAV的飞行高度固定为50 m[19]，半径

的覆盖区域为200 m[24]，飞行速度 为25 m/s[20]。

车辆与UAV的信道模型环境参数a和b分别设置为

4.88和4.2 [28]。设定UAV的重量为9.65 kg，总能

量预算为500 kJ。此外，信道功率增益 和衰减因

子 分别设置为–50 dB和0.2[20]。UAV的悬停功率

为220 W，能量系数 设定为 [ 7 ]。UAV,
RSU和BS的计算能力  分别分布在[3,5] GHz,

[5,8] GHz, [9,10] GHz[22]。IACA算法的模型参数以

及其他实验参数的取值详见表1。

此外，为验证所提空地协同动态卸载框架的有

效性，本研究不仅采用了CPLEX和CVX工具作为

基准求解方法，还引入了随机算法(Random Al-
gorithm, RA)、基于单DNN的强化学习算法(Rein-
forcement Learning Algorithm based on Single
DNN, RLASD)和基于优势动作评论的强化学习算

法(Reinforcement Learning algorithm based on
Advantage Actor-Critic, RLA2C)作为比较算法。

(1) CPLEX：在CPLEX求解卸载决策后，

MIP问题转化为非凸子问题。本文采用逐次凸近似

方法将其转化为凸问题，并利用CVX技术求解，

以确保高效解决。

 

算法 1  基于改进Actor-Critic强化学习算法的计算卸载策略

St V γ　输入：系统状态  ，参数  ，奖励折扣因子  ，Actor 网络结构，Critic 网络结构

α̂t f̂ t　输出：卸载决策 ，每个时间帧对应的最优计算频率分配

　(1) 初始化经验池, 网络模型参数以及系统环境参数；

← 1, 2, ...　(2) for episode   do

S0　(3) 　获取当前环境系统初始状态 

α̂t
u,s, f̂

t
u　(4) 　Actor 生成一个0～1的松驰动作  ；

α̂t
u,s f̂ t

u α̂t f̂ t At　(5) 　将 和 量化为二进制动作 和满足约束条件的计算频率 ，得到动作 ；

At St+1 Rt　(6) 　基于动作   得到下一个的状态   和当前奖励  ;

ᾱt
u,s, R′

t　(7) 　改进遗传算法生成卸载决策 和奖励  ；

R′
t > Rt　(8) 　if   then

At =
{
ᾱt
u,s, f

t
u

}
　(9) 　　

Rt = R′
t　(10)     

{St,At, Rt,St+1}　(11)   将   存储至缓冲池中;

　(12)   for Agent do

{St,At, Rt,St+1}　(13)     从经验池中随机采样批量数据  ;

λt = Rt + γQ
(
St+1,At+1 : ω

′
)

　(14)     通过   计算 TD 目标值;

Loss (ω) =
1

2
[Q (St,At : ω)− λt]

2
　(15)     计算损失值  ，更新 Critic 网络；

Loss (θ) = ∇θ lnπθ (St,At)Q (St,At : ω)　(16)     计算损失值   ，采用策略梯度更新 Actor 网络；

t = 1, 2, ..., T　(17) for   do

　(18)   获取时隙t 的环境状态；

α̂t f̂ t　(19)   利用训练好的 Actor-Critic 模型，得到时隙t的最优卸载决策 和计算频率 ；

 

表 1  实验参数表

参数 值 参数 值

κuUAV计算能效系数  10–28 vtuUAV飞行速度  25 m/s

Bu,v可用带宽 3 MHz Bu,r可用带宽  1 MHz

Bu,0可用带宽  2.5 MHz γ奖励折扣因子  0.95

模型训练优化器 AdamOptimizer 批处理数量 512

Actor 学习率 0.001 Critic 学习率 0.002

Ad天线增益 3 Fu,r载波频率 915 MHz

g0路径损耗 –40 dB d0参考距离  1 m
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(2) RLASD[26]：在该算法中，首先通过单个DNN
网络制定卸载决策。随后，利用对数障碍函数方法

将计算资源优化问题转化为无约束形式，最后通过

牛顿法迭代求解，得出优化后的计算频率决策。

(3) RA：每个时隙，UAV随机选择本地执行

或卸载至RSU/BS。若资源或能耗受限，则随机换

服务器。确定卸载决策后，用对数障碍函数方法和

牛顿法优化资源问题。

(4) RLA2C [29]：该算法运用基于优势动作评

论的强化学习算法，求解本文提出的经李雅普诺夫

优化技术分解的计算卸载和资源优化子问题，旨在

最小化优化目标。 

4.2  性能验证

图3展示了IACA算法框架中Actor和Critic网络

的训练损失以及系统实现的奖励变化，验证了IACA
算法的高效收敛性能。经过4 000次训练回合，智能

体通过不断与环境交互，优化了决策策略，并更新

了网络参数。图3(a)和图3(b)显示，Actor和Critic
网络的损失函数值随训练次数的增加而逐渐下降，

这表明网络模型在逼近真实环境模型方面取得了进

步。图3(c)则显示，奖励值随训练次数的增加而增

大，并最终趋于稳定，表明智能体找到了更高效的

决策策略。

图4(a)和图4(b)揭示了系统平均时延与能耗随

时隙数变化的趋势。随着时隙数递增，除RA算法外，

各算法的系统平均延迟逐渐降低并趋于平稳。在此

过程中，RA算法因随机卸载决策而表现出最高延

迟。相比之下，RLA2C算法凭借引入的优势函数，

在高效学习与训练中超越了RLASD算法的表现。

而IACA算法，通过强化学习模型在动态环境中的

反复训练，实现了接近CPLEX最优解的平均服务

延迟。此外，IACA算法还通过最小化长期能耗约

束下的李雅普诺夫漂移加惩罚函数上界，大幅度降

低了系统平均能耗，在与RA和RLASD算法的对比

中凸显出显著优越性。

图5(a)和图5(b)展示了任务输入数据大小对系

统性能的影响。随着传输数据量从750 kbit增长至

1 000 kbit，系统平均延迟与能耗均呈现出逐步攀

升的趋势。本文提出的IACA算法凭借其与环境的

有效交互以及采用的改进遗传算法，能够稳健地生

成接近理想状态的最优解，无论是能耗还是时延均

表现出色。相比之下，RLASD与RLA2C算法在处

理大型任务时，由于训练环境的不稳定性，导致它

们与CPLEX解之间的差距逐渐拉大。而采用RA算
法求解问题时，系统平均时延与能耗则呈现出较大

的波动性。

 

 
图 3 不同时隙数下的训练损失和奖励

 

 
图 4 不同时隙数对系统性能的影响
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在图6(a)和图6(b)中展示了时隙数T为200时，

李雅普诺夫控制参数惩罚权重V对系统平均时延和

能耗的影响。通过引入V到李雅普诺夫漂移加惩罚

函数中，本文实现了对系统性能的精细控制。随着

V值的增加，四个算法的系统平均时延逐渐降低，

而系统能耗则逐渐提高，且二者最终逐渐趋于稳

定。所提出的IACA算法，由于在强化学习过程中

采用了目标Q值改进机制，在系统时延和能耗优化

方面具有更好的性能。

图7(a)和图7(b)揭示了UAV能耗阈值与数量对

系统平均时延的影响。随着UAV能耗阈值的提

升，其计算能力增强，本地计算效率提高，进而降

低了系统总时延。提出的IACA算法有效避免了求

解卸载决策时的局部最优问题，能灵活应对能耗阈

值的变化，并通过稳定训练模型，实现了优于

RLA2C, RLASD和RA算法的性能。另一方面，增

加UAV数量初期能显著降低系统平均时延，但当

数量过多且大数据量任务倾向于在UAV本地计算时，

由于UAV计算能力相对RSU和BS较弱，系统时延

会略有上升。此外，未结合遗传算法的强化学习算

法RLASD和RLA2C，在稳定性和训练效果上均不

及IACA算法。 

 

 
图 5 不同任务大小对系统性能的影响

 

 
图 6 不同李雅普诺夫控制参数V对系统性能的影响

 

 
图 7 不同UAV能耗阈值和数量对系统平均时延的影响
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5    结论

本文深入研究了动态车辆网络中能量收集辅助

的计算卸载和资源优化问题。其中，UAV作为任

务调度中心与RSU和BS协同工作，为车辆提供计

算服务，以降低系统平均计算时延。本文提出了IACA
算法解决该复杂的MIP问题。首先，通过李雅普诺

夫优化，将MIP问题分解为每一帧确定性子问题。

然后，提出基于改进Actor-Critic强化学习算法的

计算卸载算法来解决每一帧MIP问题。在迭代过程

中，为扩大解空间且避免陷入局部最优解，本算法

将改进遗传算法生成的高质量卸载决策加入到提供

数据的缓冲池中。最后，通过全面的性能评估，验

证了所提计算卸载架构和算法能够以较低的计算复

杂度降低系统时延。
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Abstract:

Objective　In response to the rapid growth of mobile users and the limited distribution of ground

infrastructure, this research addresses the challenges faced by vehicular networks. It emphasizes the need for

efficient computation offloading and resource optimization, highlighting the role of Unmanned Aerial Vehicles

(UAVs), RoadSide Units (RSUs), and Base Stations (BSs) in enhancing overall system performance.

Methods　This paper presents an innovative research methodology that proposes an energy harvesting-assisted

air-ground cooperative computation offloading architecture. This architecture integrates UAVs, RSUs, and BSs

to effectively manage the dynamic task queues generated by vehicles. By incorporating Energy Harvesting (EH)

technology, UAVs can capture and convert ambient renewable energy, ensuring a continuous power supply and

stable computing capabilities. To address the challenges associated with time-varying channel conditions and

high mobility of nodes, a Mixed Integer Programming (MIP) problem is formulated. An iterative process is

used to adjust offloading decisions and computing resource allocations at low cost, aiming to optimize overall

system performance. The approach is outlined as follows:

    Firstly, an innovative framework for energy harvesting-assisted air-ground cooperative computation

offloading is introduced. This framework enables the collaborative management of dynamic task queues

generated by vehicles through the integration of UAVs, RSUs, and BSs. The inclusion of EH technology ensures

that UAVs maintain a continuous power supply and stable computing capabilities, addressing limitations due

to finite energy resources.

    Secondly, to address system complexities—such as time-varying channel conditions, high node mobility, and

dynamic task arrivals—an MIP problem is formulated. The objective is to optimize system performance by

determining effective joint offloading decisions and resource allocation strategies, minimizing global service

delays while meeting various dynamic and long-term energy constraints.

    Thirdly, an Improved Actor-Critic Algorithm (IACA), based on reinforcement learning principles, is

introduced to solve the formulated MIP problem. This algorithm utilizes Lyapunov optimization to decompose

the problem into frame-level deterministic optimizations, thereby enhancing its manageability. Additionally, a

genetic algorithm is employed to compute target Q-values, which guides the reinforcement learning process and

enhances both solution efficiency and global optimality. The IACA algorithm is implemented to iteratively

refine offloading decisions and resource allocations, striving for optimized system performance.

    Through the integration of these research methodologies, this paper makes significant contributions to the

field of air-ground cooperative computation offloading by providing a novel framework and algorithm designed

to address the challenges posed by limited energy resources, fluctuating channel conditions, and high node

mobility.

Results and Discussions　The effectiveness and efficiency of the proposed framework and algorithm are

evaluated through extensive simulations. The results illustrate the capability of the proposed approach to

achieve dynamic and efficient offloading and resource optimization within vehicular networks. The performance

of the IACA algorithm is illustrated, emphasizing its efficient convergence. Over the course of 4 000 training

episodes, the agent continuously interacted with the environment, refining its decision-making strategy and

updating network parameters. As shown, the loss function values for both the Actor and Critic networks

progressively decreased, indicating improvements in their ability to model the real-world environment.

Meanwhile, a rising trend in reward values is observed as training episodes increase, ultimately stabilizing,

which signifies that the agent has discovered a more effective decision-making strategy.

    The average system delay and energy consumption relative to time slots are presented. As the number of

slots increases, the average delay decreases for all algorithms except for RA, which remains the highest due to

random offloading. RLA2C demonstrates superior performance over RLASD due to its advantage function.

IACA, trained repeatedly in dynamic environments, achieves an average service delay that closely approximates

CPLEX’s optimal performance. Additionally, it significantly reduces average energy consumption by minimizing

Lyapunov drift and penalties, outperforming both RA and RLASD.

    The impact of task input data size on system performance is examined. As the data size increases from

750 kbit to 1 000 kbit, both average delay and energy consumption rise. The IACA algorithm, with its effective

114 电    子    与    信    息    学    报 第 47 卷



interaction with the environment and enhanced genetic algorithm, consistently produces near-optimal solutions,

demonstrating strong performance in both energy efficiency and delay management. In contrast, the

performance gap between RLASD and RLA2C widens compared to CPLEX due to unstable training

environments for larger tasks. RA leads to significant fluctuations in average delay and energy consumption.

    The effect of the Lyapunov parameter V on average delay and energy consumption at T=200 is illustrated.

With V, performance can be finely tuned; as V increases, average delay decreases while energy consumption

rises, eventually stabilizing. The IACA algorithm, with its enhanced Q-values, effectively optimizes both delay

and energy. Furthermore, the impact of UAV energy thresholds and counts on average system delay is

demonstrated. IACA avoids local optima and adapts effectively to thresholds, outperforming RLA2C, RLASD,

and RA. An increase in the number of UAVs initially reduces delay; however, an excess can lead to increased

delay due to limited computing power.

Conclusions　The proposed EH-assisted collaborative air-ground computing offloading framework and IACA

algorithm significantly improve the performance of vehicular networks by optimizing offloading decisions and

resource allocations. Simulation results validate the effectiveness of the proposed methodology in reducing

average delay, enhancing energy efficiency, and increasing system throughput. Future research could focus on

integrating more advanced energy harvesting technologies and further refining the proposed algorithm to better

address the complexities associated with large-scale vehicular networks. (While specific figures or tables are not

referenced in this summary due to format constraints, the simulations conducted within the paper provide

comprehensive quantitative results to support the findings discussed.)

Key words: Air-ground integrated vehicle networking; Energy Harvesting (EH); Computational offloading;

Reinforcement learning; Genetic algorithms
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