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摘   要：方面级情感分析目前主要采用注意力机制与传统神经网络相结合的方法对方面与上下文词进行建模。这

类方法忽略了句子中方面与上下文词之间的句法依存信息及位置信息，从而导致注意力权重分配不合理。为此，

该文提出一种面向方面级情感分析的交互图注意力网络模型(IGATs)。该模型首先使用双向长短期记忆网络

(BiLSTM)学习句子的语义特征表示，并结合位置信息生成新的句子特征表示，然后在新生成的特征表示上构建

图注意力网络以捕获句法依存信息，再通过交互注意力机制建模方面与上下文词之间的语义关系，最后利用soft-

max进行分类输出。在3个公开数据集上的实验结果表明，与其他现有模型相比，IGATs的准确率与宏平均F1值

均得到显著提升。
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Abstract: At present, aspect-level sentiment analysis uses mainly the method of combining attention

mechanism and traditional neural network to model aspect and contextual words.These methods ignore the

syntactic dependency information and position information between aspects and contextual words in sentences,

which leads to unreasonable weight allocation of attention. Therefore, an Interactive Graph ATtention (IGATs)

networks model for aspect-level sentiment analysis is proposed. Bidirectional Long Short-Term Memory

(BiLSTM) network is firstly used to learn the semantic feature representation of sentences. And then the

position information is combined to update the feature representation, a graph attention network is constructed

on the newly generated feature representation to capture syntactic dependency information. Finally, interactive

attention mechanism is used to model the semantic relations between the aspect and contextual words.

Experimental results on three public datasets show that the accuracy and macro average F1 value of IGATs are

significantly improved compared with other existing models.

Key words: Natural language processing; Aspect-level sentiment analysis; Position embedding; Graph attention

network; Attention mechanism

 

1    引言

方面级情感分析，也称细粒度情感分析，是情

感分析的一个子领域，旨在识别在线评论中明确给

出的方面的情感极性[1]。例如：“The restaurant
environment is very good, but the waiter atti-
tude is so bad.”在这句话中，“restaurant envi-
ronment”和“waiter attitude”是两个不同的方

面，可以看出，“restaurant environment”的情

感极性是积极的，而“waiter attitude”的情感极

性是消极的。由于两个方面的情感极性是截然相反

的，因此不能仅考虑句子层面的情感极性。
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早期，情感分析问题主要采用知识工程与传统

机器学习相结合的方法[2–4]。近年来，以神经网络

为代表的深度学习在各个领域取得了显著进展[5–9]，

由于其可以自动提取特征而不需要人工干预，一些

学者采用神经网络解决情感分析问题 [7–9]。然而，

基于神经网络的方法不能有效地区分句子中每个单

词的重要程度，而且句子的情感极性不仅由内容决

定，还与所涉及的方面密切相关。为此，一些学者

将注意力机制引入情感分类任务中[10–14]，以重点关

注句子中的方面。文献[10]提出了一种基于注意力

机制的长短期记忆网络模型(ATtention-based

Long Short-Term Memory network with Aspect

Embedding, ATAE-LSTM)，当不同的方面作为输

入时，注意力机制可以关注句子中的不同部分。文

献[11]将记忆网络(Memory Network, MemNet)引

入情感分类任务中，并结合多层注意力机制生成方

面与上下文的特征表示。文献[12]认为目标和上下

文都需要特殊对待，需要使用交互注意力机制来学

习各自的表示，因而提出了交互式注意网络(Inter-

active Attention Networks, IAN)。文献[13]指出

IAN模型中的池化操作会忽略句子与目标之间的词

对交互，需要以联合的方式对方面和句子进行建

模，为此提出一种新的交互注意力模块(Attention-

Over-Attention, AOA)。文献[14]提出了一种方面-

上下文交互表示结构，该结构通过使用多头注意力

机制来生成方面和上下文的特征表示。

虽然注意力机制与传统神经网络相结合的方法

已经取得了一定效果，但是这类方法忽略了句子中

方面与上下文词之间的句法依存信息以及位置信

息，可能导致注意力机制难以学习到合适的注意力

权重。具体来说，现有的注意力机制可能导致给定

的方面错误地将句法上不相关的上下文词识别为情

感词。为了解决这一问题，一些学者将图神经网络

(Graph Neural Network, GNN)引入情感分类任务

中[15,16]，使得句法依存信息得到了有效的利用。文

献[15]使用图卷积网络(Graph Convolutional Net-

work, GCN)从句子的依赖树中学习节点表示，并

结合注意力机制将其用于情感分类任务。文献[16]

提出了一种基于GCN的方面级情感分类模型，该

模型可以有效地捕捉句子中多个方面之间的情感依

赖关系。此外，方面与上下文词之间的位置信息对

识别方面的情感极性来说也是至关重要的，句子中

与方面相邻的词要比其他距离较远的词受到更多的

关注。为了合理地利用位置信息，文献[17]提出了

一种位置感知双向注意力网络模型(Position-aware

Bidirectional Attention Network, PBAN)，该模型

不仅关注方面的位置信息，还利用双向注意力机制

相互建模方面和句子之间的关系。文献[18]提出一

种基于依存树及距离注意力的句子属性情感分类模

型(Dependency Tree and Distance Attention,

DTDA)，该模型通过计算句子中方面与上下文词

的相对距离与语法距离，构造包含语义信息和距离

信息的句子特征表示。需要注意的是，上述方法大

多对句法依存信息以及位置信息进行单独建模，依

存信息以及位置信息并没有得到有效的利用，这使

得注意力机制的作用没有得到充分的发挥。为此，

本文提出一种面向方面级情感分析的交互图注意力

网络模型(an Interactive Graph ATtention networks,

IGATs)。本文的贡献如下：

(1)本文对句子中方面与上下文词之间的句法

依存信息与位置信息进行了有效的建模，使得模型

不仅能够学习到位置信息，还能够捕获到词与词之

间的句法依存关系；

(2)模型使用交互注意力机制建模方面与上下

文词之间的语义关系，并分别生成方面与上下文的

表示，以判断方面的情感极性；

(3)本文在3个公开数据集上评估模型的性能，

实验结果表明，该模型对不同数据集的准确率

(Accuracy, Acc)与宏平均F1值(Macro average F1,

MF1)均有所提升，并进一步证明了句法依存信息

与位置信息对模型的重要性。 

2    图注意力网络
 

2.1  句法依存树

本文借助Spacy文本处理库中的依存解析器生

成句子的句法依存树。以“Its size is ideal but the

weight is unacceptable.”为例，其依存树结构如

图1所示。其中，黄色字体表示方面词，红色字体

表示情感词，有向边表示依存关系，标签表示依存

关系类型。为了使句法结构的作用得以充分发挥，

本文使用图注意力网络(Graph Attention Network,

GAT)编码句法依存树，以捕获词与词之间的句法

依存关系。 

2.2  图注意力网络

N

İ

hl+1
i hl+1

i ∈ RKdl+1

K

dl+1

图注意力网络(GAT) [19]是GNN的一种变体，

它通过使用多头注意力机制聚集邻居节点的表示来

迭代更新每个节点的表示，实现了对不同邻居节点

权重的自适应分配。给定一个有 个节点的依存图

(即句法依存树)，设图中任意节点 在第i层GAT所

对应的特征向量为 , , 表示图注

意力的头数， 表示头数为1的情况下，图注意

力网络输出的特征向量的维度。更新公式为
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hl+1
i =

∥∥K
k=1 σ

 ∑
j∈N(i)

alkijW
lkhl

j

 (1)

alkij =
exp(LeakyReLU(aT

lk[W
lkhl

i ∥ W lkhl
j ]))∑

u∈N(i)

exp(LeakyReLU(aT
lk[W

lkhl
i ∥ W lkhl

u]))

(2)

∥ N(i) i

alkij l k

W lk ∈ Rdl+1×dl

aT
lk ∈ R2dl+1

hl
j ∈ Rdl

其中， 表示拼接操作， 表示节点 的邻接节

点， 表示第 层GAT的第 个注意力头计算出的

权重系数， 与 是权重参数，

表示邻接节点的隐藏状态向量，LeakyReLU

表示激活函数。 

3    交互图注意力网络模型IGATs

IGATs模型(如图2)主要由词嵌入层与LSTM
层、位置嵌入层、GAT层、交互注意力层与输出

层5部分组成。模型的组件在本节其余部分单独

介绍。 

3.1  词嵌入层与LSTM层

n (w1, w2, ..., wa+1, ...,

wa+m, ..., wn−1, wn) (wa+1, wa+2, ..., wa+m)

m

E ∈ R|V |×de

|V |
de

H = (h1,h2, ...,ha+1, ...,ha+m, ...,hn−1,hn)

Hc = (hc
1,h

c
2, ...,h

c
a+1, ...,h

c
a+m, ...,hc

n−1,h
c
n)

Ha = (0, ...,ha
a+1, ...,h

a
a+m,

..., 0) hi ∈ R2dh i

dh

给定一个包含 个词的句子

，其中，

表示有 个词的方面(可以是方面词或方面短语)。

本文首先使用嵌入矩阵 将每个单词嵌入

到低维实值向量空间中，其中， 表示词表的大

小， 表示词嵌入的维数；然后，将初始化的单词

向量输入到BiLSTM中，以生成句子的隐藏状态向

量 ；最后

通过copy操作与mask操作分别生成上下文的隐藏状

态向量

与方面的隐藏状态向量

，其中 表示第 个词的隐藏状态向量，

为单向LSTM的输出维数。 

3.2  位置嵌入层

位置嵌入层(Position Embedding, PE)采用方

面与上下文词之间的距离来衡量二者的相关性，距
 

 
图 1 句法依存树

 

 
图 2 IGATs模型
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wa wi

di di

离分为语法距离和相对距离。语法距离可由句法依

存树得到，设方面词 与上下文词 之间的语法距

离为 ，文献[18]将 定义为二者在依存树中的路径

长度，语法距离特征计算公式为

si =

1− di
2dmax

, 1 ≤ i < a+ 1, a+m < i ≤ n

0, a+ 1 ≤ i ≤ a+m

(3)

S = (s1, s2, ..., sn)

dmax si

wi

通过计算式(3)可以得到句子中方面与上下文

词之间的语法距离特征向量 。其

中， 表示路径长度的最大值， 表示方面与上

下文词 之间的语法距离特征。若方面为短语，则

以该短语中距离依存树根节点最近的一个单词作为

方面词。相对距离可由方面与上下文词在句子中的

路径长度得到，相对距离特征计算公式为

ri =


1− a+ 1− i

n
, 1 ≤ i < a+ 1

0, a+ 1 ≤ i ≤ a+m

1− i− a−m

n
, a+m < i ≤ n

(4)

R = (r1, r2, ..., rn)

ri wi

通过计算式(4)可以得到句子中方面与上下文

词之间的相对距离特征向量 ，其

中 表示方面与上下文词 之间的相对距离特征。

然后，结合语法距离特征和相对距离特征生成新的

距离特征表示

pi =
ri + si

2
(5)

pi wi其中， 表示句子中方面与上下文词 之间的距离

特征。最后，通过引入距离特征更新句子的隐藏状

态，新生成的句子特征表示包含了单词的语义信息

和位置信息。更新公式为

hi = pihi (6)
 

3.3  GAT层

l H l = {hl
1,

hl
2, ...,h

l
a+1, ...,h

l
a+m, ...,hl

n−1,h
l
n} hl

i ∈ R2Kdh

本文使用GAT捕获句子中方面与上下文词之

间的句法依存关系，GAT层的初始输入为位置嵌

入层的输出，为了使位置嵌入层的作用得以充分发

挥，本文对每层GATs的输入都进行了位置嵌入，

由前文可知， 层GATs的输出结果为

, 。
 

3.4  交互注意力层

交互注意力层(Interactive Attention layer,
IAtt)使用交互注意力机制建模方面与上下文之间

的语义关系，并分别生成方面和上下文的表示。由

于GAT层采用多头注意力机制来更新节点的隐藏

状态，拼接操作会导致模型参数过多，为了防止过

拟合，本文首先引入线性层对GAT层的输出进行

降维

hi = Whl
i + b (7)

W ∈ R2dh×2Kdh b ∈ R2dh

A = {0, ...,aa+1, ...,aa+m,

..., 0} C = {c1, c2, ..., ca+1, ...,

ca+m, ..., cn−1, cn}
hc
i ∈ Hc ai ∈ A

βt hc
t

αt

其中， 和 分别是权重参数和

偏置项。然后，本文借助mask操作与copy操作分

别生成面向方面的特征向量

与面向上下文的特征向量

，通过计算上下文的隐藏状态向

量 与面向方面的向量 之间的语义相

关性 ，并为每个上下文词 分配相关的注意力权

重

βt =

n∑
i=1

aT
i h

c
i (8)

αt =
exp(βt)
n∑

i=1

exp(βi)

(9)

c =

n∑
t=1

αth
c
t (10)

ha
i ∈ Ha

ci ∈ C ϕt

ha
t φt

通过计算方面的隐藏状态向量 与面向

上下文的向量 之间的语义相关性 ，为每个

方面词 分配相关的注意力权重

ϕt =

a+m∑
i=a+1

cTi h
a
i (11)

φt =
exp(ϕt)

a+m∑
i=a+1

exp(ϕi)

(12)

a =

a+m∑
t=a+1

φth
a
t (13)

a c

r r ∈ R4dh

最后将生成的方面表示 与上下文表示 进行

拼接得到最终的表示 ，其中 。 

3.5  输出层

r

softmax
本文将获得的最终表示 输入到全连接层，最

后通过 进行分类输出

p = softmax(Wpr + bp) (14)

p ∈ Rdp dp

Wp ∈ Rdp×4dh bp ∈ Rdp

其中， 为极性决策空间， 表示情感标签的

维数， 和 分别是权重参数和

偏置项。模型的损失函数采用交叉熵损失函数，使

用标准的梯度下降法进行训练

loss = −
dp∑
i=1

yi lg pi + λ∥θ∥2 (15)

y ∈ Rdp i y

p i λ

其中， 为真实概率分布， 为概率分布 和

的第 个元素， 是L2正则化系数。 
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4    实验
 

4.1  实验数据与实验平台

dp = 3

为了验证IGATs模型的有效性，本文在3个公

开的数据集上进行了实验，分别是Twitter数据

集[7]、Laptop数据集 [1]、Restaurant数据集 [1]。这

些数据集包含3个标签(即 )，分别是积极

(Positive)、中性(Neutral)、消极(Negative)。数据

集统计结果如表1所示。

本文的实验平台如表2所示，实验主要采用

Facebook的Pytorch-GPU深度学习框架与Spacy文
本处理库，使用python3.7实现。 

4.2  实验设置与评价指标

本文使用300维的GloVe向量[20]初始化单词嵌

入，模型的所有权重参数均采用均匀分布进行初始

化。GAT的层数设置为1，图注意力头数设置为

1，此时模型的效果最好。模型的超参数设置如

表3所示。

FP

FN

P F1

模型采用精准率 (Prec i s ion ,  P)、召回率

(Recall, R)、准确率(Acc)与宏平均F1值(MF1)等
作为评价指标。对于单个类别，设TP为正确预测

的样本， 为其他类别被预测为当前类别的样

本， 为当前类别被预测为其他类别的样本，则

, R, 值的计算公式为

P =
TP

TP + FN
(16)

R =
TP

TP + FP
(17)

F1 =
2× P ×R

P +R
(18)

dp Acc MF1对于 个类别，准确率 与 的计算公式为

Acc =

dp∑
i=1

TPi

dp∑
i=1

(TPi + FPi + FNi)

(19)

MF1 =
1

dp

dp∑
i=1

F1i (20)

其中，MF1值是指所有类别的F1值的平均，模型

重复运行3次，取Acc最高的一次作为最终结果。 

4.3  对比模型

为了评估本文的模型，将它与一系列基准模型

进行比较，各个模型简介如下所示：

SVM[4]：采用有监督的机器学习方法检测方面

术语和方面类别，并检测客户评论中对方面术语和

方面类别表达的情感。

LSTM[9]：一种目标相关的长短期记忆(LSTM)
模型，该方法在生成句子表示时可以捕捉目标词和

其上下文之间的联系，以用于目标相关的情感分类。

MemNet[11]：采用深度记忆网络与多层注意力

机制相耦合的方法进行情感分类。

IAN[12]：使用两个注意力网络交互地建模目标

与上下文之间的语义关系，并分别生成目标与上下

文的表示，为判断方面的情感极性提供了足够的

信息。

AOA[13]：对方面和句子进行联合建模，以捕

捉方面和上下文之间的相互作用，共同学习方面和

句子的表示，并自动地关注句子中的重要部分。

AOA-MultiACIA[14]：一种新的方面-上下文交

互表示模型，它能够在其上下文序列建模过程中提

取与特定方面相关的特征，并同时生成高质量的方

面表示。

表 1  数据集统计

数据集 积极 中性 消极

Twitter-train 1561 3127 1560

Twitter-test 173 346 173

Laptop-train 994 464 870

Laptop-test 341 169 128

Restaurant-train 2164 637 807

Restaurant-test 728 196 196

表 2  实验平台

实验环境 具体信息

操作系统 Windows 10 教育版

CPU Intel(R) Core(TM) i7-7700 CPU @ 3.60 GHz

内存 16.0 GB

显卡 GTX 1080

显存 8.0 GB

表 3  超参数设置

超参数 超参数值数量

词嵌入维度 300

隐藏状态向量维度 300

Batch size 16

训练迭代次数epoch 100

优化器Optimizer Adam

学习率Learning rate 0.001

Dropout rate 0.3

L2正则化系数 0.00001
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ASGCN[15]：通过在句子的句法依存树上构建

多层GCN以捕获句法依存信息，并结合注意力机

制进行情感分类。

GATs[19]：使用GAT模型进行情感分类，GAT
模型描述如2.2节所示。 

4.4  实验结果与分析

表4给出了各个模型在3个数据集上的性能对比。

可以看出，虽然SVM模型在Laptop和Restaurant
数据集上的性能优于LSTM模型，但是它依赖人工

特征提取，费时费力且效率低下。基于注意力机制

的模型(如MemNet, IAN, AOA, AOA-MultiACIA)
性能均优于LSTM模型，这表明注意力机制在情感

分析任务中是有效的，而且采用交互注意力机制的

IAN与AOA模型性能要优于采用传统注意力机制

的MemNet模型，甚至不亚于将句法依存信息考虑

在内的ASGCN模型，这表明方面与上下文词都需

要受到关注，而且二者之间的交互有利于情感信息

的传播，并最终提升情感预测模型的性能。

然而，上述模型要么只考虑句法依存信息或位

置信息，要么只关注于方面与上下文词之间的交互，

难以实现二者之间的协调优化。为此，本文提出一

个新的模型，即IGATs。可以看出，IGATs在3个
数据集上的Acc与MF1值整体上优于其他模型。相

较于仅包含多层注意力机制的AOA-MultiACIA模

型，IGATs在Twitter数据集上的Acc与MF1分别提

升了2.89%和4%，在Laptop数据集上的Acc与
MF1分别提升了0.75%和1.81%，在Restaurant数
据集上的MF1提升了1.86%，这表明句法依存信息

与位置信息有利于识别方面的情感极性，而且

Twitter数据集对句法信息与位置信息更加敏感。

需要注意的是，IGATs在Restaurant数据集上的

Acc稍低于AOA-MultiACIA模型，这是因为该模

型采用多层交互注意力机制，它能够在上下文序列

建模过程中提取与特定方面相关的特征，并生成高

质量的方面表示。相较于将句法依存信息与相对位

置信息考虑在内的ASGCN模型，IGATs在Twit-
ter数据集上的Acc与MF1分别提升了3.14%和3%，

在Laptop数据集上的Acc与MF1分别提升了0.47%
和1%，在Restaurant数据集上的Acc与MF1分别提

升了1.55%和1.97%，相较于将句法依存信息与位

置信息考虑在内的GATs模型，IGATs在各个数据

集上的Acc与MF1也均有所提升，这表明依存信息

与位置信息需要结合交互注意力网络才能发挥更好

的效果。

除此之外，文章统计了各个模型的可训练参数

数量(1M=1Million)，如表5所示。由于SVM模型

采用人工提取特征的方法进行情感分类，模型性能

的好坏很大程度上取决于特征工程，其效率很低。

MemNet模型的参数数量最少，其性能虽然优于

LSTM，但是仍不及其他模型；IAN模型的参数规

模与ASGCN相当，然而其在Laptop与Restaurant
上的性能远不及ASGCN；AOA模型借鉴了IAN模

型的交互注意力机制，其模型计算复杂度不亚于IAN，
但是二者性能很接近；AOA-MultiACIA模型在

AOA模型的基础上叠加了多层多头注意力机制，

虽然其在各个数据集上的性能不亚于ASGCN，但

是模型计算复杂度远高于AOA，更高于ASGCN；

GATs模型的参数规模比ASGCN少，二者性能却

十分接近，因此，模型效率高于ASGCN模型；IG-
ATs模型的参数规模与GATs接近，但是其性能整

体上优于其他模型，这表明IGATs模型的效率远高

于其他模型。 

4.5  消融实验

为了进一步检查IGATs的每个组件对性能的影

响，本文对IGATs进行了消融研究，具体如下：

BiLSTM+IAtt：模型由LSTM层与IAtt层组

表 4  各个模型的性能对比(%)

模型
Twitter Laptop Restaurant

准确率(Acc) 宏平均F1 准确率(Acc) 宏平均F1 准确率(Acc) 宏平均F1

SVM 63.40 63.30 70.49 N/A 80.16 N/A

LSTM 69.56 67.70 69.28 63.09 78.13 67.47

MemNet 71.48 69.90 70.64 65.17 79.61 69.64

IAN 72.50 70.81 72.05 67.38 79.26 70.09

AOA 72.30 70.20 72.62 67.52 79.97 70.42

AOA-MultiACIA 72.40 69.40 75.27 70.24 82.59 72.13

ASGCN 72.15 70.40 75.55 71.05 80.77 72.02

GATs 73.12 71.25 74.61 70.51 80.63 70.41

IGATs 75.29 73.40 76.02 72.05 82.32 73.99
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成，LSTM层用来学习句子的语义特征表示，IAtt
层用来建立方面与上下文词之间的语义关系。

BiLSTM+GAT+IAtt：模型仅在LSTM层后

新增了一个GAT层，用来捕获方面与上下文词之

间的句法依存关系。

BiLSTM+PE+IAtt：模型仅在LSTM层后新

增了一个PE层，用来将位置信息嵌入到句子的语

义特征表示中。

IGATs：完整的模型，不仅考虑了位置信息，

还考虑了句法依存信息。

各个模型的性能对比如表6所示。可以看出，

BiLSTM+IAtt模型在3个数据集的Acc与MF1值整

体上不及其他模型，这表明句子中方面与上下文词

之间的句法依存信息与位置信息是不可忽略的。

BiLSTM+GAT+IAtt模型的性能整体上优于BiL-
STM+IAtt模型，但仍不及IGATs，这表明虽然句

法依存信息有利于识别方面的情感极性，但是也不

能忽略了位置信息的影响。BiLSTM+PE+IAtt模

型的性能在Twitter数据集上比 IGATs低，在

Laptop数据集上要优于IGATs，在Restaurant数据

集上的性能接近IGATs，这表明相较于句法依存信

息，Laptop对位置信息更敏感。由此可见，PE层
对IGATs模型的贡献最大，其次是GAT层，但是

也不能忽视GAT层的影响。 

4.6  其他因素

K

L

L ∈ {1, 2, 3, 4, 5, 6, 7, 8, 9, 10}

L

由于GAT层包含多层GAT，每层GAT又可能

包含多个图注意力头，不能忽视这些因素对模型性

能的影响。因此，本文研究了GAT头数 为1的情

况下，GAT层数 对IGATs性能的影响。通过改变

的值，测试 IGATs在

Restaurant数据集上的Acc和MF1值。实验结果如

图3所示。可以看出，IGATs的准确率Acc随着 的

增加而下降，MF1值在层数小于5的情况下比较稳

定，在层数为5的情况下取得最大值，随后开始下降。

除此之外，本文也研究了GAT层数为1的情况

下，图注意力头数K对IGATs最终性能的影响。通

过改变K∈{1, 2, 3, 4, 5, 6, 7, 8, 9, 10}的值，测试

IGATs在Restaurant数据集上的Acc和MF1值。实

验结果如图4所示。可以看出，IGATs的准确率

Acc随着K的增加整体呈现下降趋势，MF1值在图

注意力头数为6时最大，随后开始下降。综合各方

面因素，本文将GAT层数以及图注意力头数均设

为1。 

5    结束语

本文提出一种面向方面级情感分析的交互图注

意力网络模型(IGATs)。首先，通过计算方面与上

表 5  各个模型的可训练参数数量(M)

模型 可训练参数数量

SVM –

LSTM 0.72

MemNet 0.36

IAN 2.17

AOA 2.10

ASGCN 2.17

GATs 1.81

IGATs 1.81

表 6  消融研究(%)

模型
Twitter Laptop Restaurant

准确率(Acc) 宏平均F1 准确率(Acc) 宏平均F1 准确率(Acc) 宏平均F1

BiLSTM+IAtt 74.13 72.86 75.08 70.82 81.25 72.14

BiLSTM+GAT+IAtt 74.86 72.98 74.92 71.08 82.05 73.45

BiLSTM+PE+IAtt 74.42 72.35 76.65 72.75 82.23 74.01

IGATs 75.29 73.40 76.02 72.05 82.32 73.99

 

 
图 3 GAT层数L对模型性能的影响

 

 
图 4 GAT头数K对模型性能的影响
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下文词之间的语法距离与相对距离实现了位置信息

的利用；其次，通过构建句法依存树和图注意力网

络实现了句法依存信息的融合；最后，通过建立方

面与上下文词之间的交互注意力模型，实现了两者

之间的协调优化。实验结果表明IGATs能够有效捕

获方面与上下文词之间的句法依存信息和位置信

息，模型在多个数据集上的评价性能都得到了显著

提升。同时，模型仍然存在一些有待研究的内容，

例如，没有考虑方面与上下文词之间的依存关系标

签以及词性对任务的影响，这些将在今后的工作中

进行完善。
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