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摘   要：针对新一代多普勒气象雷达的散射回波图像受非降雨等噪声回波干扰导致精细化短时气象预报准确度降

低的问题，该文提出一种基于深度卷积神经网络(DCNN)的气象雷达噪声图像语义分割方法。首先，设计一种深

度卷积神经网络模型(DCNNM)，利用MJDATA数据集的训练集数据进行训练，通过前向传播过程提取特征，将

图像高维全局语义信息与局部特征细节融合；然后，利用训练误差值反向传播迭代更新网络参数，实现模型的收

敛效果最优化；最后，通过该模型对气象雷达图像数据进行分割处理。实验结果表明，该文方法对气象雷达图像

的去噪效果较好，与光流法、全卷积网络(FCN)等方法相比，该文方法对气象雷达图像中真实回波和噪声回波的

识别准确率高，图像的像素精度较高。
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Abstract: Considering the problem that the scattering echo image of the new generation Doppler meteorological

radar is reduced by the noise echoes such as non-rainfall, the accuracy of the refined short-term weather

forecast is reduced. A method for semantic segmentation of meteorological radar noise image based on Deep

Convolutional Neural Network(DCNN) is proposed. Firstly, a Deep Convolutional Neural Network Model

(DCNNM) is designed. The training set data of the MJDATA data set are used for training, and the feature is

extracted by the forward propagation process, and the high-dimensional global semantic information of the

image is merged with the local feature details. Then, the network parameters are updated by using the training

error value back propagation iteration to optimize the convergence effect of the model. Finally, the

meteorological radar image data are segmented by the model. The experimental results show that the proposed

method has better denoising effect on meteorological radar images, and compared with the optical flow method

and the Fully Convolutional Networks (FCN), the method has high recognition accuracy for meteorological

radar image real echo and noise echo, and the image pixel precision is high.

Key words: Meteorological radar; Deep learning; Image semantic segmentation; Image denoising; Convolutional

Neural Network(CNN)

1    引言

依靠多普勒效应[1]和降水粒子对雷达发射电磁

波的散射回波，新一代的多普勒气象雷达是探测降

雨信息的主要设备。由于地物回波等假回波因素的

干扰造成气象雷达回波图像噪声增加，导致精细化

短时气象预报的误差率上升。

目前，国内外针对雷达图像去噪问题的研究取

得了一定成果，文献[2]使用复杂不可分离过采样重

叠变换(Complex NonSeparable Oversampled

Lapped Transform, CNSOLT)作为稀疏表示对雷

达图像去噪处理，并结合CNSOLT和一种复值信

号修改的迭代收缩/阈值算法(Iterative Shrinkage/

Thresholding Algorithm, ISTA)，提出一种图像恢
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复方法。文献[3]提出一种基于非下采样Contourlet

变换的自适应图像去噪算法，有效去除了图像中的

高斯白噪声，提高了峰值信噪比并可保留图像边缘

细节。文献[4]使用基于2维离散小波变换域的定向

平滑滤波器对图像去噪，利用Kohonen自组织映射

网络(Self-Organizing Map, SOM)对去噪后的图像

进行去模糊处理。文献[5]将小波分析和变分推理进

行结合，在分别消除图像的低频噪声和高频噪声

后，利用小波逆变换获取去噪后的图像。

通过对上述成果的研究和分析，可以发现：

(1) 采用稀疏表示、非下采样Contourlet变换

方法进行雷达图像去噪时，无法将图像的高频特征

与低频关键特征进行全局量化组合以达到更好的去

噪效果。

(2) 采用小波变换方法可以对雷达图像按照不

同的小波公式和分解层数进行分解处理，然后将图

像的低频区域的关键特征与高频区域的噪声特征进

行小波量化组合，但在实际应用中，如何合理选取

高频区域和对应层级的阈值是一大难点，这直接影

响了小波去噪的准确率。

随着大数据和深度学习技术逐步趋于成熟，很

多深度学习模型被应用于图像去噪中。文献[6]基于

多尺度残差学习(Multi-scale Residual Learning,

MRL)和Dropout正则化方法，提出一种基于卷积

神经网络的航空图像去噪识别模型，该模型在一定

程度上提高了图像去噪性能，但时间复杂度较高。

文献[7]提出一种基于改进全卷积神经网络(Improved

Full Convolutional Neural Network, IFCNN)模型

的噪声图像语义分割算法，获得了较好图像分割效

果，但处理对象只是空间复杂度较低的噪声图像，

且网络模型对图像特征的提取能力有限。

由于截至目前几乎没有针对多普勒气象雷达噪

声图像语义分割的研究，因此上述各类针对噪声图

像的处理的方法为本文研究内容的顺利开展提供了

可供参考的实践解决方案。为此，本文将气象雷达

图像去噪问题转化为图像语义分割[8,9]任务，应用

深度学习技术进行气象雷达噪声图像语义分割，采

用多通道跨层聚合的网络结构设计方式，设计一种

深度卷积神网络模型(Deep Convolutional Neural

Network Model, DCNNM)，本模型将多次池化操

作后的结果分别单独保留，然后再各自进行卷积、

反卷积处理并将各层数据累加求和，通过Crop操

作将求和后数据与原始数据对齐。通过该网络进行

模型训练可将图像的高层全局信息与底层局部信息

有效结合，并可提升精细化图像分割效果。利用该

网络在手工标注气象雷达噪声图像数据集MJDATA

上进行的模型训练和测试实验结果表明，本文模型

对真实回波和噪声回波识别准确率较高。

2    气象雷达图像的语义分割

由于地形，气候，硬件设备等多方面因素影

响，气象雷达图像中噪声类型多种多样，图1展示

了6类常见的回波噪声。

其中，图1(a)和图1(b)作为非降雨回波数据被

包含在本文的MJDATA数据集中，其样本占有量

较少。图1(c)、图1(d)、图1(e)和图1(f)4类噪声回

波(包含降雨信息)的形状、高度和强度信息如表1
所示。

表 1中 4类噪声回波的形状、高度和强度

(dBz)会根据季节、地区和温度等自然因素在各自

特定取值范围内发生变化。

气象雷达图像语义分割是针对气象雷达图像上

的回波信息进行类别解析，其本质是根据像素特征

将数字图像细分为互不重叠区域的过程。它是实现

气象雷达图像去噪的基础，也是精细化短时预报等

 

 
图 1 气象雷达噪声回波图
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前沿应用的前提技术积累。短时预报能够准确地为

用户反馈附近降雨信息的前提是能够获取完整、干

净的气象雷达降雨基数据，否则就会产生预报误

差。因此只有快速、准确地对气象雷达基数据进行

回波识别并去噪，才能进行信息推送、覆盖计算等

任务。

目前，主流的图像语义分割网络模型包括全卷

积神经网络(Fully Convolutional Neural Networks,
FCNN), RefineNet, ShelfNet, DeepLab v1, DeepLab
v2, DeepLab v3和Mask R-CNN等，这些方法在进

行图像语义分割任务时可以对某一类特定物体或者

人物头像直接进行分类标记，其应用对象多为空间

复杂度相对较低的人物场景图像。而气象雷达图像

具有特殊性，图像中每一个像素点对应的空间距离

可能达到2～3 km，且由于气象雷达站数量众多(全
国范围内超过170个基站)，每个基站受覆盖范围、

地理位置和地形等因素影响会产生大量不同类型的

真实回波和噪声回波。因此一般的图像处理方法已

经不能很好地满足任务需求。本文在利用图像语义

分割技术对气象雷达图像进行去噪处理时，通过深

度卷积神经网络来完成对图像中每一个像素点的分

类，这样由识别结果组成的图像就是一张全局像素

标记图，可达到精细化图像分割的目的。

3    多通道跨层聚合深度卷积神经网络

3.1  网络结构

本文设计的多通道跨层聚合深度卷积神网络模

型如图2所示，本模型主要由5个特征提取结构和跨

层聚合模块构成。

在网络的前端设计中，受AlexNet网络[10]特征

提取结构设计方式的启发，模型前端的5个特征提

取结构设计方式与其相似。不同的是，AlexNet网
络中的每一个特征提取结构只包含1个卷积层，采

用的是7×7与5×5的大卷积核，大卷积核虽然能够

提高对数据的感知区域，但同时也带来了参数冗

余，特征爆炸等问题。而本文网络的5个特征提取

结构中的所有卷积核均使用3×3的小型化结构，且

每个特征提取结构包含2～3个卷积层；采用该种设

计方式主要有两方面原因：

(1) AlexNet网络中的7×7全卷积核，可以被分

解为3个3×3微卷积核作层序叠加，这样做可有效

减少网络中的参数数量。因为7×7卷积核有49个参

数，而3个3×3微卷积核只有27个参数，参数量接

近减少到原来的1/2，可有效降低模型过拟合的风

险，同时也可以提高训练速度。

(2) 深度学习的特征感知从本质上来说是一种

线性关系到非线性关系的映射，这种映射由激活函

表 1  4类噪声回波的特征描述

噪声回波 形状 高度(km) 强度(dBz)

逆温层回波 分布比较均匀的块状回波，范围较大，边缘清晰 5～6 10～30

涓流回波 分布比较均匀的半圆形回波，范围较大，边缘清晰 6～7 5～15

低空昆虫回波 分布不均匀的点状回波，范围小，比较分散 2～3 0～10

形态学噪声回波 分布不均匀的点状或片状回波，范围较小，比较分散 3～4 5～20

 

 
图 2 DCNNM的网络结构
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数来完成。本文在使用多层小卷积核进行特征感知

时，每一个卷积层后面都连接了一个ReLu激活

层，这样做可以在使用更少的参数情况下感知到与

AlexNet网络同样大小的视野区域，同时也能够抽

取到更多的非线性关系。

在跨层聚合结构，将每次池化后的结果保存，

然后进行单独的卷积训练，再使用反卷积技术将各

层数据对齐同一维度后进行累加求和，最后统计模

型训练损失值。同时为了避免DCNNM在训练过程

中出现过拟合现象，使用Dropout[11]方法来稀疏神

经元个数。

3.2  前向传播特征提取

在DCNNM的前向传播过程中，每一层网络的

参数经过随机生成的卷积核进行特征提取，输出的

结果经过激活函数进行非线性映射生成特征结果图

作为下一层网络的输入数据。卷积运算的过程如

式(1)所示

x l
j = Ã

ÃX
i2Mj

x l¡1
i wl

ij+bl
i

!
(1)

x l
j

ª

其中， 表示每一个卷积层经过一个卷积核的处理

得到的结果，l代表网络层数，j代表卷积核序号。

w表示网络权重，b为偏置， 为激活函数，本文采

用Relu激活函数，公式表示如式(2)。

Relu(y) =
½

y; y > 0
0; y · 0 (2)

在本文所提网络结构中，每隔几个卷积层就会

进行一次池化处理，每一个卷积核输出的特征图都

会经过池化层的下采样操作进行特征筛选，池化层

的计算过程可用式(3)表示
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j = Ã

³
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jdown
³
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其中，down(x)表示对矩阵元素x的下采样操作，池

化操作和普通的神经元计算类似，也有其权值

和偏置 。

3.3  反向传播模型优化

为使模型训练达到理想的收敛效果，使用

Softmax函数计算网络输出的预测标记图与实际样

对网络参数迭本标记图的对比误差值，然后利用误

差值进行反向传播代更新，以便网络能够快速获取

最优的权重和偏置，使网络的输出y(x)能够拟合所

有的训练输入x。为了量化模型拟合程度，定义一

个代价函数

C (w; b) =
1
2n

nX
x=1

°°° (x) ¡
°°°2 (4)

其中，C为代价函数，w表示所有网络中权重的集

合，b是所有的偏置，n是训练输入数据的个数，

a表示当输入为x时输出的向量。由式(4)可知，代

价函数C(w,b)是非负的，因此如果优化算法能够找

到合适的权重和偏置，使得C(w,b)≈0，那么，对

于所有的训练输入x, y(x)接近于输出a时，模型就

能收敛到最优状态，因此训练算法的目的就是最小

化权重和偏置的代价函数C(w,b)。
梯度下降是一个求函数最小值的算法，它的思

想是随机选取一个参数组合(w,b)，计算代价函数

C，然后寻找下一个能让代价函数值下降最多的参

数组合，持续此过程，直到找出一组最优的参数组

合，以获取C(w,b)的全局最小值(global minimum)。
利用梯度下降算法来寻找使代价方程取得最小值的

权重wk和bl，定义如式(5)和式(6)进行参数更新

w ! wk
0 ´ wk ¡ ´

@C
@wk

(5)

b! b
0

l ´ bl ¡ ´
@C
@bl

(6)

´ @C=µwk @C=µbl其中， 为学习率，偏导数 和 表示任

意权重和任意偏置的变化率。

4    数据集获取及数据预处理

4.1  数据采集及人工标注

本文DCNNM所用的训练和测试数据来自于手

工标注的MJDATA数据集。该数据集主要抽取来

自2016年5月—10月这个降水分布较多的时间段内

的气象雷达数据，站点范围覆盖全国170多个气象

雷达站，噪生样本的获取方式是抽取同一时段内

5个不同时刻的雷达图像作为数据储备，例如在t,
t+6, t+12, t+18, t+24和t+30, t+36, t+42, t+48,
t+54两个时间段内每隔6 min抽取1张图像，分别

连续抽取5张图像。同时为了使样本抽取的均匀性

得到保证，本文从每个雷达基站抽取45张图像。由

于受气象雷达站本身覆盖范围的影响，该数据集包

含两种不同像素大小的图像，分别为477×477和
509×509。

对气象雷达图像的标注规则和数据集的样本比

例分配的设置规则如下：

首先，对气象雷达图像中的每一个像素进行手

工标记，其中，图像的所有背景信息被标注为0，
噪声被标注为128，真实回波(降雨信息)被标注为

255，数据集共包含7473张人工标注图像。

其次，考虑到每个气象雷达站图像样本的特殊

性，在从每个气象雷达站抽取样本数据时按照训练

集和测试集4:1的比例进行筛选，最后总训练集中
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包含6077张样本图像，总测试集中包含1396张样本

图像，符合网络训练的数据分配标准。

手工对原始气象雷达回波进行标注后的效果如

图3所示，其中，绿色部分为噪声，红色部分为真

实回波。原始气象雷达回波图经过灰度映射后的效

果如图4所示。为提高可视化效果，对两张图像均

进行彩色映射。

4.2  数据预处理

(1) 添加空间信息

由于气象雷达回波图像的空间复杂度较高，为

了使DCNNM能够更好地感知气象雷达数据的空间

坐标信息，增强其对不同特征之间关联信息的提取

能力。本文对手工标注后的图像额外添加1维空间

信息，通过实验验证了采用该处理方式后，DCNNM
对噪声回波和真实回波的识别准确率分别提高了近

3%。图5是添加空间信息后气象雷达图像的可视化

效果。气象雷达图中的许多噪声样本都处于图像的

中心位置，而气象雷达的扫描范围也是以中心为坐

标基准。本文在每张图像的中心到边缘区域从0开
始做序列递增，这样产生的图像就是由中心到边

缘，数值不断变大的灰度图像，在此情况下，DCNNM
可以更准确地感知真实回波在空间上的移动规律。

(2) 图像切割

在深度学习领域，数据集大小和网络参数数量

是影响网络模型训练效果和收敛速度的两个关键因

素。虽然本文使用的MJDATA数据集提供了超过

7000张的手工标注图像，但是对于DCNNM的训练

任务来说，仍不能很好地满足需求。此外，MJDATA
数据集中包含大小为477×477×3和509×509×3的图

像，两者的参数训练量分别超过了6.8×105和7.7×
105，这极大地增加了网络训练的复杂度，因此必

须减少输入数据维度。传统的图像缩放[12,13]方式虽

然能够解决这一问题，但气象雷达数据对空间信息

的依赖性极强，对图像直接缩放会破坏其空间结

构，损失大量原始噪声信息。相比较于图像缩放的

方式，采用图像切割操作对图像中的真实回波与噪

声回波的局部空间位置对应关系产生的影响更小。

利用(1)中处理好的MJDATA数据集，对气象

雷达图像进行切割操作。将数据集中大小为

477×477×3和509×509×3的图像集合统一切割成

384×384×3大小的图像，切割操作主要包括以下两

个步骤：

步骤 1　固定区域，随机切割。对MJDATA
数据集中每张图像的20个384×384×3区域进行随机

切割，将数据集扩充到原来的20倍；

步骤 2　图像筛选。经过步骤1的图像随机切

割处理，数据集中会出现许多拥有较少或者几乎不

存在真实回波与噪声回波信息的图像，这些图像对

模型训练没有正向反馈作用，因此在经过筛选后，

图像数量减少到步骤1的1/2，约为74730张。

5    实验与结果

5.1  实验环境和网络训练参数设置

本文算法的实现在Ubuntu16.04系统上进行，

由深度学习库Caffe [14]实现，Caffe提供了完善的

python接口供开发者使用，方便快捷。在模型训练

时使用NVIDIA Tesla K40m GPU加速器进行并行

计算加速，以提高模型运算效率。模型训练参数设

置如表2所示。

此外，每进行10批次训练统计一次训练误差，

每进行200批次测试统计一次测试误差。

5.2  评估标准

在对模型的去噪效果建立评估标准之前，基于

 

 
图 3 手工标注的气象雷达回波图

 

 
图 4 灰度映射后的气象雷达回波图

 

 
图 5 添加空间信息后图像的可视化结果

第 1 0期 杨宏宇等：基于深度卷积神经网络的气象雷达噪声图像语义分割方法 2377



手工标注的结果与机器去噪后的标注结果建立了气

象雷达图像去噪效果交叉验证取值表，如表3所示。

本文以DCNNM对真实回波识别准确率(True

Echo Recognition ACCuracy, TERACC)和对噪声

回波识别准确率(Noise Echo Recognition ACCuracy,

NERACC)以及像素精度(Pixel Accuracy, PA)3类

指标来评估图像的去噪效果。其中，

真实回波识别准确率：TERACC=A/(A+B)
噪声回波识别准确率：NERACC=D/(C+D)
像素精度：PA=A+D/(A+B+C+D)

5.3  实验设计

为验证本文网络模型设计的合理性和有效性，

设置了3组对比实验，具体设置如下：

实验1　在MJDATA数据集的数据量达到

5000张图像时，利用DCNNM进行模型训练得到一

个网络模型Model1，然后通过该模型进行了测试

实验，最后根据测试结果计算各评价指标值。

实验2　在MJDATA数据集的数据量达到

5000张图像时，使用传统的光流法[15]、全卷积网络

(Fully Convolutional Networks, FCN)[16]和光流

法+FCN3种方法，分别进行模型训练和样本测

试，并根据测试结果分别计算各评价指标值，然后

进行对比分析。

实验3　在MJDATA数据集的数据量达到

7473张图像时，使用DCNNM进行模型训练得到一

个网络模型Model2，并使用该模型进行测试实

验；然后分别使用DeepLab v3[17], ShelfNet[18]和
Mask R-CNN [19]3类网络模型分别进行训练和测

试，最后根据这4类模型的测试结果计算各评估指

标值并进行对比分析。

5.4  实验结果

通过对5.3节中实验1与实验2测试结果进行统

计，4类方法的评估指标结果如表4所示。

由表4可知，当MJDATA数据集的数据量为

5000时，Model1对真实回波、噪声回波的识别准

确率和像素精度明显优于其它3类方法，这表明将

DCNNM应用于气象雷达图像语义分割任务中是一

种切实可行的方案，且实验效果良好。

MJDATA(5000)数据集在后期不断增加新的

纯噪声样本和多噪声样本，数据量扩充到7473张图

像。如表5所示，显示了4类模型在MJDATA(7473)
数据集上测试后的评估指标值。

通过对表4和表5中Model1和Model2的测试结

果分析可知，在扩充了样本训练量后，随着数据量

的增加，Model2在MJDATA(7473)数据集上对真

实回波识别的准确率与像素精度低于Model1在
MJDATA(5000)上测试的评估值，但是对噪声回

波的识别准确率高于后者，这可能是由于在后期添

加的数据样本中，大量的纯噪声样本和多噪声样本

影响了测试模型对真实样本和噪声样本的识别效果。

由表5的测试结果可知，Model2对真实回波的

识别准确率高于其它3类模型，对噪声回波的识别

准确率和像素精度略低于Mask R-CNN，但高于

DeepLab v3和ShelfNet，这说明本文方法在进行气

象雷达图像语义分割任务时拥有较好的处理效果，

这主要是因为本文的DCNNM采用独特的网络结构

设计方式，虽然网络结构较为复杂，网络深度较深

(卷积层数达到25层)，但能够对MJDATA数据集

中拥有高维复杂空间结构特征的图像进行有效的特

表 2  模型训练参数设置

训练参数 参数取值

网络学习率 10–8

权重衰减系数 0.001

momentum系数 0.91

感知屏蔽数量 0.5

批处理大小 4

网络最大迭代次数 10000

表 3  气象雷达图像去噪效果交叉验证取值表

像素点 255 128

255
A手工标注为降雨的像素点，

并且机器去噪也标注为降雨

的像素点

B手工标注为噪声的像素点，

但是机器去噪标注为降雨的

像素点

128
C手工标注为降雨的像素点，

但是机器去噪标注为噪声的

像素点

D手工标注为噪声的像素点，

并且机器去噪也标注为噪声

的像素点

表 4  4类模型测试效果对比(%)

数据集 方法 TERACC NERACC PA

MJDATA (5000)

光流法 88.21 59.03 73.39

FCN 91.68 79.61 85.43

光流法+FCN 92.60 73.91 78.17

Model1 93.65 81.65 96.75

表 5  4类模型测试效果对比(%)

数据集 方法 TERACC NERACC PA

MJDATA (7473)

DeepLab v3 88.57 81.65 91.75

ShelfNet 86.92 84.34 90.51

Mask R-CNN 89.66 85.20 93.63

Model2 90.40 84.36 92.79
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征提取；而DeepLab v3, ShelfNet和Mask R-CNN3
类模型由于网络深度较浅，且其应用对象是空间复

杂度较低的图像，所以相比之下本文方法对气象雷

达图像拥有更好的语义分分割效果。

图6显示了在同一数据集MJDATA(7473)上，

各类方法在完成训练和测试过程后实际运行时间的

对比结果。

由图6可知，DCNNM相比较于传统的光流

法、FCN和光流法+FCN3类方法的训练和测试时

间更短；与主流的DeepLab v3, ShelfNet和Mask
R-CNN3类方法相比，训练和测试时间更长，这是

因为DCNNM虽然采用了小卷积核，减少了参数训

练量，但网络层数较多，特征提取过程较为详细，

所以在时间效率上不占优势，但图像语义分割效果

相比较于其它方法具有明显优势。

图7是对两个相邻气象雷达基站(分别是北京大

兴站与河北沧州站)的原始回波图像进行灰度处理

后的效果图，其处理目的是为了使DCNNM更好地

适应图像的像素灰度变化。

图8显示了本文方法与DeepLab v3, ShelfNet
和Mask R-CNN3类方法在MJDATA(7473)数据集

上测试后的语义分割效果对比图。

由图7和图8处理前后的对比效果可知，原始气

象雷达噪声图像经过DCNNM处理后，真实回波区

域与噪声回波区域被精细化分割，达到了良好的图

像去噪效果。与其它3类方法相比，本文方法的语

义分割效果最好，对不同灰度区域不存在误分割的

情形。

6    结束语

为了解决多普勒气象雷达图像噪声对精细化短

时气象预报准确率产生的消极影响，本文以图像语

义分割技术为基础，将深度学习技术应用到气象雷

达图像去噪任务中，提出一种基于深度卷积神经网

络的气象雷达噪声图像语义分割方法。本文的

DCNNM采用了多通道跨层聚合的网络结构设计方

式，在进行特征提取任务时，DCNNM可以将图像

中的高维特征信息与低维特征信息进行融合，在保

 

 
图 6 各类模型训练和测试时间的对比结果

 

 
图 7 经过灰度处理的气象雷达图

 

 
图 8 气象雷达图像语义分割效果对比
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留高维全局语义信息的情况下也不会损失局部的特

征细节，有效提升了图像语义分割的准确度。在手

工标注的MJDATA数据集上对该算法进行训练和

测试，获得了较好的实验效果，证明了深度学习应用

于气象雷达图像去噪任务中的技术可行性和有效性。

未来，对基于深度卷积神经网络的气象雷达噪

声图像语义分割方法的优化研究重点包括以下两方

面：(1)对DCNNM网络结构进行优化，例如增加

网络层数，修改连接方式等方法，在此基础上改进

算法。(2)增加数据样本，通过训练增强DCNNM
的适应范围，提升模型的泛化能力。
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